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Abstract

In industrial practice, quality control traditionally occurred downstream to the
output. In order to decrease costs linked to industrial wastes and to ensure end
products of better quality, the control step is being anticipated through the analy-
sis of the behavior of signals characterizing the process signature. In science, this
paradigm shift in the monitoring approach is made possible by the availability of
increasingly cheaper sensors for industrial use. Hence, the object of analysis is no
longer the end product, but the process needed to realize it, that is described by
the signals acquired during the processing. However, this shift of approach involves
several challenges related with the complexity of the signals and the violation of
traditional assumptions for quality control. Nonparametric and machine learning
techniques (i.e., neural networks) are suitable to deal with distributional assump-
tion violations and to cope with complex data patterns. Recent studies showed
that those methods can be used in quality control problem, by exploiting only
in-control data for training. Nevertheless, two critical issues include: the need for
large amounts of training samples and the absence of out-of-control data in trai-
ning set. The former issue is not a problem when working with signal data, due to
the very high sampling. Literature lacks approaches that allow neural networks to
recognize anomalous observations in the training phase so that they can be autono-
mously removed from the dataset, in order to increase reliability and effectiveness
in the estimation of the technological signature. This thesis aims to search an inno-
vative method for the identification of anomalies in the training phase of a specific
type of neural network: the Self-Organizing Map. As far as Statistical Process
Control is concerned, this work belongs to the research field of Profile Monitoring,
that is the analysis of stability over time of a functional relationship between the
process signal and the product quality. The method presented will be tested on a

dataset proposed in the literature, and compared with the current state of the art.



Sommario

In ambito industriale tradizionalmente il controllo di qualita é sempre avvenuto
a valle della realizzazione dell’output. Al fine di ridurre i costi legati agli scarti e
garantire una migliore qualita dei prodotti finiti, oggi si sta cercando di anticipare
questa fase di controllo analizzando il comportamento dei segnali che caratterizza-
no la firma di processo. In ambito scientifico, questo cambio di approccio ¢ meglio
noto come paradigm shift del monitoraggio ed é reso possibile grazie alla disponi-
bilita di sensoristica a costi sempre piu ridotti. L’oggetto dell’analisi quindi non e
piu il prodotto finale ma il processo produttivo che lo realizza descritto dai segnali
acquisiti durante la lavorazione. Questo cambio di approccio coinvolge numerose
sfide connesse con la complessita dei segnali e con la violazione delle ipotesi tradi-
zionali per il controllo qualita. Le tecniche non parametriche derivanti dal campo
del machine learning (i.e., neural network) ben si adattano a trattare la violazione
delle ipotesi distribuzionali e far fronte a complessi pattern dei dati. Studi recenti
hanno mostrato come questi metodi possano essere usati nei problemi di controllo
qualita, sfruttando solo dati in controllo per I'addestramento. Tuttavia, due cri-
ticita sono: la necessita di avere una grande quantita di campioni di training e
I’assenza di dati fuori controllo tra questi. Il primo non sara un problema quando
si lavora con i dati provenienti da segnali, a causa dell’elevato campionamento, il
secondo sara invece un aspetto critico. In letteratura mancano degli approcci che
consentano alle reti neurali di riconoscere osservazioni anomale in fase di training
ed eliminarle in maniera autonoma dal proprio dataset al fine di incrementare affi-
dabilita ed efficacia nella stima della firma tecnologica. I’obiettivo di questo lavoro
di tesi consiste quindi nella ricerca di un metodo innovativo per 'identificazione
di anomalie in fase di addestramento di una specifica tipologia di rete neurale: la
Self-Organizing Map. In ambito di Statistical Process Control questo lavoro rientra
nel filone di ricerca del Profile Monitoring, ovvero ’analisi della stabilita nel tempo
di una relazione che lega il segnale di processo con la qualita di prodotto. Il metodo
presentato verra testato su un dataset gia presente in letteratura e confrontato con

l'attuale stato dell’arte.
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Capitolo 1

Introduzione

L’approccio tradizionale nell’ambito del controllo industriale della qualita pre-
vede la misura a campione sul prodotto finito di una o piu grandezze di interesse
al fine di monitorarne ’andamento temporale e verificare la stabilita del proces-
so. Questa procedura, denominata controllo “post-process”, presenta il limite di
consentire I'individuazione di un’eventuale anomalia soltanto a valle del campiona-
mento delle parti prodotte. Cio si traduce in un inevitabile ritardo nell’intervento
di correzione del processo che nel frattempo continuera a produrre nuove compo-
nenti che potrebbero risultare non conformi, comportando quindi un aumento degli
scarti e un conseguente incremento dei costi di produzione oltreché una notevole
perdita di tempo. La tecnologia odierna permette di acquisire grandi quantita di
informazioni durante il processo utilizzando sensori installati nelle macchine uten-
sili e nei sistemi produttivi. L'uso in-process di tali informazioni invece delle (o in
aggiunta alle) misure post-process, rappresenta uno shift di paradigma nel controllo
statico di processo.

Questo lavoro di tesi si concentra su una particolare tipologia di processi mani-
fatturieri caratterizzati da pattern di segnali che si ripetono ciclicamente nel tempo,
denominati “profili”.

Il Profile Monitoring é un campo di ricerca recente nello Statistical Process
Control, che sta attirando I'interesse in vari settori industriali [7]. Questo approc-
cio di analisi viene principalmente utilizzato quando, appunto, i dati di processo

seguono un profilo e la stabilita di questa relazione funzionale viene controllata

11



12 CAPITOLO 1. INTRODUZIONE

Profilo di Forza

aaaaaaaaa

Figura 1.1: Esempio di segnale di forza in fresatura [I]

nel tempo. In molte applicazioni industriali, il processo o la qualita del prodotto
non possono essere semplicemente modellati come una variabile casuale ma vengo-
no invece ricondotte ad una forma funzionale, cioé ad una funzione che riguarda
una risposta ad una o piu variabili di posizione[8]. Esempi di dati funzionali com-
prendono studi di calibrazione, specifiche geometriche e monitoraggio dei segnali
di processo, in figura viene illustrato un esempio di profilo del segnale della
componente y della forza di taglio in fresatura. Se si suppone che i dati funzionali
sono legati alla qualita del prodotto o del processo, allora possiamo monitorare la
stabilita di questo profilo nel tempo. Il Profile Monitoring prevede 'identificazione
di deviazioni del profilo da un modello nominale o in-controllo al fine di individuare

il momento in cui il processo devia verso condizioni di fuori controllo.

Cosi come I’'SPC in generale, anche il Profile Monitoring viene condotto in due
fasi, denominate fase I e fase II. Nella fase I del Profile Monitoring ’obiettivo é
quello di separare i dati di processo in controllo dai dati di processo fuori controllo
nel dataset di dati storici acquisiti. Si esegue un’analisi preliminare del processo
in cui si raccoglie e si analizza un insieme retrospettivo di dati del processo al fine
di determinare se rappresentano una situazione in stato di controllo e costruire
quindi limiti di controllo attendibili per monitorare correttamente la produzione
futura. Le prestazioni dell’analisi di fase I si possono misurare valutando se si rie-
scono ad identificare correttamente i dati di processo fuori controllo nel dataset di
addestramento. In questo caso un processo fuori controllo é rappresentato da una

condizione in cui a un certo punto avviene un cambiamento nella relazione funzio-
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nale tra la risposta e le variabili esplicative. La fase I é di importanza strategica
perché influenza direttamente le prestazioni del sistema di monitoraggio quando, in
fase I1, ci si concentra sull’analisi della stabilita di nuove realizzazioni del processo
produttivo. Un addestramento di fase I su un insieme di dati che al suo interno
include informazioni anomale sul processo, distorce la stima della firma di processo
condizionando la capacita del sistema di monitoraggio nell'individuare condizioni
degradate del processo.

L’obiettivo principale delle applicazioni di fase I consiste quindi nel:

1. Capire la variazione naturale del processo nel tempo, distinguendo tra la

variabilita interna al profilo e quella presente tra profili.

2. Valutare la stabilita del processo, con la separazione dei profili in controllo

da quelli fuori controllo.
3. Modellare il processo nella condizione di “in controllo".

Nella fase I avverra I'individuazione e la rimozione di eventuali cause assegnabili
nei dati ovvero variazioni corrispondenti ad eventi e anomalie del processo elimina-
bili. Per I'identificazione di queste cause assegnabili ¢ perd richiesta una accurata
modellazione della firma di processo, che puo essere effettuata con diverse tecniche.

Nell’ambito del Profile Monitoring esistono diversi approcci di modellazione, tra
cui Simple Linear Regression, Multiple and Polynomial Regression, Mixed Models,
Nonlinear Regression Models, Wavelets [7]. Queste tecniche di Profile Monitoring
sono state ampiamente applicate nel campo del “Process Monitoring” con 1’obietti-
vo, ad esempio, di valutare lo stato di salute di una macchina utensile o di valutare
la qualita del processo produttivo di un prodotto, attraverso I’analisi dei segnali
rilevati dai sensori disponibili a bordo macchina. A tal fine una variabile o un
insieme di esse (e.g., forza di taglio, assorbimento di corrente, vibrazioni) vengo-
no acquisite mediante sensori e processate per poi essere comparate con un valore
atteso. Ogni deviazione da questo rappresentera una condizione di anomalia. La
modellazione di questi segnali spesso ¢ molto complessa e, specialmente in campo
industriale, non si pud ricorrere a tecniche troppo sofisticate nella trattazione di

questa mole di dati. Per questo motivo stanno riscuotendo il favore dell’industria i
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metodi derivanti dall’intelligenza artificiale, detti anche “data driven”, ovvero quel-
I'insieme di tecniche che senza un modello parametrico sono in grado di apprendere

dai dati la firma di processo, senza la necessita di fare ipotesi a priori.

Tra le tecniche derivanti dall’intelligenza artificiale hanno avuto grande rilevan-
za le reti neurali, infatti in diversi lavori é stato dimostrato come esse siano uno
strumento promettente per il monitoraggio di complessi processi manifatturieri per
via della loro elevata capacita di apprendimento e robustezza al rumore. Tuttavia
I'utilita di questi metodi é limitata sia dalla richiesta di dataset di grosse dimensio-
ni per il training, sia dalla qualita dei dati che devono essere forniti per il corretto
addestramento. Nonostante queste criticita, che ne limitano la reale applicazione
industriale, la gran parte della letteratura riguardante ’applicazione di reti neurali
per il monitoraggio del processo trascura questi aspetti e parte dal presupposto che
si abbia a disposizione un ampio dataset di training per I’addestramento della rete
composto da dati provenienti con certezza da condizioni corrispondenti al funziona-
mento normale della macchina utensile. Questa condizione € in realtd scarsamente
ricreabile dato che il processo evolve dinamicamente nel corso del tempo e spesso
intervengono diversi fattori difficilmente individuabili e catalogabili che ne influen-
zano la stabilitd. Pertanto l'insieme dei segnali acquisiti potrebbe contenere al suo
interno anche profili derivanti da condizioni fuori controllo o anomale. Una con-
taminazione di questo tipo nel dataset di addestramento della rete potrebbe avere
un forte impatto nelle prestazioni del sistema di monitoraggio portando a risulta-
ti pessimi. Queste motivazioni hanno quindi penalizzato fino ad ora 'utilizzo di
questo strumento per il monitoraggio, poiché non consente di effettuare un’analisi

retrospettiva del dataset di addestramento.

In questo studio si € quindi cercato di determinare un metodo in grado di
svolgere 'analisi retrospettiva dei dati di addestramento partendo da uno specifico
strumento, ovvero la rete neurale Self Organizing Map. Lo scopo del lavoro consiste
nel realizzare un sistema di monitoraggio che, nonostante venga addestrato con
dati rumorosi e parzialmente contaminati, consenta di riconoscere e separare quei
profili che si discostano dalla condizione normale operativa, effettuando quindi una

stima della reale firma del processo. A tal scopo verra utlizzato un dataset di
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benchmark discusso gia in letteratura e su di esso verra articolato e sviluppato il
metodo proposto evidenziandone i punti di forza, di debolezza e gli sviluppi futuri
che questo ramo di ricerca potra seguire.

Il lavoro ¢ stato strutturato quindi secondo il seguente schema:

Capitolo 2: Presentazione sintetica dello stato dell’arte relativo all’'uso delle
reti neurali in ambito SPC.

Capitolo 3: Illustrazione dettagliata della rete Self-Organizing Map

Capitolo 4: Introduzione all’analisi retrospettiva basata su Self-Organizing
Map.

Capitolo 5: Presentazione dei risultati ottenuti e confronto di prestazioni con
metodi alternativi.

Capitolo 6: Conclusione del lavoro svolto e possibili sviluppi futuri.



Capitolo 2

Ret1 Neurali

2.1 Framework Teorico

Kohonen in [5] ha definito le reti neurali in questo modo “ Artificial neural net-
works are massively parallel interconnected networks of simple (usually adaptive)
elements and their hierarchical organizations which are intended to interact with
the objects of the real world in the same way as biological nervous system do”. Una
rete neurale ¢ un modello matematico\informatico di calcolo che trae ispirazione
dal funzionamento del sistema nervoso biologico. Tale modello risulta composto
da un fitto insieme di interconnessioni tra neuroni, che costituiscono delle vere e
proprie unita di elaborazione. Nella maggior parte dei casi una rete neurale artifi-
ciale ¢ un sistema adattativo che cambia la sua struttura, basata su informazioni
esterne o interne che scorrono attraverso la rete, durante la fase di apprendimento.
Una rete riceve i segnali esterni su uno strato di nodi d’ingresso ciascuno dei quali
é collegato con numerosi nodi interni, organizzati in piu livelli. Ciascuna unita
svolge un’attivita molto semplice che consiste nel diventare attiva nel caso in cui la
quantita totale di segnale ricevuta supera la soglia di attivazione. Divenendo attiva
I'unita inviera un segnale lungo i canali di comunicazione verso le altre unita a cui
é connessa; ciascun arco di collegamento agisce da filtro aumentando o diminuendo
I'intensita del segnale a seconda delle sue caratteristiche. Queste connessioni si-
mulano le sinapsi biologiche, da cui prendono il nome; poiché il loro ruolo consiste

nel pesare I'intensita dei segnali trasmessi, essi vengono comunemente definiti pesi

16
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Figura 2.1: Neurone Artificiale 2]

sinaptici o semplicemente pesi. In figura [2.1]si ha una rappresentazione schematica
di un neurone artificiale, dove w; , ¢ il peso della connessione dal neurone ¢ a quello
k e s € I'attivazione o I'output del neurone.

Sulla base del pattern di connessione, le reti neurali possono a loro volta essere

suddivise in due macro categorie che sono:
e Feed-forward network, nella quale il grafo non avra loop.

e Recurrent (o feedback) network, nella quale sono presenti dei loop di feed-

back.

Nella tipologia pit comune delle reti feed-forward, chiamata multilayer perceptron
(MLP), i neuroni sono organizzati in strati che hanno connessioni unidirezionali tra
loro. Connessioni diverse conducono a comportamenti differenti della rete. Le reti
feed-forward sono generalmente statiche in quanto producono solo un insieme di
valori di output piuttosto che una sequenza di valori per un dato input. Inoltre esse
sono senza memoria nel senso che la loro risposta ad un input ¢ indipendente dagli
stati precedenti della rete. Le reti ricorrenti, al contrario, sono sistemi dinamici.
Quello che le distingue dalle feed-forward é che avranno in un nodo almeno un loop
di feedback, ovvero 'output del nodo verra ripresentato alla rete come un nuovo
input; questo portera la rete in un nuovo stato. Tra le principali reti feed-forward

riscontriamo la rete Single layer Perceptron e la Multilayer Perceptron (MLP) che ¢é
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un estensione della precedente. Tra le reti ricorrenti quelle maggiormente impiegate
sono la Kohonen denominata anche lattice dove i nodi di output sono disposti in un
array mono o bi dimensionale, la ART e la Hopfield che é caratterizzata dall’avere

pesi simmetrici.

Meural networks
ﬁa / \

Feed forward networks Recurrent/feedback networks

POANWARRNS

Singledayer Multilaver Radial basis Competitive Kohonen's Hopfield
perception perception function nets networks S0 network

ART models

Figura 2.2: Tassonomia reti neurali feed-forward e recurrent [3]

In figura é presente la tassonomia principale relativa alle diverse architet-
ture di rete di tipo feed-forward e recurrent. Per capire o progettare il processo di
apprendimento della rete occorre innanzitutto avere un modello dell’ambiente nella
quale opera, ovvero conoscere quale informazione renderle disponibile al momento
dell’addestramento. Inoltre servira sapere come avviene l'aggiornamento dei pesi
della rete, vale a dire I'algoritmo di apprendimento attraverso cui avviene I'update
della rete. Questi due aspetti verranno trattati nei paragrafi successivi, che pre-
senteranno i paradigmi e gli algoritmi di apprendimento principali utilizzati nelle

varie architetture di rete.

2.1.1 Paradigmi di apprendimento

Per paradigma di apprendimento si intende il modello dell’ambiente in cui opera
la rete neurale, vi sono due categorie principali di questi paradigmi che sono quello

supervisionato e non supervisionato che verranno brevemente illustrati di seguito.
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Apprendimento supervisionato

Questa tipologia di apprendimento si basa sulla disponibilita di una collezione
di coppie, costituita dal dato del problema con la sua soluzione, che viene general-
mente ripartita in due insiemi: un training set, utilizzato per I’apprendimento, e
un test o validation set per verificare, ad addestramento concluso, che la rete non
si limiti a memorizzare i casi del training set ma possa anche trovare una soluzione
appropriata per casi analoghi ad essa ignoti, manifestando cosi I'importante capa-
citd di generalizzazione. La dicitura “supervisionata” deriva dal fatto che dietro
alla rete che impara esiste un “insegnante” il quale premia o punisce la rete in
funzione delle sue prestazioni di apprendimento. Questa tipologia di training é uti-
lizzata in particolare nell’algoritmo di back propagation. Durante 'apprendimento
la rete riceve in input i dati X con il rispettivo output desiderato e restituisce un
output effettivo Y, generalmente diverso da quello desiderato nelle fasi iniziali del-
I’algoritmo. Ne consegue, quindi, un errore quadratico medio su tutti gli esempi
del training set e, pertanto, ’algoritmo dovra cercare di minimizzare questo errore

apportando modifiche ai pesi sinaptici.

Apprendimento non supervisionato

L’apprendimento senza supervisione, invece, non fa riferimento a una casistica
precostituita di esempi. La rete impara a rispondere in modo ordinato alla stati-
stica degli stimoli esterni che le vengono sottoposti auto-organizzando la propria
struttura in modo tale che stimoli simili attivino neuroni vicini e stimoli tra loro di-
versi attivino neuroni lontani. Il mondo degli input esterni viene cosi proiettato in
una mappa topologica bidimensionale, nella quale input simili attivano zone vicine
e input differenti attivano zone lontane. Ne consegue una classificazione automa-
tica dei vari tipi di input. Generalmente la proiezione avviene con una riduzione
di dimensionalita. L’apprendimento senza supervisione &, inoltre, di tipo competi-
tivo, nel senso che per ogni input vengono attivati pitt neuroni ma un solo di essi
vince la competizione e viene premiato con una modifica dei suoi pesi sinaptici tale
da sintonizzarlo maggiormente con quell’input. Questo tipo di apprendimento é

utilizzato in particolare dalla rete di Kohonen o SOM.
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2.1.2 Algoritmi di apprendimento

Una rete neurale durante la fase di apprendimento modifica i suoi pesi in fun-
zione dell’esperienza aggiornandosi progressivamente. Un aspetto da tenere in con-
siderazione ¢ la legge di apprendimento, infatti durante il training i pesi sinaptici

W vengono modificati secondo un opportuno algoritmo:
Wt+1)=W(t) + AW (2.1)
I principali algoritmi di apprendimento sono:

1. Legge di Hebb

L’idea alla base di questa legge introdotta in [9] ¢ quella di rafforzare i legami
tra unita della stessa tipologia. Ad esempio se un’unita u; riceve un input da
un’altra unitd u; e se entrambe hanno alti livelli di attivazione il legame si
rinforzera e quindi il peso W, ; verra incrementato. Dove 7 ¢ un coefficiente

compreso tra zero e uno, denominato tasso di apprendimento.

2. Legge del gradiente
dE

dW; ;

AW ;= —n (2.3)

dove E rappresenta un’opportuna metrica dell’errore, relativo a una casistica
di esempi che forniscono per ogni input 'output corretto o desiderato D;
(Y; ¢ invece l'output calcolato della rete), consistente in genere nell’errore
quadratico medio:

M
1 .
E==SN(Y,-D)?i=1,..,M 2.4
Y- D 2.

Tale algoritmo introdotto in [10], aumenta i pesi sinaptici se la derivata del-
Perrore é negativa e li diminuisce in caso contrario. Il coefficiente n ¢ ancora il
learning rate compreso tra zero e uno, mentre M ¢ la numerosita del dataset
di addestramento. Questa regola equivale a una discesa, lungo la superficie
dell’errore secondo linee di massima pendenza, cercando euristicamente un

minimo di E.
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. Legge di Kohonen

AW, =n(X —W;) (2.5)

dove X, W; sono due vettori le cui componenti sono rispettivamente gli N
input X; e gli N pesi sinaptici W, ; del neurone ¢. Tale algoritmo presentato
in [6] equivale a una piccola rotazione (n < 1) del vettore peso verso quello
di input. Il suo scopo infatti é organizzare una selva inizialmente casuale di
vettori peso (punti W;) in modo tale che ciascuno emigri verso il centroide di

un gruppo omogeneo di punti X;.

2.1.3 Potenzialita e limiti applicativi

Potenzialita delle reti neurali

La rete neurale trae la sua efficacia, dal punto di vista computazionale, dalla

struttura parallela, mentre dal punto di vista dell’apprendimento il suo punto di

forza é sicuramente la capacita di generalizzazione dei casi. Tale generalizzazione

consiste nella capacita della rete di produrre output ragionevoli in corrispondenza

di ingressi mai incontrati nella sessione di training. Questi due aspetti rendono

possibile la risoluzione di problemi complessi che sono correntemente intrattabili.

Gli aspetti principali che ne fanno uno strumento cosi versatile sono [4]:

1. Robustezza

Una rete neurale é resistente al rumore, ovvero ¢ in grado di continuare a dare
una risposta corretta anche se alcune delle sue connessioni vengono eliminate
o lesionate o se viene aggiunto del rumore al segnale d’ingresso, ai canali di
trasmissione o alla funzione di attivazione dei nodi. Tale proprieta é comune
anche ai sistemi nervosi biologici dove la capacita di apprendere e ricordare
non viene alterata in modo sostanziale dalla perdita continua di neuroni.
In questo caso le reti lesionate possono essere addestrate nuovamente per

riacquistare le abilita perse.
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2. Flessibilita

Un modello neurale puo essere impiegato per un grande numero di finalita
diverse: esso non ha hisogno di conoscere le proprieta del dominio specifico
di applicazione perché le apprende in base all’esperienza. Questo non signifi-
ca che un qualsiasi modello neurale possa essere utilizzato per tutti i tipi di
compiti, ma implica che 'utente non deve necessariamente conoscere le so-
luzioni dettagliate e analitiche che caratterizzano il problema sotto indagine.
In generale 'utente di una rete neurale deve essere in grado di individuare
precisamente le finalita del progetto, il tipo di compito e una serie di vincoli

al fine di valutare qual € il modello neurale che risulta pitu appropriato.

. Generalizzazione

Una rete neurale che é stata addestrata su un numero limitato di esempi é
in grado di produrre una risposta adeguata a dei pattern d’ingresso che non
ha mai visto in precedenza, ma che presentano tuttavia qualche somiglianza
con gli esempi presentati durante la fase di addestramento. Questa proprieta
deriva in parte dal fatto che molti modelli neurali rappresentano internamente
un numero di associazioni stimolo-risposta pitt grande del numero di sinapsi
disponibili; nel far questo la rete neurale tende a estrarre le caratteristiche
invarianti dei pattern d’ingresso piuttosto che memorizzare ciascun singolo
pattern. La capacita di generalizzare a nuovi stimoli é una caratteristica
molto apprezzata nei tipici campi di applicazione delle reti neurali dove spesso
é impossibile ottenere una collezione esaustiva di tutti i dati su cui la rete

neurale dovra operare.

Limiti delle reti neurali

Rispetto a modelli analitici tradizionali le reti neurali hanno lo svantaggio di
non consentire la comprensione del fenomeno, funzionando come delle “black
box”; infatti dall’output del sistema non c¢’é¢ modo di risalire al perché di tale
risposta. Altra criticita riguarda la complessita della fase di addestramento

che richiede solitamente la definizione di una serie di parametri di proget-
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tazione la cui determinazione é affidata molte volte all’esperienza di chi la
effettua. Inoltre da questa fase dipendono fortemente le prestazioni successive
del metodo. Il dataset di addestramento é, pertanto, un fattore estremamen-
te critico, dato che una non completa rappresentazione degli stati del sistema
potrebbe portare a scarsa affidabilita. Al contrario una sovraesposizione della
rete a determinate condizioni pud condurre al fenomeno dell’overfitting, ov-
vero la condizione per la quale la rete si specializza eccessivamente su alcune
condizioni fornendo risultati precisi nei casi di addestramento, ma scarsamen-
te affidabili o errati discostandosi da esso. Tale fenomeno annullerda uno dei

vantaggi del metodo stesso che consiste nella capacita di generalizzazione.

2.2 Stato dell’arte

Le reti neurali hanno delle caratteristiche intrinseche che le rendono adattabili
a svariati domini di applicazione che vanno dall’informatica alla meccanica, dalla
biomedica alla finanza, dalla matematica alla chimica. E possibile utilizzare una
rete neurale artificiale per ’approssimazione di funzioni non lineari, per effettuare
regressioni e predizioni, per la classificazione in categorie (clustering) e per il data
mining. Le caratteristiche principali che le rendono uno strumento cosi versatile
sono sicuramente la capacita di generalizzazione, la robustezza alla presenza di
rumore nei dati e la flessibilita. In ambito SPC le reti neurali sono state utilizzate
in svariate applicazioni e di seguito si fornira un breve resoconto sui settori dove

sono state adottate.

2.2.1 Reti neurali in Statistical Process Control
Per 'applicazione delle reti neurali in ambito SPC si possono distinguere fon-

damentalmente tre classi principali:

e Identificazione del cambiamento strutturale di un processo attraverso una

simulazione di una carta di controllo.
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e Identificazione di un preciso pattern caratterizzante un segnale speciale di

disturbo su i dati del processo.

e Previsione degli andamenti futuri delle osservazioni del processo.

Nel campo della Pattern Recognition, sta avendo maggiore considerazione |’analisi
di profili, infatti in molte applicazioni il processo o la qualita del prodotto non
possono essere espresse in termini di una variabile casuale ma come una relazione
funzionale rispetto a uno o pitt variabili esplicative. La crescente sensorizzazio-
ne degli ambienti industriali ha consentito di mettere a disposizione una notevole
quantita di informazione sul processo in tempo reale e, a tale riguardo sara di
fondamentale importanza avere strumenti in grado di segnalare lo stato del pro-
cesso durante la lavorazione. In questo contesto il binomio rete neurale e Controllo
Statistico di Processo ha fornito risultati importanti nel campo del monitoraggio
dell’'utensile e delle condizioni di macchina. Di seguito verranno illustrati in detta-
glio questi contesti applicativi sottolineando la letteratura di riferimento, senza la

pretesa di essere esaustivi.

2.2.2 Ambiti applicativi
Tool Condition Monitoring

I Tool Condition Monitoring (TCM), sta divenendo essenziale nell’automazio-
ne manifatturiera per rilevare la presenza di anomalie dello stesso in modo tale
da poter intervenire per prevenire danni alla macchina. Un’ anomalia puo essere
un fenomeno graduale come 'usura dell’utensile o improvvisa come la rottura del-
lo stesso. Riconoscere la presenza di queste alterazioni é fondamentale per poter
azionare degli interventi correttivi quali il cambio degli utensili in base alla stima
effettuata del livello di usura o per salvare il pezzo in lavorazione e/o la macchina in
caso di avvenuta rottura. Una delle maggiori difficolta che si riscontrano proviene
principalmente dalla limitata capacita di sensorizzazione dell’ambiente manifattu-
riero. I sensori raramente sono posizionati in punti di interesse e, di conseguenza,
quando gli stessi risultano collocati in posizioni remote non forniscono la chiarez-

za di misura necessaria per un sistema di monitoraggio affidabile. Per attenuare
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questa limitazione spesso vengono impiegati pitt sensori al fine di aumentare la ro-
bustezza e 'affidabilita del sistema. Un’altra difficolta consiste nell’assenza di un
modello analitico accurato che possa tenere conto dei cambiamenti nelle variabili
di misura causate dalla variazione delle condizioni di taglio; infatti tali cambiamen-

t1 sono spesso erroneamente attribuiti ad anomalie di processo, provocando falsi

allarmi.
Apprendimento Applicazione Tipologia di rete Rif.bibliografico
Supervisionato TCM MLP(BP) [11], [12], [13], [14],
[15].
Non Supervisionato TCM ART [11], [16], [14].
TCM ART-2 7], [18], [19], [20].
TCM SOM 1.

Tabella 2.1: Tabella Letteratura TCM

Il monitoraggio di processo viene generalmente effettuato attraverso 1'analisi
delle misure rilevate; a tal fine una variabile o un insieme di esse (e.g., forza, po-
tenza emissione acustica, corrente di alimentazione del motore) vengono acquisite
e processate per poi essere comparate con un valore atteso. Ogni deviazione da
questo rappresentera una condizione anomala. L’utilizzo di reti neurali per model-
lare il legame dei segnali provenienti dal processo con 'usura dell’utensile é stato
studiato approfonditamente in passato sia per quanto riguarda la classificazione
dello stato del tagliente nelle varie condizioni sia per effettuare la stima dei livelli
di usura, in tabella vi sono i principali riferimenti bibliografici nel campo. La
classificazione ha riguardato inoltre i possibili stati dell’utensile successivi ad eventi
improvvisi quali la frattura ad esempio in [20] o la scheggiatura oppure gradua-
li come l'usura studiata in [I5] o in [21I]. Per quanto riguarda la stima dell’usura
vengono usati prevalentemente metodi di natura supervisionata il Single Layer Per-
ceptron o il Multilayer Perceptron, con quest’ultimo che rappresenta largamente
la tipologia di rete piu utilizzata in tale ambito dato le migliori performance della
stessa. Per compiti di classificazione di usura e rottura dell’utensile oltre il MLP
vengono impiegate le reti non supervisionate fra le quali le pit utilizzate sono quelle

che rientrano nella Adaptive Reasonance Theory (ART), le Kohonen Feature Map
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e 1 sistemi neuro-fuzzy non supervisionati. Teoricamente un sistema di rilevazione
efficace dovrebbe essere in grado di individuare la frattura rapidamente per preve-
nire danneggiamenti del pezzo in lavorazione ed eliminare fermate non necessarie
del processo causate da falsi allarmi. Diverse misure di grandezze fisiche si sono
rilevate buoni indicatori, tra queste la forza di taglio, ’emissione acustica, la cor-
rente di alimentazione del motore, la corrente del mandrino e la vibrazione che sono
state a lungo investigate per la loro elevata sensitivita al fenomeno. In generale
per poter utilizzare una misura occorre soddisfare due requisiti: la misura deve
riflettere la presenza di rottura in diverse condizioni di taglio e I'effetto della stessa
sulla misurazione deve essere univocamente distinguibile, in modo tale che altre
irregolarita nel processo non vengano confuse con essa. Solitamente nella firma del
processo I’avvenuta frattura si manifesta attraverso un cambiamento impulsivo del-
la grandezza che, pertanto, supera una determinata soglia. Le reti sono solitamente
addestrate mediante feature estratte dai segnali acquisiti. Vengono adottate diver-
se metodologie di estrazione delle feature quali: la modellazione mediante modelli
analitici, I'uso di trasformate applicate ai segnali come quella di Fourier o Wavelet
da cui tramite analisi statistiche si ricavano delle feature esplicative del fenome-
no (media, curtosi, asimmetria, R.M.S.) [22] o tecniche di intelligenza artificiale.
Diversi autori hanno fatto uso dei coefficienti del modello (AR, ARIMA, MA) im-
piegato per fittare il segnale di interesse. Un esempio si ha in [I3], dove vengono
usati in ingresso alla rete i coefficienti di un modello autoregressivo della forza di
taglio stimati mediante i minimi quadrati ricorsivi. In alcuni casi per aumentare la
capacita di generalizzazione della rete sono stati inseriti anche i parametri di taglio
della macchina utensile in [I7] e in [I8]. Le criticita principali che si riscontrano
sono spesso dovute alla difficolta di generalizzare il metodo, dato che in presenza
di una modifica dei parametri del processo le prestazione possono risentirne forte-
mente. Altro tema fondamentale é la necessita di avere a disposizione un dataset

sufficientemente ampio e pulito per effettuare I’addestramento.
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Apprendimento Applicazione Tipologia di rete Rif.bibliografico

Supervisionato MCM MLP(BP) [23], [24], |25], |26].
MCM Fuzzy ARTMAP |27].

Non Supervisionato MCM SOM [28], [29], [30], |31,

131]
132], 133, 134], 33,
136], 137, 381, 139,
0], [T, [2], [A3].
MCM ART-2 ).
MCM Fuzzy-ART [45].

Tabella 2.2: Tabella Letteratura MCM

Machine Condition Monitoring

I componenti strutturali delle macchine utensili come le guide e i cuscinetti
a sfera sono anch’essi soggetti a degradazione ed usura. La fase di test su base
regolare ¢ estremamente importante per ridurre il rischio di guasti improvvisi e
catastrofici. La precisione di posizionamento delle macchine utensili dipende dalla
funzione critica svolta da componenti quali le guide, le viti a sfera, i cuscinetti e
il mandrino. Qualsiasi deterioramento di queste componenti aumenta il rischio di

produrre scarti e guasti nel tempo. Tipici indicatori di scarso rendimento sono:

1. L’aumento della temperatura nell’alloggiamento del cuscinetto per 'usura

dei cuscinetti dei mandrini.
2. Aumento di potenza richiesta.
3. Asimmetria rotazionale causata dal disallineamento.

4. Aumento significativo dell’ampiezza delle vibrazioni.

Per aumentare la disponibilita all’utilizzo delle macchine utensili occorre un si-
stema di monitoraggio delle condizioni di macchina capace di fornire in process
I'indicazione dell’avvenuto guasto.

II Machine Condition Monitoring (MCM) viene giudicato in relazione ai sin-
tomi e segni correlati in genere ai parametri di funzionamento. La variazione nel
tempo di questi parametri ¢ un indicatore della progressione del guasto e puo es-

sere usata per prevederne il progressivo sviluppo oltre a servire come base per la
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generazione di allarmi. Tra i vari sintomi le vibrazioni della macchina sono state
usate come indicatore pratico di guasto. Molte attrezzature della macchina consi-
stono in cuscinetti, anelli, motori, alberi ed elementi rotanti e le vibrazioni causate
dalla presenza di guasti strutturali in queste componenti fornisce una sorgente di
informazione delle condizioni di salute della macchina, dato che il profilo della
vibrazione cambia con lo sviluppo dei guasti. Questo cambiamento si potra riflet-
tere in un incremento del livello di vibrazione delle frequenze caratteristiche. Altri
metodi utilizzati hanno incluso le emissioni acustiche (AE), segnale associato alle
onde elastiche transitorie generate da improvviso rilascio di energia di deformazio-
ne. Tale rilascio di energia é sostanzialmente dovuta a concentrazioni di stress, che
possono essere causati dalla presenza di difetti strutturali quali crepe. Difficolta di
carattere generale con misurazione basata su AE riguardano la quantificazione di
basse magnitudini del segnale di AE e la contaminazione rumore da altre strutture

della macchina. I problemi fondamentali nel condition monitoring sono:
1. Identificazione dei pattern di guasto
2. Quantificazione dello sviluppo del guasto

Il dataset misurato, che ¢ rappresentativo del particolare guasto, viene estratto per
caratteristiche attraverso tecniche idonee di processamento del segnale. Errori e
incertezze nella classificazione dei guasti possono portare a falsi allarmi, che moti-
vano la ricerca di migliori sistemi di condition monitoring pit robusti e affidabili.
In tale ambito sono numerosi i lavori relativi all'individuazione di condizioni di
guasto con l'ausilio di sensori e strumenti data driven per il supporto delle deci-
sioni. Per avere un sistema di rilevazione dei guasti che sia automatico e affidabile
occorre identificare i segnali transitori legati alle anomalie in presenza di una forte
rumorosita dei dati tempo varianti e ad altre cause di interferenza. Data la non li-
nearita e la non stazionarieta dei segnali in esame le reti neurali ben si prestano alla
modellazione di questi comportamenti, in tabella vi saranno i lavori principali
nell’ambito. La Som rappresenta una delle rete che ha avuto maggiori applicazioni
nel campo, spesso in combinazione con tecniche per la riduzione dimensionale dei

segnali pre-processati come la PCA ad esempio in [28]. Relativamente alla Som
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le modalita con le quali & possibile riconoscere uno stato anomalo derivano nella
maggior parte dei casi dal calcolo di misure di distanza dai nodi della mappa e dalla
determinazione delle condizioni di fuori controllo mediante delle soglie calcolate su
di esse, esempi si hanno in [29], [30], [33], [42] e [32]. Tuttavia questa tipologia di
applicazione, senza |'utilizzo di accorgimenti preliminari, pud portare a riscontrare
un notevole numero di falsi allarmi, cosa non auspicabile in campo manifatturiero
dato che tale circostanza costringerebbe ad un numero elevato di fermi macchina
e conseguente riduzione della disponibilita. Altri metodi, invece, inseriscono anche
dati relativi al guasto. Infatti, dato che le anomalie piu frequenti si presentano
nelle stesse modalita, & possibile utilizzare anche I'informazione proveniente dal-
le traiettorie percorse dalle bmu dei dati da testare per dare una valutazione del
processo. Un esempio di questa tecnica si ha in [38], tuttavia la medesima rimane
strettamente legata alle condizioni addestrate e quindi si presta meno a generaliz-
zazioni del sistema di controllo. Nonostante il monitoraggio di processo attraverso
rete neurale sia stato studiato approfonditamente, la fase di analisi retrospettiva

mediante la stessa rete & stata fino a questo momento trascurata.



Capitolo 3
Self-Organizing Map

La Self-Organizing Map ¢ una rete neurale ad apprendimento non supervisiona-
to che consente di ottenere attraverso I'algoritmo di training sviluppato da Kohonen
in [6] un’ approssimazione della distribuzione dei dati di input. Rispetto agli ap-
procci supervisionati non richiede dati etichettati, facilitando la sua applicazione
in una realta industriale, inoltre diversi lavori che verranno presentati successiva-
mente dimostrano come consenta di ottenere ottime prestazioni come classificatore
uni-categorico. Infatti questa tipologia di rete per sua stessa natura effettua una
prima, classificazione dei dati di addestramento nei suoi stessi nodi. Attraverso
questa sua prerogativa sara possibile giungere pit facilmente alla fase di deconta-
minazione vera e propria, che é 'obiettivo di questa tesi. Infine la semplicita e gli
strumenti di visualizzazione che fornisce a supporto semplificando le fasi di esplo-
razione a analisi dei dati ne fanno un valido strumento per il trattamento di dati
ad elevata dimensionalita. Di seguito verra introdotta la rete dai suoi fondamenti

teorici fino alle sue applicazioni principali.

3.1 Motivazioni a supporto

Le reti di Kohonen, denominate anche SOM(Self-Organizing Maps), hanno de-
stato notevole interesse, nonostante la semplicita architetturale e operativa, sia
perché sono applicabili in molti problemi pratici [4] sia perché sono dotate di due

caratteristiche peculiari e rilevanti che sono ’analogia con certe strutture biolo-

30



3.1. MOTIVAZIONI A SUPPORTO 31

.r/---\-, I’/-- -‘\‘. .r" -\\.. .r/-- -\-, N
[ X% [ X1 ) % ) [ Xi+1) L X )
AN N S \____/’l N A \,_‘__,/‘
e /
~ \ / /
- W, ) \ W; If,- W,
g \ / -
T ‘\“ r J‘/
[ ¥y ) [¥)=1} Y Y+ L Ym |
1=t \ I WY \ /
S S e Ay N
T I ]

Figura 3.1: Competitive Learning [4]

giche e la capacita di auto-organizzazione. Per quanto riguarda ’analogia neuro-
biologica rileviamo che sulla corteccia del cervello si vengono a formare, in base
all’auto-apprendimento, mappe corticali tali che neuroni vicini sono attivati da sti-
moli simili. In modo analogo, le reti SOM proiettano un input multidimensionale
su una superficie di neuroni artificiali rappresentandolo in due dimensioni ed effet-
tuando, quindi, una notevole compressione pur conservando le similarita orginali.
Inoltre la capacita di scoprire in modo autonomo proprieta interessanti di un input
multidimensionale accomuna le reti SOM alla capacita degli animali di adattarsi
all’ambiente senza la necessita di una guida esterna. Per quanto riguarda ’auto-
organizzazione le reti SOM sono in grado di apprendere senza la necessita di super-
visione e, quindi, senza richiedere un training set di esempi noti. Esse modificano
autonomamente i propri pesi sinaptici in funzione degli stimoli esterni. Partendo
da una situazione iniziale di non organizzazione esse si auto-organizzano nel senso
che, grazie a interazioni semplici e puramente locali, evolvono verso ’emergenza di
un ordine globale. Le reti SOM derivano dalle reti ricorrenti a connessioni laterali.
Un esempio di queste ultime é presente in figura , dove si hanno M neuroni j
(con attivazione M) connessi a n input X;, tramite pesi sinaptici w; j.Inoltre ogni
neurone j & connesso con tutti i neuroni k del suo strato (incluso se stesso) tramite
i pesi sinaptici v; ;. I neuroni k vicini al neurone j lo eccitano (v;; > 0), mentre
quelli lontani lo inibiscono (v;; < 0). Il campo di eccitazione di ogni neurone j
viene cosi ad assumere una forma a “cappello messicano” come rappresentato in

figura: la dinamica della rete ¢ espressa da:
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Figura 3.2: Cappello messicano [5]

Yi(t+1) = F[Y_ (0, Xo) + 8 vuMyin(t)] (3.1)

T

dove, se V' ¢ il vicinato, (j + k) varia tra (j — V) e (j + V); F é una funzione
di trasferimento non lineare con saturazione (per limitare il valore di M;) e 3 é
un fattore di feed-back, compreso tra zero e uno. Il funzionamento generale del-
la rete, che costituisce un sistema a feed-back positivi e negativi, é il seguente.
Presentando un input al tempo ¢ = 0, un vettore X di n componenti X;, verra
attivato maggiormente un certo neurone j (M;(0) > My (0), per k # j) in base
alla prima sommatoria dell’equazione precedente. Negli istanti di tempo successivi
entra in azione la seconda sommatoria e i neuroni in un intorno di j si rafforzano
mutuamente e indeboliscono i neuroni lontani. Si forma cosi una bolla di attiva-
zione, centrata su j, con una certa estensione “orizzontale” e una certa ampiezza

“verticale™

e l'estensione dipende dal rapporto tra feed-back positivi e negativi; con la
prevalenza dei primi si ha ’allargamento della bolla di attivazione, viceversa

prevalendo i secondi si ha il restringimento;
e l'ampiezza dipende dal fattore di feed-back ( e cresce con esso;
In conclusione:
e ogni input attivera la sua bolla (dopo un certo transitorio);

e input simili attiveranno bolle vicine e input diversi bolle lontane.
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Si puo ottenere una notevole semplificazione strutturale, eliminando le connessioni
laterali v;; a “cappello messicano”, se si definisce un vicinato di neuroni contem-
poraneamente attivi. In tal caso la bolla si forma per definizione, dato che I’atti-
vazione iniziale di un neurone j trascina automaticamente quella di tutti i neuroni
del suo vicinato. Inoltre tale vicinato puo cambiare nel tempo: se si allarga viene
simulata la presenza di feed-back positivi, se si restringe quella di feed-back nega-
tivi. Estendendo quanto ora detto, da una stringa unidimensionale ad una matrice
bidimensionale, otteniamo la rete di Kohonen. Una Som é appunto costituita da
una matrice di M neuroni j come in figura ciascuno collegato ad n input ¢
tramite pesi sinaptici wj;. Non si hanno connessioni laterali, ma le si simula adot-
tando un vicinato topologico. Il vicinato ¢ normalmente un quadrato ma potra

essere esagonale, gaussiano ecc.

@ @ @ @@
QP -0
Neighbour‘hood\_\__‘_‘;’o . a_ — ‘ LKC(;I;:EH

©99 99

-

Winning Neuron

a @ @ 3

@

@0 89

‘- ‘ ‘. ‘ a0 o Inpuit Layer

Feature Vector (Pattern)

Figura 3.3: Rete di Kohonen [6]

3.2 Il paradigma della Som

I dati di training della Self-organizing map [5] vengono eseguiti iterativamente
attraverso un algoritmo di addestramento. L’algoritmo individua per ogni dato di
training il vettore che meglio lo approssima e agisce su di esso e sul suo vicinato
attraverso una neighborhood function al fine di preservare la topologia generale o

la struttura dello spazio di input.Il risultato dell’algoritmo é una mappatura non
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lineare e ordinata di una raccolta di dati multidimensionali negli elementi di una
array regolare a bassa dimensionalita. L’algoritmo si articola nelle seguenti fasi
consistenti in:

1. Definire 'insieme delle variabili di input x; come vettori x = [z1, 2, . .. ,xn}T
x € R".

2. Associare ad ogni elemento nell’array della Som un vettore parametrico reale
m; = [wi, Wy, . .., w, | w e R

3. Stabilire una misura di distanza tra x e m; indicata come d(x,m;).

L’immagine di un vettore di input nella mappa viene definita attraverso l'ele-
mento dell’array che é pitl vicino ad x, cioé quello per la quale € minima la distanza
d(x,mi).

L’obiettivo principale ¢ definire m; in modo tale che il risultato dell’addestra-
mento della rete sia una mappatura ordinata e che rappresenti la distribuzione dei
dati originali; questo risultato verra ottenuto attraverso l'algoritmo della SOM.
Questo processo & in grado di produrre valori dei modelli (m;) asintoticamente

convergenti. L’insieme di questi modelli a sua volta approssimera la distribuzione

dei campioni di input anche in modo ordinato.

3.2.1 Tipologie di learning
Algoritmo incrementale

L’algoritmo originariamente introdotto da Kohonen pud essere visto come un
modello di regressione ricorsiva, nella quale solo un sottoinsieme di vettori di ri-
ferimento viene processato ad ogni step. Questo determina una mappatura dallo
spazio n-dimensionale in una array bidimensionale di nodi, chiamato lattice. Ad
ogni nodo i viene associato un vettore modello, chiamato anche vettore di riferimen-

T . . . R
w € R". Prima del processamento ricorsivo il vettore

to m; = [wilvwiQa S 7win]

m; andra inizializzato. Possono essere usati valori casuali per le sue componenti
inizializzate, ma se saranno scelte con cura la convergenza puo essere ottenuta pitl
rapidamente. Le tipologie di reticolo dell’array sono quello rettangolare, esagonale

o anche irregolare.
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T . .. .. .
x € R" il vettore di input connesso con tutti i neuroni

Sia & = [11, Ty, ..., Ty
in parallelo attraverso i pesi che sono delle variabili scalari.

La Som effettua una proiezione non lineare della funzione di densita di probabi-
lita dei dati di input in alta dimensionalita in una matrice solitamente bidimensio-
nale. Il risultato dell’organizzazione € che se i pattern di input hanno una funzione

di densita di probabilita ben definita allora i vettori di pesi associati ai modelli m;

dovrebbero cercare di imitarla.

Selezione best matching unit

Il vettore x puo essere comparato con tutti i vettori di riferimento mediante
qualsiasi metrica; la piu utilizzata é la distanza euclidea. In tal caso definiamo
la best matching unit (bmu) attraverso la pit piccola distanza euclidea ||z — m;]|,

identificata con la seguente quantita c:

¢ = argmin ||z — m;|| (3.2)

Aggiornamento dei pesi

Durante I'apprendimento quei nodi che sono topograficamente vicini all’interno
dell’array, fino ad una certa distanza geometrica dal nodo vincitore, si attiveranno
I’un Paltro per imparare qualcosa dall’input x. Questo comportera nel vicinato
un effetto di smoothing nei vettori di pesi, che continuando con l'apprendimento
conduce ad un ordine globale. Si riuscira a raggiungere questo risultato attraver-
so la definizione di un vicinato N, attorno al nodo ad ogni passo dell’algoritmo,
aggiornando solo quei nodi che sono all’interno N, e tenendo il resto di loro intat-
ti. La larghezza o il raggio definisce i nodi che sono all’interno di N, tale valore
puo essere tempo variante. I risultati migliori in termini di ordinamento globale
sono stati ottenuti quando N, é molto largo all’inizio della fase di learning e de-
cresce monotonicamente con il tempo. Questo perché all’inizio viene effettuato un
ordinamento grezzo tra i valori di m; e, successivamente, restringendo N, la riso-
luzione spaziale della mappa risulta migliorata. Viene usato il seguente processo

di apprendimento:
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e (1) = m; +a(t)|x(t) —m;| sei€ N.t) (3.3)
m; sei & N.(t)
dove t = 0,1,..,n & la coordinata discreta del tempo e a(t) ¢é il valore scalare
del learning rate che decresce nel tempo con 0 < «(t) < 1.
Tuttavia, invece che usare un semplice insieme di vicinato nel quale ciascun
nodo dell’insieme ¢ influenzato allo stesso modo, é possibile introdurre come fun-

zione di vicinato sui nodi del lattice una funzione scalare “kernel” hci = hei(t) che

aggiorni i pesi nel modo seguente:

my (t+1) = m; + ha (£) [z () — my(t)] (3.4)

Per la convergenza ¢ necessario che h.; — 0 quando ¢ — inf. Solitamente hei(t)
é una funzione della distanza tra i nodi c e i nell’array, i.e. hy = h(||r. — il , 1),
dove r. e r; denotano rispettivamente le coordinate del nodo ¢ e i nell’array. Con
I'incremento di ||r. — r;|| si ha che h. — 0. Due scelte h.; sono piu frequenti, la
pitt semplice delle due é quella con il vicinato impostato come funzione del tempo
N, = N.(t), e per cui hy; = a(t) sei € N.e hy =0 sei ¢ N.(t). Sia a(t) che
il raggio di N, generalmente decrescono monotonicamente con il tempo. L’altra

scelta é una funzione di vicinato kernel, nota come funzione gaussiana:

lIre—ri?
_lre—mi

he=a(t)e 2°® (3.5)

dove « (t) & un valore scalare del learning rate e il parametro o definisce la larghezza
del kernel, quest’ultimo corrisponde al raggio di N.. Sia a (t)che o sono funzioni
monotonicamente decrescenti con il tempo.

In sintesi 'algoritmo incrementale puo essere ricondotto a due fasi consistenti

in:
1. Localizzare la bmu

2. Incrementare la somiglianza in questo nodo e nei suoi vicini topologici.

Questi due step sono usualmente svolti come segue:
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. Inizializzazione della rete: Per ciascun nodo i inizializzare il corrispondente

vettore di riferimento m; casualmente. Definire il valore iniziale del learning
rate vicino all’'unita e il raggio s pari almeno alla meta del diametro del

lattice.

. Presentazione input: Presentare il vettore di input x(¢) al tempo ¢ a tutti i

nodi del lattice contemporaneamente.

. Determinazione similarita: Trovare la bmu c al tempo ¢ minimizzando la

distanza euclidea:
c=argmin |z —my| i=1,..,N (3.6)

dove N ¢ il numero di neuroni nel lattice.

. Aggiornamento: Vengono modificati i vettori di riferimento m, e tutti quelli

all’interno del vicinato del nodo vincente usando la legge seguente:

2
l[re—r4]]

m; (t+1) =m; + he (t) [z (t) —my(t)] con hg=a(t)e 2°® (3.7)

. Ripetizione: Far decrescere il learning rate e la larghezza del vicinato. Ripe-

tere il passo 2 scegliendo un nuovo vettore di input x(t+1) finché un criterio

predefinito di stop non venga raggiunto.

Algoritmo batch

Un secondo tipo di algoritmo della Som ¢ quello batch [46], anche esso ¢ un

algoritmo iterativo, ma invece di usare un singolo vettore al tempo ¢, I'intero dataset

viene presentato alla mappa prima che avvenga la modifica dei pesi, da questo

deriva il nome batch. I passi dell’algoritmo vengono riportati di seguito:

1. Selezione della bmu: considerare un insieme di campioni di input X e un

lattice bi-dimensionale dove ad ogni nodo 7 é associato un vettore di riferi-
mento m;. I valori iniziali di m; possono essere selezionati in modo casuale
dal dominio dei campioni di input. Attraverso la misura di distanza d(x,m;),
il nodo pitt vicino alllinput € X viene individuato e copiato all’interno

della sotto-lista associata al nodo.
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2. Adattamento (aggiornamento dei vettori di riferimento): una volta che tutti
i vettori di x € X sono stati distribuiti tra le sotto-liste dei nodi i vettori di
riferimento possono essere aggiornati. Questo viene fatto trovando il campio-
ne centrale T; o T, per ciascun nodo i per sostituire il vecchio valore di m; con
Z; o T;, considerando inizialmente 'insieme di vicinato V; attorno al vettore
di riferimento m;. Il vicinato consiste in tutti i nodi all’interno di un certo
raggio dal nodo i. Nell'unione di tutte le sotto-liste in N;, si trova il campione
Z; che abbia la pin piccola somma delle distanze da tutte i campioni x(t) dove

t € N;. Il vettore centrale puo essere di due tipologie:

1. Insieme mediano generalizzato: se il campione T; é parte dei campioni di

input r € X.

2. Mediana generalizzata: Se il campione T; non € parte dei campioni di input
xr € X. Dato che stiamo usando solo un campione di ingressi + € X ¢é
possibile trovare un valore di T; che ha anche la piu piccola somma delle

distanze da ogni altro x € N; attorno a ciascun nodo i.

Il campione centrale T; o T, determinato viene usato per sostituire il modello
precedente m;; questo viene fatto per ogni nodo i considerando sempre I'insieme
di vicinato N; attorno ad ogni nodo i e sostituendo ciascun vecchio valore di m;
con T; 0 T, in operazioni simultanee. La procedura vista sopra dovrebbe essere
iterata i.e. tuttiicampioni z € X vengono nuovamente distribuiti nelle sotto-liste
(che saranno adesso molto probabilmente cambiate dato che ciascun m; ¢ stato
aggiornato nell’iterazione precedente) e nuove mediane vengono calcolate.

Formalmente il processo sopra riportato quando forma gli insiemi di vicinato
usa un concetto noto come Voronoi tassellation. Questo € un modo di partizionare
un insieme di vettori nelle regioni, confinati dalle linee, cosi che ogni partizione
contenga un vettore di riferimento m; che ¢ il vicino piu prossimo ad ogni vettore
x alllinterno della stessa partizione. Queste linee insieme costituiscono la Voronoi
tassellation. Tutti i vettori che hanno un particolare vettore di riferimento come
vicino piul prossimo costituiscono un insieme di Voronoi V. Cioé il vettore di rife-

rimento m; e la ricerca della bmu definisce una tassellazione dello spazio di input
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in un gruppo di insiemi di Voronoi definito come:
Vi={z:|lz—mi| <|lz—my| Vi#n} doveaxr € X (3.8)

In ogni step di training, le unita della mappa associate con ogni insieme di
Voronoi i.e. la sotto-lista di ogni vettore di riferimento m; contenente i vettori di
dati x che hanno essa come bmu, costituiscono un insieme di Voronoi. Se inoltre
viene usata una funzione di vicinato generale hci, allora la formula di aggiornamento
dei vettori di riferimento diventa:

20 ex heilt)z
Z.r ex hCL

dove c é la bmu per il campione x corrente.

(3.9)

m; =

Questo algoritmo ¢ particolarmente efficace se i valori iniziali dei vettori di ri-
ferimento sono ordinati in modo approssimativo. Questo algoritmo non contiene
un parametro di apprendimento e pertanto esso sembra raggiungere un risulta-
to asintotico piu stabile dei valori di pesi m; se comparati con quelli raggiunti

dall’algoritmo della Som originale.

3.2.2 Parametri decisionali

Il processo di apprendimento coinvolto nella creazione della feature map é di na-
tura stocastica, cid vorra dire che ’accuratezza della mappa dipendera dal numero
di iterazione dell’algoritmo. All'interno dell’algoritmo vi saranno una serie di pa-
rametri da definire, i cui valori differenti condurranno a SOM diverse. I principali

parametri sono:

e La dimensione della SOM: essa determina il grado di generalizzazione che
viene prodotto dall’algoritmo, ad un numero maggiore corrispondera una

rappresentazione piu dettagliata dello spazio di input del training set.

e Il numero di iterazioni: devono essere in numero sufficiente, dato che I'ap-

prendimento é di natura stocastica.

e [l parametro di apprendimento: esso solitamente nella prima fase di training

decresce a partira dal valore 1 fino a valori prossimi allo zero, la legge che
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regola tale diminuzione, non sard un aspetto critico e potra essere lineare,
esponenziale o inversamente proporzionale a t. Nella seconda fase di training

dovra a partire da valori molto bassi, generalmente 0.01, convergere a zero.

La funzione di vicinato: La funzione di vicinato potra essere scelta come
I'insieme individuato semplicemente da hci(t) se la dimensione del lattice
non ¢ molto grande e.g. poche centinaia di nodi. Per dimensioni piu grandi
si potra utilizzare la funzione gaussiana. Durante i primi step, quando si
effettua la fase di ordinamento, il raggio di N, puo diminuire linearmente di
una unita, durante la fase di convergenza N, potra ancora contenere i vicini

pitt prossimi del nodo c.

La dimensione del vicinato: deve essere scelto all’inizio abbastanza largo cosi
che la mappa possa venire ordinata globalmente. Se lo stesso all’inizio &
troppo piccolo si riscontrano varie tipologie di parcellizzazioni della mappa,
tra le quali le direzioni di ordinamento cambiano in maniera discontinua.
Questo fenomeno puod essere evitato partendo con un vicinato molto largo
per poi lasciarlo decrescere con il tempo. Il raggio iniziale puo anche essere

superiore della meta del diametro della rete.

Esempio di addestramento: caso bidimensionale

Al fine di comprendere meglio il funzionamento della Self-Organizing Map,

risulta utile vederla applicata ad un caso semplice bidimensionale. Consideriamo i

dati provenienti da una distribuzione normale bivariata:

X ~ N(u,X) (3.10)

p=10,0] (3.11)

Y= booo (3.12)
06 1

I parametri scelti per 'addestramento del dataset sono tabellati in In corri-

spondenza di un numero elevato di nodi, si riesce a dettagliare meglio lo spazio dei

dati di training con una maggiore livello di dettaglio. I dati generati, insieme ai
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Lunghezza training fase di ordinamento 50

Raggio iniziale e finale fase di ordinamento | 10-1

Lunghezza training fase di convergenza 20

Raggio iniziale e finale fase di convergenza | 1-1

Numerosita training set 200
Numero Nodi 150
Funzione di vicinato Gaussiana
Lattice Esagonale

Tabella 3.1: Tabella parametri di simulazione scelti Som 2D

nodi sono rappresentati nella figura E possibile vedere come i nodi, a seguito
del processo di apprendimento tendano a organizzarsi in modo da seguire e fittare i
dati di addestramento. In questo esempio € stato utilizzato 1’algoritmo batch della
rete, con inizializzazione lineare dei pesi. L’inizializzazione lineare consistera nel
determinare le due direzione di massima variabilita dei dati di training lungo le

quali disporre i nodi della rete.

3.3 Misure di qualita della Som

Sebbene esistono sempre delle mappe ottime per i dati di input, scegliere i giu-
sti parametri dall’inizio ¢ un compito arduo. Dato che differenti parametri e la
loro inizializzazione da luogo a risultati differenti, é importante pertanto sapere se
la mappa ha effettivamente e correttamente adattato se stessa ai dati di training.
Questo viene fatto solitamente attraverso una funzione di costo che definisca espli-
citamente la soluzione ottima ma dato che ¢ stato mostrato come 'algoritmo della
Som non segua il gradiente di nessuna funzione, in generale occorrera affidarsi a
delle misure di qualita [47]. Le due pitt comunemente usate che consentono di de-
terminare la qualita della mappa e aiutare nella scelta dei parametri sono I'errore

di quantizzazione e quello topografico.
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Figura 3.4: Applicazione Som:esempio bidimensionale

3.3.1 Errore di quantizzazione

L’errore di quantizzazione medio ¢ una misura di quanto bene la mappa segua
i dati di input, la mappa migliore ci si attende che ottenga il pitt piccolo valore di
distanza tra le bmu e i vettori di input. La media di ||z — m;||, ottenuta fornendo in
ingresso alla rete addestrata tuttii dati di input viene usata per il calcolo dell’errore

con la seguente formula:
X
Ey= 5 >l —mi (3.1
i=1

dove N ¢ il numero di vettori di input usati per ’addestramento. Una Som con un
valore piu basso di errore di quantizzazione é piu accurata nel rappresentare i dati

in ingresso di una con un valore piu alto.
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3.3.2 Errore topografico

L’errore topografico misura quanto fedelmente la mappa preserva la topologia
dei dati originali. A differenza dell’errore di quantizzazione medio, esso considera
la struttura della mappa. Per ogni vettore di input viene calcolata la distanza tra
esso e le prime due bmu, se questi due nodi non sono a loro volta vicini nel lattice,
allora la topologia non é stata preservata. L’errore viene calcolato con il metodo

seguente:

E, = % ; Nu(zy) (3.14)

dove N ¢ il numero di vettori di input del training set e u(zy) é una funzione che
assume valore pari a uno se la prima e la seconda BMU sono nodi vicini e zero

altrimenti.

3.4 La Som come classificatore unicategorico

La Som é stata spesso applicata nel campo del “Process Monitoring”. L’utilizzo
che solitamente ne viene fatto prevede, data la difficolta di rappresentare tutte le
possibili condizioni di guasto, di addestrare la rete esclusivamente con dati prove-
nienti dallo stato in controllo del sistema; questa metodologia d’uso prende il nome
di “novelty detection” o “one classifier” e ’obiettivo principale della stessa é quello
di determinare le anomalie come deviazioni dalle situazioni note. Questo tipo di
approccio € stato utilizzato anche in lavori in cui si fa uso di un’altra tipologia di
rete non supervisionata, in particolare in [48] e [49] , nella quale tramite la Fuzzy-
ART, rete che trae il suo fondamento nella teoria “Adaptive Reasonance Theory”,
viene realizzato uno strumento di monitoraggio in grado di segnalare deviazioni
dalla condizione stabile. Un altro contributo ¢ stato fornito da Tax e Duin in [43]
che hanno tentato di risolvere il problema della novelty detection utilizzando la
Support vector data description. Per quanto riguarda la Som, utilizzata come clas-
sificatore unicategorico rispetto alla condizione operativa normale, uno dei primi
contributi si ha in [33]. La rete dopo la fase di training fornisce una mappa bidi-
mensionale dei neuroni ciascuno dei quali é caratterizzato da un vettore di pesi di

riferimento dei dati di input. Questi vettori sono ottimizzati al fine di rappresen-
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tare con accuratezza la densita e la posizione dei dati di input. In fase di test la
distanza tra l’'ingresso e i pesi puo essere impiegata come misura di comportamento
anomalo. Lavori piu recenti nell’ambito sono [39] e [40], nei quali si addestra la
rete con dati provenienti da condizioni normali e successivamente si costruisce una
carta di controllo basata sui valori dell’errore di quantizzazione minimo, ovvero la
distanza tra il dato e il nodo piul vicino. Anziché usare il vettore di dati grezzi
sono state calcolate su essi una serie di feature statistiche come media, deviazione
standard, asimmetria e autocorrelazione utilizzate come input alla rete. Per cal-
colare le feature é stata applicata una finestra mobile sul flusso dei dati grezzi; un
parametro fondamentale ¢ dunque I'ampiezza di tale finestra che influenza alpha
e beta. Infatti, finestre piu grandi evitano falsi allarmi ma richiedono maggiore
tempo per determinare il fuori controllo mentre finestre piccole individuano rapi-
damente i fuori controllo ma hanno alti tassi di falso allarme. L’ipotesi alla base di
questi lavori é quella di avere a disposizione dei dataset ampi di dati in condizioni
normali, nel caso in cui siano presenti dati corrotti in fase di addestramento le
prestazioni di questi diverrebbero molto peggiori. Nell’eventualita in cui la SOM
avesse un dataset contaminato la stessa andrebbe ad apprendere, attraverso i nodi
del reticolo bidimensionale, anche le condizioni fuori controllo; in questo caso la
rete non sarebbe in grado di riconoscere come deviazioni tali anomalie e, pertanto,
non segnalerebbe nessun allarme. In questo contesto si rende necessario il presente
lavoro di tesi con ’obiettivo di determinare un metodo che sia in grado, attraverso
la rete stessa, di effettuare un’analisi retrospettiva dei dati di training per rendere

efficace lo strumento di monitoraggio.



Capitolo 4

Analisi retrospettiva di fase I

Nella realta industriale é diventato sempre pitt semplice ed economico installare
sensori e acquisire, cosi, notevoli moli di dati. Questo, ovviamente, ha portato ad
avere a disposizione molta informazione di cui perd non si conosce la provenienza.
Utilizzare questi dati per addestrare una rete neurale non supervisionata puo essere
molto pericoloso. Infattii dati che verranno forniti in ingresso, per un utilizzo della
rete come classificatore uni-categorico, saranno considerati come dati provenienti
da condizioni normali del processo. Gli outlier possono disturbare la struttura di
correlazione del modello e avere un impatto negativo sulla loro accuratezza e af-
fidabilita. Fino ad oggi é stata posta un’attenzione inadeguata alle potenzialita
della Self-Organizing Map come metodo per di clustering, probabilmente a causa
della carenza di procedure utili per generare raggruppamenti significativi dell’out-
put della Som [50]. Infatti quando non si conosce a priori il numero di cluster
presenti nei dati o quando il numero di nodi ¢ differente dal valore di raggruppa-
menti atteso, si rendono necessari ulteriori step di analisi per giungere al risultato
di interesse. Solitamente i raggruppamenti in questa fase vengono determinati ma-
nualmente attraverso gli strumenti di visualizzazione che mette a disposizione la
rete stessa come lillustrazione della U-matrix che sostanzialmente mostra la di-
stanza tra i nodi del reticolo e quella rispetto ai vicini [51]. Tuttavia quando la
popolazione é densamente popolata sara difficoltoso riconoscere i diversi raggrup-
pamenti. Il clustering dei nodi della rete é un passo fondamentale per riconoscere

i gruppi presenti all’interno dei dati. Dai lavori seguenti é stato preso spunto per
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realizzare la metodologia obiettivo della tesi.

4.1 Metodi di decontaminazione basati su Self Or-
ganizing Map

[’analisi retrospettiva dei dati di addestramento potra essere svolta effettuando
una clusterizzazione di secondo stadio sui nodi della rete. Per tale ragione si é
preso in considerazione due approcci presenti in letteratura che verranno illustrati

di seguito per selezionare i nodi di interesse della rete.

4.1.1 Approccio di Vesanto

Vesanto e Alhoniemi [52] hanno proposto un modo per clusterizzare 'output
della Som. Il processo inizia con un’ispezione visiva del risultato della Som; suc-
cessivamente vengono applicati sia una tecnica di clustering partitivo che agglo-
merativo senza utilizzare le relazioni di vicinato presenti nel reticolo della rete.
Sono stati proposti clustering single,average e complete linkage per quello gerar-
chico agglomerativo e 'algoritmo K-means per quello partitivo. Altri approcci
sono quelli di Murtagh [53] che ha in alternativa proposto un metodo di clustering
gerarchico basato su vincoli di continuita nel calcolo della distanza minima fra
raggruppamenti.

La Som ¢ un eccellente strumento di data mining nella fase esplorativa dei dati;
essa, infatti, li proietta dallo spazio di input nei pesi dei nodi di una griglia regolare
a bassa dimensionalita che puo essere impiegata in maniera efficace per visualizzar-
li e esplorarne le proprieta. Quando il numero dei neuroni ¢ grande per facilitare
I'analisi quantitativa della mappa e dei dati bisogna raggruppare le unita simili.
Pertanto in [52] viene utilizzato un approccio a due stadi: in un primo momento
la SOM viene addestrata per produrre i vettori di pesi e in un secondo momento
questi vengono clusterizzati. Questa tecnica ha dato risultati comparabili con al-
tre tecniche di clustering e, inoltre, riduce il tempo computazionale necessario non
lavorando sul dataset originale. La Som crea un insieme di vettori di riferimen-

to che rappresentano il dataset e realizza una proiezione degli stessi dallo spazio
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d-dimensionale di input in una griglia a bassa dimensionalita, generalmente a due
dimensioni, in grado di preservarne la topologia, ovvero le distanza reciproche tra
i vettori. Questa griglia puo essere utilizzata come superficie di visualizzazione
per mostrare differenti caratteristiche della Som e quindi dei dati. Tuttavia per
produrre una descrizione quantitativa delle proprieta dei dati occorre selezionare
dalla SOM i gruppi interessanti di neuroni. Il raggruppamento piti ovvio é 'intera
mappa, ma nonostante le sue proprieta siano interessanti potrebbe essere ancora
piu utile indagare separatamente le aree a maggiore concentrazione di dati. Un’
altra opzione sarebbe quella di considerare separatamente le singole unita, ma in
caso di mappa molto grande questo pud comportare di effettuare troppe sintesi.
Pertanto per riuscire ad utilizzare efficacemente l'informazione fornita dalla Som
sono necessari dei metodi per raggruppare le unitd di mappa. Una definizione
largamente usata di cluster ottimo prevede di creare quei raggruppamenti che mi-
nimizzano le distanze interne e massimizzano quelle tra cluster. Comunque questa
lascia molto spazio a differenti interpretazioni; infatti le distanze interne e esterne
possono essere definite in modo differente cosi come il tipo di distanza e il crite-
rio scelto. Molti algoritmi impiegano criteri locali (tipo quelli basati su nearest
neighbor) nel clusterizzare i dati ma questi sono fortemente sensibili agli outlier
e al rumore. Una soluzione al problema potrebbe essere quella di considerare pit
dati che siano vicini o fare una somma pesata delle distanze; € stato dimostrato
come la SOM implicitamente usi una misura del genere. Il clustering puo essere
suddiviso in due macro-classi gerarchico e partitivo. Quello gerarchico a sua volta
si divide in agglomerativo e divisivo a seconda che parta dall’assegnazione di un
cluster a ciascun dato nel primo caso o che parta da un cluster contenente tutti i
dati nel secondo. I1 dendrogramma ¢ lo strumento che ci consente di visualizzare
i cluster che si vengono a formare, esso non ci fornira un unico clustering ma si
potra scegliere di tagliarlo ad un livello ritenuto idoneo e opportuno. Il clustering
partitivo prevede di definire a monte il numero di cluster, successivamente saranno
inizializzati i centroidi di ognuno di essi e dopo calcolate le distanze dei dati dai
centroidi e questi stessi verranno aggiornati; se la suddivisione non cambia 'algo-

ritmo si arresta. Se il numero di cluster non é noto a priori I'algoritmo puo essere
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ripetuto per diversi valori di N per poi adottare un criterio per stabilire quale con-
figurazione sia la migliore. L’algoritmo pill noto di questa tipologia é il K-means.
I metodi partitivi hanno il vantaggio di non dipendere da cluster determinati in
precedenza ma hanno il difetto di fare delle ipotesi preliminari circa la forma dei
raggruppamenti ad esempio il K-Means per la sua natura di creare le regioni attor-
no al centroide individuera zone sferiche. Esistono diverse indici per la valutazione
della bonta dei raggruppamenti ottenuti. Vesanto utilizza quello di Davies-Bouldin
che impiega la distanza dal centroide come distanza interna al cluster e quella tra

centroidi come distanza tra cluster. La formula usata sara la seguente:

1 < Se(Qx) + Su(@Qn)
DR R (oA .y

dove S.(Qr) e S;(Qy) sono le distanze interne ai cluster e d..(Qg, @;) ¢ la di-
stanza tra cluster. Oltre al vantaggio di natura computazionale riscontrabile in
particolar modo nell’approccio gerarchico il metodo consente di ridurre il rumore
presente nei dati. Infattii vettori di riferimento sono medie locali dei dati e, per-
tanto, risultano meno variabili dei dati originali. Il numero delle unita di mappa
determina 'accuratezza e la capacita di generalizzazione della SOM. Durante il
training la rete forma una rete elastica che ripiega sulla nuvola dei dati conser-
vandone la topologia. L’algoritmo della Som puo essere applicato ad ampi dataset
dato che la complessita computazionale scala linearmente con il numero di cam-
pioni. D’altro canto la complessita computazionale cresce in maniera quadratica al
crescere delle unita di mappa. Ovviamente 'approccio a due stadi puo funzionare
solo nel momento in cui i prototipi riflettano le proprieta dei dati. Un’idea iniziale
di quelli che possono essere i cluster nella SOM si puo ottenere visualizzando il
numero di input che appartengono ad una unita di mappa o attraverso la visua-
lizzazione della U-matrix. La rete determinera dei nodi interpolanti, a cui non
verranno assegnati dati, i quali consentiranno di separare i diversi gruppi dato che
verranno visualizzati all’interno della U-matrix come delle valli, tra i diversi clu-
ster presentati come rilievi. Infine le unioni interessanti tra gruppi possono essere

definite in base agli indici di Davies-Bouldin [54] e Gap statistico tra cluster [55].
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4.1.2 Approccio di Xuefeng

In [56] viene presentato un metodo per la visualizzazione e l'individuazione di
outlier in complessi dati multi-dimensionali nel campo chimico. Il metodo im-
piegato integra la Self-organizing map con una adaptive non linear map per la
determinazione di outlier multivariati. Gli outlier possono disturbare la struttura
di correlazione del modello e avere un impatto negativo sulla sua accuratezza e af-
fidabilita. Per ridurre 'effetto dovuto alla presenza di outlier multipli nella stima
della media e della deviazione standard, i dati vengono pre-processati attraverso il
robust scaling; successivamente la rete viene addestrata con i dati processati per
ottenere un’approssimazione dei dati multidimensionali, poi attraverso la ANLM
(adaptive non linear map) viene effettuata una proiezione bidimensionale del piano
della SOM nella quale é possibile visualizzare facilmente la distribuzione dei dati.
Infine viene proposta una regola detta del quasi 3-delta derivante dal lavoro di
[57] per distinguere tra dati normali e outlier. La procedura richiede di seguire i

seguenti passi:

1. Si addestra la Som con il dataset originale, ottenendo in output i nodi all’in-
terno del reticolo bidimensionale. Ad ogni nodo sara associato un vettore di

pesi.

2. Supponiamo sia w; con i = 1..., RxC l'i-esimo peso del nodo i della SOM,

il vettore mediano di tutti i pesi, sara il seguente:

wj,median = median (wj,h cey wj,R:EC) 7j = 17 27 cee 7l (42)

3. Si valuta la distanza tra ogni vettore di pesi con il nodo determinato al passo

precedente attraverso la formula:

l
di = Z (w/ﬁi - wk,median)2 , (Z =1,2,..., R{EC) (43)

k=1
4. Si determina il valore mediano e la stima della deviazione standard delle

distanze determinate:
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Aimedian = median (dy, . .., dggc) (4.4

dMAD = 1.4826 medianﬂdl - dmedian| goeeey |dRzC - dmedianD

5. Tnodi verranno classificati come outlier o meno in base alla relazione seguente:

di _dm,edian
dymaD

outlier unit, se R; = >3

di 7d'med7ian
dyaD

normal unit, se R; = <3

6. I dati che avranno come bmu i nodi classificati precedentemente come outlier

saranno i dati fuori controllo da eliminare dal dataset originale.

4.1.3 Approccio proposto

Il metodo sviluppato prende spunto dai lavori precedentemente presentati per
sfruttarne i punti di forza e superare le debolezze di ciascuno di essi. Infatti il
metodo di Vesanto non potra essere utilizzato direttamente per effettuare la de-
contaminazione, dato che affidarsi unicamente all’algoritmo di clustering fissando
a priori un valore di K delle classi nel caso in cui non siano presenti dei raggruppa-
menti, porta ad aumentare i falsi positivi in maniera inaccettabile. L’algoritmo sara
di conseguenza forzato a suddividere i dati nelle classi prestabilite con il risultato di
ridurre il dataset ed eliminare condizioni che sono presenti nella condizione norma-
le, sottostimando la variabilita presente. Il metodo di Xuefeng, invece, ha la forte
debolezza di non consentire il controllo dei valori di falsi positivi, discostandosi da
considerazioni distribuzionali a causa della presenza degli outlier e, pertanto, non
potra essere considerato un metodo rigoroso di SPC. Sulla base di questi presup-
posti é stato introdotto una nuova metodologia che fa uso dell’algoritmo K-Means

e della stima Kernel che verranno brevemente illustrati di seguito.
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Algoritmo K-means

I1 primo metodo applicato é 'algoritmo K-means [58] che é un algoritmo di
clustering partitivo ed iterativo. L’algoritmo inizia selezionando a caso un certo
numero K di centroidi. L’oggetto dell’analisi ¢ un insieme di oggetti x, ..., 2

ciascuno descritto da F feature. Questo significa che:
z; = (2}, ) Vi=1,..1 (4.6)

K-Means partiziona U'insieme X = {z;,i = 1,...,1} C R" nei cluster C1, ..., Ck,
identificando rispettivamente i centri cq, ..., cx. Ciascun centro rappresenta "l’og-
getto medio"del cluster corrispondente, i.e. un oggetto fittizio le cui feature sono
la media di tutti gli oggetti appartenenti al cluster. Un indice che esprime la di-
spersione all’interno degli oggetti di un cluster é la somma dei quadrati interna i.e.
la somma dei quadrati delle distanze tra gli oggetti che appartengono al cluster
e i suoi centri. L obiettivo consiste nello scegliere la partizione che minimizza la
somma interna al cluster in tutti i cluster. Sia P = (C}, ..., C) la partizione di X.

Allora, la scelta dei cluster ha come funzione obiettivo:

K
_ - NPT
P =arg m};nzz |l zi — cxl| (4.7)

k=1i€Cy

dove ||.|| é la distanza euclidea.

el = ( Y ()= (4.8)

f=1,...,.F

K-Means ¢ un algoritmo iterativo dato che consiste nel ripetuto aggiornamento
dei centroidi. Prima di iniziare il processo é necessario scegliere i semi, i.e. i valori
iniziali dei centri. Quindi, il K-Means itera gli step consistenti nell’aggiornare la
scelta dei cluster assegnando ciascuno degli oggetti al centroide pill vicino e succes-
sivamente ricalcolare i centroidi di ciascun cluster. Di seguito vengono dettagliati

1 passi.

e Step di assegnamento: assegna ogni oggetto z; al cluster C} se il centro

¢ € piu vicino.

k = argmin ||z; — ¢ (4.9)
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e Aggiornamento dei centri: per ogni cluster, calcola il valore dei suoi centri
come baricentro.

1
Ck:ain,Vk:L...,K (4.10)

1€C

Per determinare quando stoppare ’aggiornamento, la scelta migliore é ripe-
tere questi step finché I'algoritmo non raggiunga la convergenza, i.e. finché
i centroidi non subiscono modifiche. Se la convergenza non viene raggiunta
in un tempo ragionevole, ¢ possibile stoppare ’aggiornamento. Per fare cio,
Iopzione pitt comune ¢é fissare il numero massimo di step prima della par-
tenza del K-Means, sebbene sfortunatamente questa modalita non assicuri la

convergenza.

K-Means prestazioni

K-Means ¢ il principale algoritmo di clustering basato sui centroidi, ma non
¢ sempre la scelta migliore. Prima di tutto, non ¢ un algoritmo stabile; infatti
differenti scelte dei semi portano a risultati differenti. A causa di questo fatto &
essenziale un metodo di inizializzazione appropriato. Al contrario, in assenza di
un buon criterio, si puo far girare ’algoritmo pitt volte usando differenti inizializ-
zazioni. Una buona comprensione del problema pud venire dalla comparazione di
diversi risultati. Un altro limite dell’algoritmo ¢ che ’assegnazione ai cluster si basi
esclusivamente sulla distanza tra gli oggetti e i centri dei cluster. Dato che molti
degli oggetti sono vicini al centro, la forma dei gruppi edi tipo sferica. In questo
modo "algoritmo non puo identificare cluster di forma particolare; inoltre occorre
che i dati siano dotati di una distanza metrica (I’algoritmo non puo evidentemente
funzionare per dati categorici). Inoltre, il parametro K va imposto a priori, ma
determinare il numero di classi corrette per un algoritmo che opera su dati in cui
nemmeno noi sappiamo che suddivisione aspettarci é sempre difficile. Rispetto ad
altri algoritmi che operano con un numero predefinito di classi, K-means é piu sen-
sibile ad errori nella stima del parametro K. Infine, K-means non sopporta molto

bene gli outlier.
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Kernel density Estimation

In statistica la Kernel density estimation (KDE) ¢ una rappresentazione non
parametrica attraverso la quale viene stimata la funzione di densita probabilita
di una variabile casuale. Fondamentalmente ¢ un problema di smoothing dei dati
dove viene fatta dell’inferenza circa una popolazione sulla base di un campione
finito. Sia x1, ..., T, un campione indipendente e identicamente distribuito estratto

da una qualche distribuzione di cui non si conosce la densita f. La stima Kernel e}

r — T

. 1 <& 1 &
thE;Kh(x—xi):E;K( ) (4.11)

dove K(.) ¢ il kernel - una funzione simmetrica ma non necessariamente po-
sitiva integrabile a uno - e A > 0 é un parametro di smoothing chiamato band-
width. 11 kernel con il quoziente h é chiamato lo scaled kernel ed é definito come
Ky (z) = + K(%). In maniera intuitiva si cerchera di scegliere h piccolo quanto i dati
permettano, comunque € presente un trade-off tra I’errore dello stimatore e la sua
varianza. Possono essere impiegate diverse funzioni kernel: uniforme, triangolare,
normale e altre. Per le sue proprieta matematiche solitamente viene utilizzata la

normale. La scelta di h é stata fatta in modo da ottenere risultati migliori sotto

I'ipotesi di distribuzione normale dei dati.

Fasi della Metodologia

Il metodo consta di una serie di passi da realizzare in sequenza:

1. Pre-processamento dati

Il dataset del profilo viene scalato mediante il cosiddetto “Robust scaling”
[57] nel quale i valori tradizionali di media e varianza vengono sostituiti, ri-
spettivamente, con quelli di mediana e con il valore di mediana assoluta della
deviazione dalla mediana, al fine di ottenerne una stima piil robusta all’in-
fluenza degli outlier. Tl risultato del procedimento consente di ottenere dei
profili con delle feature aventi media prossima a zero e varianza unitaria. Sia

X ={zy,...,z,} il dataset di riferimento dove x; € R™
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Tmedianj = Median(1j, ..., Tnj), conj=1,...,m (4 12)
smap; = 1.4826 median(|T1; — Tmedians| s - - - » |Tnj — Tmedianj|), conj=1,...,m
Pertanto i nuovi profili saranno:
,  x; —median
g, = T Median (4.13)

SMAD

. Definizione dei parametri della rete

Prima di effettuare 'addestramento della rete occorre definire dei parametri
di progettazione della stessa, in particolare essa richiedera di fissare il numero

di iterazioni dell’algoritmo e il numero di nodi del reticolo.

. Addestramento della rete

Una volta definita 'architettura della rete stessa, si procedera con I’addestra-

mento vero e proprio, mediante il quale si otterranno i nodi.

. Clustering dei nodi mediante K-Means

Una volta che ogni profilo del dataset sara stato assegnato ad uno dei nodi
della rete, occorrera effettuare un ulteriore step per avere delle informazioni
qualitative circa il dataset. In particolare mediante l'algoritmo K-Means e
impostando il valore delle classi pari a due verranno suddivisi i nodi della rete
in due raggruppamenti. Il raggruppamento corrispondente alla condizione in
controllo sara determinato in base al valore minimo di varianza dei profili
rispetto al nodo mediano. Dato che ad ogni nodo in controllo corrisponde-
ranno i profili associati ad esso dalla rete, dai raggruppamenti trovati verra

determinata una prima suddivisione del dataset di training.

. Stima della soglia mediante KDE

Identificato il raggruppamento corrispondente alla condizione in controllo si
procede con il calcolo della statistica di interesse; sono state utilizzate quattro
tipologie: due presenti in letteratura, quali la distanza minima e quella basata
sulla distanza normalizzata dal nodo mediano, introdotta da Xuefeng. Gli

altri due parametri di controllo introdotti sono il valore di mediana delle
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distanze dai nodi e quella di correlazione minima. Una volta determinata la
distribuzione della statistica univariata scelta per i campioni in controllo, si
procede con la definizione della soglia mediante la stima Kernel al valore di

probabilita di falsi allarmi desiderata («).

6. Carta di controllo

Determinata la soglia si creera la carta di controllo con il valore limite deter-
minato nella fase precedente e tutti i valori che supereranno il valore limite

saranno considerati dati fuori controllo.

Statistiche Impiegate

1. Distanza minima

La statistica di controllo maggiormente impiegata in letteratura per il moni-
toraggio e sicuramente la distanza minima del dato di training dal nodo piu
vicino, detto anche errore di quantizzazione minimo. Questo indicatore fun-
ziona particolarmente bene quando la rete é stata addestrata con condizioni
di controllo; infatti in tal caso il valore di distanza di un dato outlier sara evi-
dentemente molto maggiore delle condizioni gia conosciute. La soglia verra
calcolata mediante il metodo presentato precedentemente del Kernel density
estimation, sui valori di distanza dei dati del cluster in controllo determinati

con l'algoritmo K-Means applicato sui nodi.

d; = min ||z; — w;||*con j=1,..,RzC, i=1,..,N (4.14)
J

2. Distanza di Xuefeng

La distanza di Xuefeng prende spunto dalla tecnica utilizzata in [56] per
eliminare i nodi outlier. In particolare viene generalizzata per calcolarla
direttamente sui dati di training. Pertanto verranno calcolate le distanze dei

dati dal nodo mediano:

Il vettore mediano di tutti i pesi, sara il seguente:

Wjmedian = median (W;1, ..., Wjrec),J=1,2,...,1 (4.15)



o6

CAPITOLO 4. ANALIST RETROSPETTIVA DI FASE I

Si valuta la distanza di ogni vettore di training con il nodo determinato al

passo precedente attraverso la formula:

l
Ty = Z (xk?,i - ujk:,’rmadian)2 ) Z = 17 27 et N (416)
k=1

Si determina il valore mediano e la stima della deviazione standard delle

distanze determinate:

Tmedian = median (11, ..., ry)
(4.17)
raap = 1.4826 median(|ry — Tmedian| s - - TN — Tmedian]|)
I valori di distanza di interesse saranno i seguenti:
di - dme an .
d; = | medion )y 12 ... N (4.18)
dyap

La soglia verra stimata sui valori di distanza dei dati del cluster in controllo
determinati con l'algoritmo K-Means applicato ai nodi. I valori di distanza da
tutti i nodi di questi vengono normalizzati mediante la mediana e la mediana

delle deviazioni assolute dalla mediana delle stesse distanze.

. Distanza mediana

Un’altra misura di distanza d’interesse si ricava, partendo dai valori di di-
stanza di ciascun dato dai nodi della mappatura bidimensionale. Partendo
dal presupposto che la contaminazione del dataset riguardi una percentuale
ridotta dello stesso, ci si attendera che la rete abbia popolato di nodi in ma-
niera piu densa le zone a cui corrispondera una maggiore presenza di dati,
dato che la Som approssima tramite i nodi la distribuzione di probabilita dei
dati di training come dimostrato sotto stringenti condizioni in [59]. Pertanto
il valore di mediano di distanza di ciascun dato dovra appartenere ad un nodo
in controllo o almeno piu vicino alla zona pit densa di nodi. Quindi con tale
distanza si riuscird ad evidenziare gli scostamenti dei dati fuori controllo. La

soglia verra stimata sui valori di mediana delle distanze da tutti i nodi dei
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dati del cluster in controllo determinati con l'algoritmo K-Means applicato
sui nodi.

d; = median(dy, ...,dgc) con i=1,...,N (4.19)

4. Correlazione minima

Questa tipologia di statistica é stata introdotta come modifica al valore di
quantizzazione minimo, sostituendo la distanza euclidea semplice con la cor-
relazione. Puo essere utilizzata esclusivamente per profili e non con dati a
bassa dimensionalita, poiché si sfrutta il legame di correlazione esistente tra
i segnali in ingresso e i nodi addestrati tramite la Som. Il metodo deve la sua
forza alla tipologia di addestramento della Som che consente di adattare i
nodi e il suo vicinato ai profili pitt rappresentati nel dataset. Pertanto grazie
a questa proprieta la maggiore presenza dei dati in controllo comportera che
i valori di correlazione minima di questi saranno piu elevati rispetto ai dati
fuori controllo che essendo meno rappresentati sono riusciti ad influenzare
meno i nodi della rete. La soglia verra stimata sui valori di correlazione dei
dati del cluster in controllo rispetto a tutti i nodi. La formula usata sara la
seguente:

d; = min cor(z;,w;) con i=1,.,N j=1,.., RaC (4.20)
j

Confronto Statistiche

E stato effettuato il confronto tra le diverse statistiche introdotte per valutarne
'efficacia, a tal fine ¢ stata stimata una soglia empirica per ogni tipologia con un
dataset in controllo da diecimila dati, in maniera da avere un confronto a parita
di falsi positivi. In tabella [4.T] si pud vedere come per tutte e quattro le tipologie
lalpha sia correttamente controllato al valore del 5 %. Dal confronto nei diversi
scenari nelle figure e emerge come la soglia basata sul minimo della
distanza euclidea abbia le prestazioni peggiori in tutti gli scenari, a causa dell’in-
fluenza delle condizioni di fuori controllo nell’addestramento. La soglia che meglio
riesce a discriminare i profili buoni da quelli non buoni é sicuramente quella basata

sulla correlazione minima, che fornisce risultati migliori in tutti e tre gli scenari
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in tutte le condizioni. Le altre due soluzioni hanno tra loro prestazioni paragona-
bili ma inferiori. Per i confronti successivi si prendera dunque in considerazione

soltanto la statistica basata su correlazione.

Tipologia FP(IC)

Correlazione minima 0.0492(0.0009)
Xuefeng 0.0516(0.0019)
Distanza minima 0.0499(0.0016)
Mediana della distanza | 0.0508(0.0013)

Tabella 4.1: Tabella falsi positivi con IC batch means e o = 5%

4.2 Metodi di decontaminazione basati su cluste-
ring

4.2.1 Approccio di Chen-Birch

I1 metodo di Chen-Birch [60] ¢ uno dei pochi lavori presenti in letteratura ri-
guardante 'analisi retrospettiva di profili in fase I che, pertanto, verra preso in
considerazione come riferimento per la validazioni delle prestazioni della metodo-
logia sviluppata. L’idea alla base ¢ quella di creare inizialmente un raggruppamento
per ottenere un insieme di profili del cluster principale con una forma similare. Per
ridurre la dimensionalita dei profili vengono stimati i parametri di ciascuno di essi
mediante la regressione spline. Questa, a differenza delle reti neurali che sono delle
black box che non richiedono conoscenza a priori del processo, comportera una
complessita computazionale e applicativa, che rendera tale metodo meno attraente
nei confronti del mondo produttivo reale. Le condizioni in cui é stato effettuato
il confronto sono quelle migliori per il competitor ovvero in presenza di shift so-
stenuto posto nella parte terminale dei dati. T passi della metodologia saranno i

seguenti:

1. Step 1 Data la difficolta di lavorare con profili, il primo step prevede di

fittare la curva con un metodo appropriato, in tal modo ogni profilo sara
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Figura 4.1: Confronto statistiche Scenario I

Scenario 2:Valutazione Statistiche
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Figura 4.2: Confronto statistiche Scenario II

Scenario 3:Valutazione Statistiche
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Figura 4.3: Confronto statistiche Scenario 1T

29



60

CAPITOLO 4. ANALIST RETROSPETTIVA DI FASE I

rappresentato da un vettore dei parametri del modello stimato. In totale si
avra una matrice di parametri map B. Dove la riga i-esima di B ¢ un vettore
pxl di parametri del profilo i-esimo. Inoltre verra stimata la matrice di
varianza-covarianza usando il metodo delle differenze successive sui parametri

stimati.

-1

3

1

V:2(m—1)

(57:4-1 - B@)T(ﬁ;ﬁ-l - /éz) (421)

=1

. Step 2 Il passo successivo prevede di calcolare la matrice di similarita S,

maxm sui parametri di ogni profilo, usando la matrice V ottenuta nello step

L. Dove i valori di s;; saranno i seguenti:
siy = (B = B) V(B - By) (4.22)

dove 3; e B; sono rispettivamente la i-esima e j-esima riga di B.

. Step 3 Alla matrice dello step 2 verra applicato il clustering gerarchico con

il linkage completo che consiste nel prendere in considerazioni la distanza
massima tra tutte le possibili coppie di dati dei cluster, presi a due a due, e
nell’unire quelli che presenteranno il minimo di questa distanza. Il clustering
si arrestera una volta determinato un raggruppamento C' con un numero di

profili pari alla meta pit uno della numerosita del dataset.

. Step 4 A partire da questo raggruppamento C' verranno stimati i parametri

della popolazione media mediant