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Abstract

The aim of this work is to implement a parallel algorithm for a topic modeling prob-
lem, that is the problem of discovering the topics shared between documents in a col-
lection. The MCMC algorithm Sub-Cluster HDP Sampler for the Hierarchical Dirichlet
Process mixture model, a Bayesian nonparametric model, is suitable to this purpose. The
code is written in C++ language and is parallelized with the OpenMP library. In order
to keep the same flexibility of the model in the implementation, template programming
and inheritance techniques are employed. In this way, it is easy to extend the code for a
different application. A specialized class for topic modeling is developed, so as to analyse
a posteriori the algorithm’s results. A further original contribution is the parallelization
of the least-square clustering method, which allows to find the optimal clustering in the
Markov chain. An interface between the C++ code and the R software is needed for the
posterior analysis. To check the good behaviour of the implementation, several tests on
simulated datasets were carried out. The efficiency of the Sub-Cluster HDP Sampler is
assessed by comparing it with the variational method Collapsed variational inference for
HDP. Finally, the model and the algorithm are applied to two real cases. The estimated
topics are compared with those generated by the R package lda, which implements the
Latent Dirichlet Allocation model.

Keywords: big data, topic modeling, Hierarchical Dirichlet Process mixture, Markov
Chain Monte Carlo, Split-Merge, OpenMP, C++, wordcloud
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Sommario

In questa tesi è stato implementato un algoritmo parallelo per un problema di topic
modeling, cioè il problema di riconoscere gli argomenti condivisi in una collezione di do-
cumenti. L’algoritmo MCMC implementato è il Sub-Cluster HDP Sampler per il modello
Hierarchical Dirichlet Process mixture, un modello bayesiano non-parametrico. Il codice
è stato scritto nel linguaggio C++, mentre per la parallelizzazione è stata usata la libreria
OpenMP. Per mantenere nell’implementazione la flessibilità del modello Hierarchical
Dirichlet Process mixture, sono state impiegate le tecniche della programmazione tem-
plate e dell’ereditarietà. In questo modo, si facilita una futura estensione del codice per
applicazioni diverse. È stata inoltre creata una classe per l’analisi a posteriori dei risul-
tati dell’algoritmo, specifica per il topic modeling. Un ulteriore elemento di originalità
è la parallelizzazione del metodo least-square clustering, che permette di selezionare la
partizione dei dati ottima tra quelle simulate. Il codice in C++ è stato interfacciato al
software R per l’analisi delle inferenze a posteriori. Per controllare il buon funziona-
mento dell’implementazione, sono state eseguite diverse prove con dataset simulati dal
modello stesso. Per valutare l’efficienza, l’algoritmo MCMC Sub-Cluster HDP Sampler
è stato confrontato con il metodo variazionale Collapsed variational inference for HDP.
Infine, modello e algoritmo sono stati applicati a due casi reali. I topic stimati sono stati
confrontati con quelli prodotti dal pacchetto R lda, che implementa invece il modello
LDA.

Parole chiave: big data, topic modeling, Hierarchical Dirichlet Process mixture,
Markov Chain Monte Carlo, Split-Merge, OpenMP, C++, wordcloud
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Introduzione

In questa tesi ci siamo occupate di implementare un algoritmo parallelo per un problema
di topic modeling, cioè il problema di riconoscere gli argomenti comuni tra i documenti
(testi) di una collezione. Tipicamente, la collezione è composta da un gran numero di
documenti, o i documenti hanno un numero elevato di parole al loro interno o ancora si
verificano entrambe le situazioni: in tale contesto, la prima parola chiave da considerare
è Big Data.

Dobbiamo riconoscere che viviamo nell’era dei Big Data: ogni giorno vengono pro-
dotti miliardi di informazioni digitali sotto forma di pagine Web, post sui social network,
news, libri, articoli scientifici, così come audio, video e immagini. Estrarre conoscenza
utile da questa mole imponente di dati è un compito impossibile per l’essere umano. So-
no necessari perciò degli strumenti automatici per organizzare, sintetizzare, classificare e
fare ricerche negli archivi digitali. Spesso una ricerca per parole chiave non è sufficiente
allo scopo dell’utente: di fronte ad una vasta collezione di documenti, sarebbe interes-
sante scoprire per prima cosa i temi trattati e poi capire quali documenti sono affini per
contenuti; in genere, però, tale collezione non risulta strutturata a priori, cioè la struttura
tematica appena descritta è nascosta sia all’utente che ad un normale motore di ricerca.
In tale contesto, risultano molto utili i topic models, che sono modelli probabilistici il cui
scopo è rivelare i temi sottostanti ad una collezioni di documenti, o corpus. I topic models
sono utilizzati sia nella comunità del machine learning e data mining, sia nella comunità
statistica e sono stati applicati ad una varietà di dati, per esempio email, paper scientifici
o articoli di giornale. È importante sottolineare che questi modelli non necessitano di
una conoscenza a priori dei temi trattati, che emergono automaticamente dall’analisi dei
testi originali.

Il topic model più conosciuto e utilizzato è il Latent Dirichlet Allocation (LDA, Blei
et al., 2003). Si assume che il corpus sia caratterizzato da un insieme di K topic (argo-
menti), dove K è un numero noto e fisso e il topic è modellizzato come una distribuzione
di probabilità sulle parole di un vocabolario. In ogni documento del corpus i topic sono
presenti in proporzioni differenti. È un modello bayesiano: le conoscenze a priori sul
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viii Introduzione

corpus si traducono nella distribuzione a priori scelta per i parametri del modello, per
poi calcolare la distribuzione a posteriori, che aggiorna le conoscenze alla luce dei dati
osservati. Fissare a priori il numero di topic rende il modello LDA un modello parame-
trico. Questa assunzione è in genere troppo restrittiva e generalizzarla fornisce maggiore
flessibilità al modello. Il topic model bayesiano non-parametrico più famoso e utilizzato
è lo Hierarchical Dirichlet Process applicato a misture (HDP-mixture, Teh et al., 2006b).
In generale, come sopra menzionato, quando si utilizza un modello bayesiano, parame-
trico e non, l’obiettivo è trovare la distribuzione a posteriori, su cui basare l’inferenza;
quasi sempre, come nel caso del modello HDP-mixture, non è possibile calcolare ana-
liticamente la posterior. Una possibile strategia consiste nell’approssimare la posterior
con un metodo variazionale, come il Collapsed variational inference for HDP (CV-HDP,
Teh et al., 2007); dopo un numero sufficiente di iterazioni, si giunge ad una stima delle
quantità di interesse. I metodi variazionali, pur avvalendosi di un’inferenza approssima-
ta, sono particolarmente adatti a gestire grandi quantità di dati, perchè sono facilmente
parallelizzabili. L’alternativa sono i metodi Markov Chain Monte Carlo (MCMC), nei
quali si simula una catena markoviana la cui distribuzione limite è la posterior di inte-
resse; il costo computazionale di questi metodi è elevato: sono necessarie in genere molte
iterazioni per ottenere sufficienti informazioni dalla posterior; inoltre, poichè la posterior
tiene conto anche della verosimiglianza dei dati, in caso di dataset numerosi una sola
iterazione può richiedere un tempo d’esecuzione molto lungo.

L’obiettivo di questa tesi è implementare l’algoritmo MCMC Sub-Cluster HDP Sam-
pler (SC-HDP, Chang e Fisher III, 2014) per il modello HDP-mixture in maniera parallela
e flessibile e sviluppare un’analisi a posteriori dei risultati ad hoc per il topic modeling.
La parallelizzazione è necessaria per contenere il costo dell’algoritmo in termini di tempo
d’esecuzione e per poter gestire dataset di grandi dimensioni. Il modello HDP-mixture,
nato nell’ambito del topic modeling, in realtà può essere applicato in altre situazioni,
come il riconoscimento di pattern in immagini di risonanze magnetiche funzionali (Kim
e Smyth, 2006). Per flessibilità dell’implementazione si intende quindi la possibilità di
estendere facilmente il codice per applicazioni diverse dal topic modeling.

Abbiamo scritto il codice in C++11, mentre per la parallelizzazione si è utilizzata la
libreria OpenMP. È stato necessario cercare un’opportuna libreria per la generazione di
numeri pseudocasuali in parallelo. L’applicazione prevede l’interazione con il software R
per l’analisi a posteriori dei risultati. L’idea che ci ha accompagnato durante lo sviluppo
del codice è stata quella di rendere l’applicazione flessibile per poterla riutilizzare in
un problema differente dal topic modeling, ma sempre nell’ambito di ricerca di cluster
condivisi tra gruppi di dati. Per ottenere questa flessibilità sono state utilizzate classi
e funzioni template e la tecnica dell’ereditarietà. Nello sviluppare le classi siamo state
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guidate dall’idea di dividere quantità dipendenti e indipendenti dal modello. Per ognuna
delle classi è stata fornita un’interfaccia generica per permettere la successiva aggiunta
di altre classi specializzate, nel caso di estensione del codice. Infine, è stata creata una
classe ad hoc che si occupa di fare analisi a posteriori nel caso del topic modeling.

Tra le inferenze a posteriori di solito si calcolano delle statistiche riassuntive per rap-
presentare i topic. Usando un algoritmo MCMC, però, ad ogni iterazione le etichette
con cui vengono identificati i topic si scambiano: ad esempio, il topic 1 all’iterazione it
potrebbe diventare il topic K all’iterazione it+ 1. Come conseguenza, non ha senso cal-
colare medie ergodiche delle quantità dipendenti dall’assegnamento al topic. Il problema
della non identificabilità delle componenti nei modelli mistura è chiamato label switching.
Ricordiamo che il modello HDP-mixture induce una partizione aleatoria delle osservazio-
ni: si ha una partizione per ogni iterazione della catena markoviana. L’identificazione dei
topic, per coerenza, deve essere fatta con una stima della partizione aleatoria. In questa
tesi abbiamo scelto di utilizzare il least-square clustering di Dahl, 2006 per selezionare
l’iterazione ottima nella catena, sulla quale basare poi la stima dei topic. Questo approc-
cio è però gravoso, in quanto è necessario un numero elevato di draws della partizione
aleatoria per ottenere sufficienti informazioni e, come accennato in precedenza, un’itera-
zione di un algoritmo MCMC è in genere costosa. Una soluzione alternativa è scegliere
una sola iterazione della catena MCMC per stimare i cluster. In Chang e Fisher III, 2014
viene considerata la prima iterazione utile dopo aver raggiunto la convergenza. In questo
modo, il tempo totale d’esecuzione dell’algoritmo si riduce notevolmente, ma selezionare
quella particolare iterazione non ha nessun significato dal punto di vista statistico. Rite-
niamo dunque più coerente l’approccio di Dahl, 2006. L’implementazione del least-square
clustering proposta dall’autore, però, non è adatta nel caso in cui si utilizzano grandi
quantità di dati: per questo motivo l’abbiamo implementata ex novo con l’obiettivo di
utilizzarla con dataset di grandi dimensioni.

Per quanto riguarda il controllo dell’algoritmo, sono stati eseguiti diversi test. Si è
testata la parallelizzazione dell’algoritmo cercando di mettere in luce le parti più costose
dell’implementazione. Sono state svolte delle prove per evidenziare l’effetto dei parametri
del modello sull’output. Si sono svolti alcuni test su dataset simulati per confrontare i
topic stimati dall’algoritmo SC-HDP con LDA, modello benchmark molto utilizzato nel
campo del topic modeling. Inoltre, si è confrontato l’algoritmo SC-HDP con l’algoritmo
CV-HDP. Infine il modello, codice e algoritmo parallelo, sono stati applicati a due casi
reali: il primo dataset (NY Times) è noto in letteratura e lo abbiamo utilizzati come
benchmark, il secondo, invece, ci è stato fornito dal Dipartimento di Elettronica, Infor-
mazione e Bioingegneria (DEIB) del Politecnico di Milano e consiste in articoli di giornale
di natura finanziaria.
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Il dataset fornitoci dal DEIB riguarda il progetto Mercurio (Morlacchi Bonfanti e
Marchesini, 2015). Mercurio è un software che simula l’attività degli investitori: leggere
le notizie e controllare alcuni indici finanziari per capire il mercato finanziaro e scegliere
investimenti profittevoli. Mercurio automatizza questa procedura analizzando le infor-
mazioni provenienti dal Web. Il sistema è in grado di riconoscere ed estrarre eventi
finanziari e collegarli tra di loro, utilizzando delle regole semantiche. Ai documenti che
innescano delle regole semantiche, rappresentative degli eventi, vengono associate delle
etichette. L’implementazione descritta in questa tesi ha permesso di stimare 26 topic
dagli articoli del dataset. Per ogni topic stimato sono state evidenziate le parole predo-
minanti, cioè quelle che hanno un peso maggiore all’interno del topic. Questi topic sono
stati analizzati e interpretati da un esperto di giornalismo finanziario. Sei topic sono
risultati molto interessanti, perchè le parole principali sono tutte o quasi parole chiave,
nel senso che permettono di assegnare un nome che identifichi il topic. Alcuni topic sono
stati ritenuti parzialmente interessanti, poichè contengono solo alcune parole chiave; i
topic rimanenti sono apparsi invece troppo vaghi per poter assegnare loro un’etichetta.
Con le parole chiave estratte dai topic interessanti, i ricercatori del progetto Mercurio,
assieme all’esperto di dominio, stanno cercando di costruire nuove regole semantiche,
oppure migliorare quelle esistenti. Inoltre, è stato possibile associare gli articoli ai topic:
per ogni k e per ogni j si fissa una soglia t per il peso πjk del topic k nell’articolo j, se
accade che πjk ≥ t allora si può affermare che il topic k è presente in maniera rilevante
nell’articolo j, a cui si assegna quindi l’etichetta k; è possibile assegnare più etichette
ad un articolo. In questo modo, i documenti che non sono stati etichettati attraverso le
regole semantiche possono essere classificati in base ai topic.

Il flusso di lavoro adottato nella scrittura del codice, cioè la creazione delle classi
virtuali, la definizione delle classi specializzate e infine la parallelizzazione dei metodi,
ha permesso a noi candidate di dividerci equamente l’implementazione. Non essendo
però le classi delle entità indipendenti, è stata necessaria una stretta collaborazione. Per
quanto riguarda il lavoro successivo alla stesura del codice, la candidata Parisi Debora
si è occupata dei test sulla parallelizzazione dell’algoritmo e sul metodo che implementa
il least-square clustering, mentre la candidata Perego Stefania ha eseguito le prove con i
dataset simulati e il confronto tra SC-HDP e CV-HDP. La candidata Debora Parisi si è
occupata del dataset reale NY Times. Infine, noi candidate abbiamo lavorato in maniera
congiunta sul dataset fornito dal DEIB. A nostro giudizio è importante sottolineare che
ogni fase del lavoro è stata prima discussa e poi revisionata assieme: abbiamo apportato
un eguale contributo alla tesi e abbiamo acquisito le stesse competenze.

La tesi riporta una parte di teoria e una parte implementativa ed è strutturata come
segue. Il Capitolo 1 descrive un’introduzione al problema del topic modeling e quali sono
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i modelli e gli algoritmi utilizzati in letteratura. Inoltre, vi è una breve introduzione
al software Mercurio. Nel Capitolo 2 si descrive il modello bayesiano non parametrico
HDP-mixture, con cui si propone di trattare il problema del topic modeling. Si introduce
l’algoritmo CV-HDP che verrà confrontato con l’algoritmo implementato in questa tesi.
Si accenna al problema del label switching e si propone una soluzione alternativa. Infine, si
spiega il contributo di questo lavoro di tesi al progetto Mercurio. Il Capitolo 3 descrive in
dettaglio i passi dell’algoritmo SC-HDP. Il Capitolo 4 analizza i dettagli implementativi
dell’algoritmo. Nel Capitolo 5 sono riportati i risultati dei test eseguiti sui dataset
simulati e il confronto tra i topic stimati con SC-HDP con quelli stimati da LDA. Infine
si riportano le analisi condotte sui dataset reali.
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Capitolo 1

Introduzione al topic modeling e
stato dell’arte

1.1 Topic modeling e Latent Dirichlet Allocation

Con il termine topic models ci si riferisce a metodi o modelli statistici che analizzano le
parole di testi per scoprire i temi trattati, come questi sono in relazione e come cambiano
nel tempo; non è richiesta nessuna annotazione a priori dei documenti, perchè i temi (o
topic) emergono dall’analisi dei testi. I topic models sono in grado di organizzare e sinte-
tizzare una collezione di documenti (chiamata corpus) vasta e non-strutturata, che non
sarebbe possibile da gestire manualmente; le informazioni ottenute sono utili in problemi
di classificazione, esplorazione del corpus o information retrieval, cioè tecniche utilizza-
te per rappresentare, organizzare e accedere ad oggetti contenenti informazioni, quali
documenti, pagine web oppure oggetti multimediali. I topic models furono ispirati dal
latent semantic indexing (LSI, Landauer et al., 2013) e dalla sua variante probabilistica,
il probabilistic latent semantic indexing (pLSI, Hofmann, 1999).

Sebbene la probabilità sia un oggetto matematico ben definito dagli assiomi di Kol-
mogorov (si veda ad esempio Kolmogoroff, 1933), la statistica classica e quella bayesiana
si differenziano in principio nell’interpretazione data alla probabilità. Nell’approccio clas-
sico (o frequentista), per definire la probabilità P (A) di un evento A, si suppone che si
possa ripetere un esperimento un’infinità di volte, sotto le stesse condizioni. Dunque:

P (A) = lim
n→+∞

mn

n

dove n è il numero di ripetizioni dell’esperimento e mn è il numero di volte in cui accade
l’evento A durante tale esperimento; la probabilità è quindi vista come limite di frequenze
relative. Tale definizione, tuttavia, non si può applicare quando l’esperimento non può
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2 Capitolo 1. Introduzione al topic modeling e stato dell’arte

essere ripetuto, si pensi ad esempio ad un terremoto o al decesso di una persona malata.
In questi casi, è molto più ragionevole l’interpretazione soggettivista: la probabilità di un
evento è il grado di fiducia che si ha nel verificarsi di quell’evento. Nell’approccio bayesia-
no, le conoscenze a priori (prior beliefs) su un dato fenomeno sono tradotte formalmente
in una distribuzione di probabilità p, la prior ; l’obiettivo è aggiornare i prior beliefs sulla
base del campione osservato x, per ottenere dei posterior beliefs, che si quantificano di
nuovo in una distribuzione di probabilità px, la posterior. Il modello latent Dirichlet
allocation (LDA), introdotto da Blei et al., 2003, è un’estensione bayesiana del pLSI e
può essere considerato il topic model bayesiano di riferimento.

L’idea alla base del modello LDA è che il corpus sia caratterizzato da un insieme di
topic “latenti”, dove il topic è una distribuzione di probabilità sulle parole di un vocabo-
lario noto. Ogni documento nel corpus è rappresentato da una mistura su questo insieme
di topic; in altre parole, non si associa ogni documento ad un particolare topic, invece
tutti i topic sono presenti in tutti i documenti, in proporzioni differenti. Si assume che
vi siano K topic nel corpus, dove K è un numero fisso e noto. Il topic k è rappresentato
dalla variabile θk, un vettore che ha la stessa dimensione del vocabolario; la componente
θkw è dunque il peso della parola w del vocabolario nel topic k. Il vettore πj rappresenta
le proporzioni dei topic per il documento j, perciò ha dimensione K; la componente πjk
è dunque il peso del topic k nel documento j. Infine la variabile zji è l’etichetta del topic
a cui è stata assegnata la parola i nel documento j, indicata con xji. Sotto il modello
LDA, la generazione dei documenti di un corpus avviene come segue:

Algoritmo 1 Processo generativo per LDA
1: Scegliere K topic θk
2: Per ogni documento j scegliere le proporzioni dei topic πj
3: Per ogni parola i in ogni documento j scegliere l’etichetta del topic zji, con probabilità

date da πj
4: Infine estrarre la parola xji dalla distribuzione del topic zji.

Per processo generativo, nel gergo del Machine Learning, si intende la descrizione del
modello statistico. Le variabili θ,π, z sono dette latenti, mentre x sono osservate. Il
modello LDA è il seguente:

xji|zji,θzji
ind∼ Cat(θzji ,W ) j = 1, . . . , D, i = 1, . . . , nj

zji|πj
ind∼ Cat(πj ,K) j = 1, . . . , D, i = 1, . . . , nj

πj
iid∼ Dir(α) j = 1, . . . , D

θk
iid∼ Dir(λ) k = 1, . . . ,K

(1.1)
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dove D è il numero di documenti, nj è il numero di parole nel documento j, λ e α sono
gli iperparametri del modello; inoltre, πj è un vettore con K componenti, mentre θk è
un vettore con W componenti, dove W è il numero di parole distinte del vocabolario.
Con Cat(p, N) si è indicata la distribuzione discreta categoriale, con N categorie:

f(x = i|p) = pi, i ∈ {1, . . . , N}, p = (p1, . . . , pN ) :
N∑
i=1

pi = 1 (1.2)

mentre Dir(a1, . . . , ar−1, ar) rappresenta la distribuzione Dirichlet (r − 1)-dimensionale
con densità di probabilità data da:

f(x1, . . . , xr−1) =
Γ(a1 + · · ·+ ar)

Γ(a1) . . .Γ(ar)

r−1∏
i=1

xai−1
i (1−

r−1∑
i=1

xi)
ar−1 1Sr−1(x) (1.3)

sul simplesso Sr−1 = {(x1, . . . , xr−1) : xi ≥ 0, i = 1, . . . , r − 1,
∑r−1

i=1 xi ≤ 1}. Si osservi
che in (1.1) compaiono distribuzioni di Dirichlet simmetriche, cioè il parametro a =

(a1, . . . , ar−1, ar) è tale che a1 = · · · = ar−1 = ar = a. Il modello (1.1) corrisponde alla
seguente distribuzione congiunta sulle variabili latenti e osservate:

p(θ1:K ,π1:D, z1:D,x1:D) =

K∏
k=1

p(θk|λ)

D∏
j=1

p(πj |α)

nj∏
i=1

p(zji|πj)p(xji|zji,θzji). (1.4)

Si noti che, con abuso di notazione, si è indicata con la lettera x sia la variabile aleatoria
che la corrispondente osservazione. In modo equivalente si può rappresentare LDA grazie
ad un modello grafico (Figura 1.1) in cui risultano chiare le dipendenze tra le varie entità.

xji θkzjiπjα λ

Knj

D

Figura 1.1: Modello grafico per LDA.

1.2 Estensioni del modello LDA

Il modello LDA ha il vantaggio di essere semplice e quindi può essere incorporato in
modelli più complicati. Estensioni successive hanno cercato di rilassare le assunzioni del
modello, quando troppo restrittive per le applicazioni. Si osservi che la distribuzione
congiunta (1.4) è invariante per permutazioni degli indici dei documenti e delle parole
nei documenti. In altre parole, si sta assumendo l’ipotesi che l’ordine delle parole non
conti (“bag of words”), così come non conta l’ordine dei documenti nel corpus. La prima
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assunzione, benchè irrealistica, funziona bene nella pratica, mentre la seconda assunzione
non è accettabile in certe situazioni. Si pensi ad esempio ad archivi di documenti che
coprono decenni, in cui è verosimile che i topic cambino nel tempo. Un possibile approccio
è il dynamic topic model (Blei e Lafferty, 2006), un modello che rispetta l’ordine dei
documenti e che può tracciare i topic nel tempo.

Il progresso dei metodi bayesiani non-parametrici (BNP) ha prodotto topic models che
utilizzano prior bayesiane non-parametriche e permettono di rilassare la terza assunzione
del modello LDA, quella che vuole il numero di topic K noto e fisso.

Secondo l’approccio parametrico (sia classico che bayesiano), si suppone che la vero-
simiglianza f(x; θ) dei dati x appartenga ad una famiglia parametrica {f(x; θ) : θ ∈ Θ},
dove Θ è lo spazio parametrico e θ, oggetto dell’inferenza, è un parametro di dimensione fi-
nita. Nell’approccio non-parametrico, invece, si lascia libera la forma della verosimiglian-
za fx; in questo modo si acquista flessibilità, ma l’inferenza si complica notevolmente, in
quanto fx è un oggetto di dimensione infinita.

L’esempio più semplice di prior non-parametrica è il processo di Dirichlet (DP, Fer-
guson, 1973), mentre l’esempio più famoso di topic model bayesiano non-parametrico è
lo Hierarchical Dirichlet process (HDP) applicato a misture (HDPM), introdotto da Teh
et al., 2006b. Il Pitman-Yor process (PYP, Ishwaran e James, 2001) permette in più
di modellizzare un aspetto fondamentale dei linguaggi naturali, cioè la power law pro-
perty (Goldwater et al., 2006). Un’altra estensione non-parametrica applicata al topic
modeling sfrutta l’Indian Buffet Process (Archambeau et al., 2015).

Altre estensioni del modello LDA permettono di modellizzare i testi in modo più ricco.
Il correlated-topic model (Blei e Lafferty, 2007) tiene conto della correlazione tra i topic:
ad esempio, in un testo di geologia è più probabile che si parli anche di chimica piuttosto
che di moda. Lo spherical-topic model (Reisinger et al., 2010) permette alle parole di
essere “improbabili” nei topic, come la parola “chiave inglese” nel topic “animali”. Infine il
bursty topic model (Doyle e Elkan, 2009) fornisce un modello più realistico dell’occorrenza
delle parole: l’idea è che quando si incontra una certa parola in un testo, è verosimile che
compaia di nuovo poco più avanti.

Può essere utile tenere conto delle informazioni addizionali che accompagnano gene-
ralmente i documenti, come l’autore, il titolo e i riferimenti ad altri testi. In letteratura
si trova una moltitudine di lavori in cui i topic models sono stati adattati per incorporare
metadati. L’author-topic model (Rosen-Zvi et al., 2004) permette di fare inferenza sugli
autori di un insieme di testi, oltre che sui temi trattati. Può capitare che i documenti
in una collezione siano “connessi”, ad esempio gli articoli scientifici sono collegati da ci-
tazioni o le pagine Web da link ipertestuali. Sono stati ideati topic models che tengono
conto di queste connessioni mentre stimano i topic, un esempio è il relational topic model
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(Chang e Blei, 2010).

Il modello LDA appartiene alla classe di modelli mixed-membership per dati rag-
gruppati, in cui ogni gruppo, piuttosto che essere associato ad una singola componente,
mostra più componenti in proporzioni differenti. I modelli mixed-membership sono stati
adattati a molti tipi di dati: risultati di sondaggi, preferenze degli utenti, audio e musi-
ca, social network. Due aree in cui hanno avuto successo sono la genetica e la computer
vision.

1.3 Algoritmi per il topic modeling

Nei modelli LDA e HDPM, così come in ogni metodo bayesiano parametrico e non,
l’obiettivo è il calcolo della posterior, sulla quale si basa l’inferenza. Molto spesso la
posterior non è trattabile analiticamente. Una possibile soluzione per implementare
questo tipo di modelli sono i metodi Markov Chain Monte Carlo (MCMC, Paragrafo
3.1); l’idea è quella di simulare una catena markoviana la cui distribuzione stazionaria è
la posterior di interesse.

Nel capitolo successivo illustreremo nel dettaglio un modello non-parametrico in cui il
numero di topic K è aleatorio. Per sviluppare una versione BNP del modello LDA non è
sufficiente sostituire la distribuzione Dirichlet per le proporzioni dei topic nei documenti
con un processo di Dirichlet, ma è necessaria una prior più complessa. Si consideri
infatti la generazione di una parola in un dato documento. Secondo il modello LDA,
tale documento è governato da un modello mistura finito, perciò bisogna selezionare uno
dei K topic e, successivamente, estrarre la parola dal topic scelto. Questo processo si
ripete per ogni parola nel dato documento. Ogni documento nel corpus è governato
da un modello mistura finito, con le stesse componenti ma con proporzioni differenti.
Nell’approccio non-parametrico, questi modelli mistura devono essere messi in relazione,
per permettere agli stessi topic di comparire in documenti differenti. Vedremo in dettaglio
nel capitolo successivo la proposta di Teh et al., 2006b, che utilizza sul modello LDA una
prior non-parametrica gerarchica, lo Hierarchical Dirichlet process; in questo modo si
ottiene la condivisione dei topic nei documenti del corpus e non è necessario fissarne a
priori il numero. Nell’articolo (Teh et al., 2006b) viene definita la prior HDP assieme ad
algoritmi basati sugli schemi di campionamento Chinese Restaurant Franchise e Direct
Assignment ; questi schemi sono illustrati nei paragrafi 2.3.3 e 2.3.4. Da allora, è stato
sviluppato un gran numero di metodi inferenziali alternativi per la prior HDP. Questi si
possono suddividere in due classi: algoritmi di campionamento e metodi variazionali; il
costo computazionale, in entrambi i casi, è elevato, perciò si tenta di elaborare schemi
parallelizzabili.
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Per quanto concerne gli algoritmi di campionamento, Fox et al., 2008 approssimano
il processo di Dirichlet a livello più alto nella gerarchia con una distribuzione Dirichlet
simmetrica di ordine L. Benchè le iterazioni di questo metodo siano facilmente paralleliz-
zabili, l’approssimazione finita rovina la natura non-parametrica di HDP e non permette
al modello di crescere con la quantità di dati. Lo schema di parallelizzazione di William-
son et al., 2013 per DPMM è stato esteso anche per HDP. Tuttavia, Gal e Ghahramani,
2014 hanno mostrato che questo tipo di parallelizzazione non scala bene e rallenta la
convergenza. Newman et al., 2009 presentano uno schema parallelo che partiziona i dati
e li assegna ai diversi processori; ogni processore applica l’algoritmo sui propri dati in
modo indipendente. I processori sincronizzano periodicamente delle statistiche sufficienti
sui dati clusterizzati. Questo metodo produce ottimi risultati se valutato con tecniche di
cross-validazione, ma non ci sono garanzie che la distribuzione limite sia quella corret-
ta. L’algoritmo implementato in questa tesi è il Sub-Cluster HDP Sampler di Chang e
Fisher III, 2014; vedremo che è altamente parallelizzabile e non richiede nessun tipo di
approssimazione.

Riguardo i metodi variazionali, pur avvalendosi di un’inferenza approssimata, essi
sono particolarmente interessanti quando il dataset è consistente, perchè sono in genere
facili da parallelizzare; esempi di questi algoritmi si possono trovare in Bryant e Sudderth,
2012, Wang et al., 2011, Teh et al., 2007. In particolare, il Collapsed variational inference
for HDP (CV-HDP) proposto da Teh et al., 2007 verrà confrontato con il Sub-Cluster
HDP Sampler. Il CV-HDP generalizza la tecnica introdotta in Teh et al., 2006a per
il modello LDA (CV-LDA). È il primo metodo variazionale applicato alla prior HDP e
dunque, rispetto a CV-LDA, il numero di topic K non è fissato a priori; inoltre pone
delle prior appropriate sugli iperparametri del modello. Le uniche assunzioni sono che
ci sia indipendenza tra le variabili latenti dei topic (le z già introdotte in LDA) e tra
gli iperparametri e che esista un limite superiore finito sul numero di topic. L’idea
alla base del “collapsing” è che si possono marginalizzare i parametri dei topic dalla
distribuzione congiunta del modello e sostituirli con un insieme di variabili ausiliarie; c’è
evidenza sperimentale che questa tecnica comporta un’inferenza a posteriori più efficiente
ed accurata. Per maggiori dettagli su CV-LDA rimandiamo al paragrafo 2.4.

1.4 Prevedere eventi finanziari straordinari: Mercurio

L’attività di un investitore consiste nel leggere notizie e controllare indici per predire l’an-
damento dei mercati finanziari e scegliere investimenti profittevoli. Un bravo investitore
deve capire quali notizie sono importanti, perchè comunicano avvenimenti che scuotono
il mercato, sono detti eventi. Tra gli eventi, alcuni sono più rilevanti, in senso positivo
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o negativo, perchè rappresentano un cambiamento considerevole; eventi di questo gene-
re sono catastrofi. Un bravo investitore deve saper riconoscere i sintomi (segnali) che
anticipano una catastrofe, per poter giocare d’anticipo. Ad esempio, se succede spesso
che un’azienda rilasci un’intervista ad un giornale dichiarando che i profitti stanno au-
mentando e poi subisca poco tempo dopo un crollo delle quotazioni in borsa, ogni volta
che l’investitore leggerà un’intervista del genere si aspetterà un tracollo dei titoli di tale
azienda. In questo esempio, l’intervista è un segnale e il crollo una catastrofe. Nella
moltitudine di informazioni disponibili oggi sul Web, l’attività degli investitori diventa
sempre più difficile. Finanza ed economia sono inoltre due domini in cui, per condurre
un’analisi dati significativa, è necessario integrare dati eterogenei (testuali e numerici),
fortemente dipendenti dal tempo e provenienti da sorgenti differenti.

Il software Mercurio (Morlacchi Bonfanti e Marchesini, 2015) è un sistema integrato
modulare concepito per simulare l’attività degli investitori e aiutarli nel processo deci-
sionale. Con sistema integrato modulare si intende che Mercurio è composto da moduli
(librerie, package o script) integrati fra loro in un unico sistema. Mercurio raccoglie le
informazioni provenienti da sorgenti differenti e, dopo averle interpretate, è capace di
fare previsioni riguardanti eventi finanziari fuori dall’ordinario. Ciò è possibile grazie
all’analisi di indici di mercato, alla formalizzazione delle conoscenze di un esperto di
giornalismo finanziario e all’uso di tecniche di sequential pattern mining. Gli indici forni-
scono una visione oggettiva dell’andamento del mercato e sulle performance delle aziende.
L’esperto di dominio è in grado di leggere articoli da quotidiani finanziari e interpretarli,
soprattutto quando dietro una vicenda si cela un significato diverso da quello che si vuole
trasmettere. Infine, grazie al sequential pattern mining si possono trovare relazioni tra
eventi e sfruttarle per fare previsione.

La fase critica consiste nell’interpretazione degli articoli di giornale al fine di estrarre
gli eventi, cioè i segnali e le catastrofi. Sembra utile studiare questa collezione di articoli
nell’ottica del topic modeling, cioè con lo scopo di svelare una struttura tematica, in
quanto i topic potrebbero individuare degli eventi interessanti. Durante lo svolgimento
di questa tesi è nata quindi una collaborazione con il DEIB: il modello HDP-mixture e
l’algoritmo Sub-Cluster HDP Sampler sono stati applicati allo stesso dataset con cui è
stato testato il software Mercurio. Nel paragrafo 2.6 verrà illustrato Mercurio e come il
lavoro di questa tesi può essere d’aiuto per migliorare il sistema.
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Capitolo 2

Un modello per il topic modeling

L’obiettivo principale di questo capitolo è presentare il modello Hierarchical Dirichlet
Process mixture (HDPM, Teh et al., 2006b), un modello bayesiano non-parametrico at-
traverso cui si può trattare il problema del topic modeling. Il processo di Dirichlet è
alla base della prior Hierarchical Dirichlet Process. Con abuso di notazione, a volte si
indicherà con x sia una variabile aleatoria che l’osservazione corrispondente. Nel Para-
grafo 2.2 vengono richiamate definizione e proprietà del processo di Dirichlet, oltre a due
rappresentazioni e un’applicazione ai modelli mistura. Il Paragrafo 2.3 descrive lo Hie-
rarchical Dirichlet Process e presenta lo schema di campionamento (Direct Assignment)
su cui si basa l’algoritmo descritto nel Capitolo 3. Poichè in realtà il modello ha diverse
applicazioni, nei paragrafi successivi la trattazione è generale e solo alla fine vengono de-
clinate le varie entità nel contesto del topic modeling. Il Paragrafo 2.4 introduce la teoria
del Collapsed Variational inference for HDP di Teh et al., 2007, metodo variazionale che
verrà confrontato con l’algoritmo implementato per questa tesi. I metodi MCMC sono
una soluzione conveniente quando si ha a che fare con modello complicati, ma introdu-
cono delle difficoltà: ad esempio, la non-identificabilità delle componenti in un modello
mistura, quando si scelgono prior simmetriche. Questo problema, noto come label swit-
ching, rende inutilizzabili le medie ergodiche per l’inferenza a posteriori. Il Paragrafo 2.5
descrive una soluzione alternativa.

2.1 L’approccio bayesiano all’inferenza statistica

La statistica bayesiana si basa sul Teorema di Bayes. Sia θ un oggetto qualsiasi di
interesse (un parametro, un’ipotesi, un modello ect.), incognito ma aleatorio: il Teorema
di Bayes mostra come rivedere i prior beliefs su θ alla luce dei dati x, in modo da ottenere
dei posterior beliefs.

9
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Teorema 1 (Teorema di Bayes per eventi). Sia (Ω,F , P ) uno spazio di probabilità
e {H1, H2, . . . ,Hn} una partizione finita e misurabile di Ω, tale che P (Hi) > 0, i =

1, . . . , n. Allora, ∀E ∈ F tale che P (E) > 0:

P (Hk|E) =
P (E|Hk)P (Hk)

P (E)
=

P (E|Hk)P (Hk)∑n
i=1 P (E|Hi)P (Hi)

k = 1, . . . , n. (2.1)

Il teorema appena enunciato si può interpretare nel modo seguente. Siano H1, H2 due
ipotesi mutualmente esclusive (c’è vita su Marte, non c’è vita su Marte); le probabilità
P (H1), P (H2) quantificano le conoscenze a priori su queste due ipotesi. Si supponga ora
di entrare in possesso delle informazioni E (misurazioni effettuate sul pianeta Marte).
Grazie al Teorema di Bayes, si possono aggiornare le conoscenze a priori sulla base di E,
per ottenere P (H1|E), P (H2|E).

Siano ora x = (x1, . . . , xn) i dati osservati. Si consideri un modello dominato per la
distribuzione di x, cioè x ∼ f(x|θ), dove f è una densità rispetto ad una qualche misura
(ad esempio la misura di Lebesgue su Rn) e θ ∈ Θ ⊂ Rp; f(x|θ) è detta verosimiglianza.
Nell’approccio bayesiano θ è aleatorio, perciò è necessario assegnarvi una distribuzione a
priori θ ∼ p(·). L’obiettivo è calcolare la distribuzione a posteriori p(·|x).

Teorema 2 (Teorema di Bayes per modelli dominati). Sia x = (x1, . . . , xn)|θ ∼ f(x|θ),
dove f è una densità rispetto ad una misura λ(n) su Rn σ−finita e θ ∈ Θ ⊂ Rp. Sia
inoltre θ ∼ p, dove p è la distribuzione a priori. Allora la distribuzione a posteriori si
calcola come:

p(θ ∈ B|x) =

∫
B f(x|θ)p(dθ)∫
Θ f(x|θ)p(dθ)

∀B ∈ B(Θ) (2.2)

dove B(Θ) è la σ−algebra di Borel su Θ.

Se p(θ) è una densità, si può riscrivere la relazione precedente come:

p(θ|x) =
f(x|θ)p(θ)∫

Θ f(x|θ)p(θ)dθ
. (2.3)

Inoltre, se x1, . . . , xn|θ
iid∼ f(x|θ), si ha:

p(θ|x) =

∏n
i=1 f(xi|θ)p(θ)∫

Θ

∏n
i=1 f(xi|θ)p(θ)dθ

. (2.4)

Si osservi chem(x) =
∫

Θ

∏n
i=1 f(xi|θ)p(θ)dθ, la densità marginale dei dati, è una costante

rispetto a θ. Si può dunque affermare che:

p(θ|x) ∝ f(x|θ)p(θ)

da cui segue il mantra bayesiano: la posterior è proporzionale al prodotto della verosimi-
glianza e della prior. Il calcolo della posterior si semplifica quando la prior è coniugata
al modello:
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Definizione 1. Una famiglia di distribuzioni F su Θ si dice coniugata al modello se, per
ogni prior p(·) ∈ F , la corrispondente posterior p(·|θ) ∈ F .

Ciò è utile in particolare quando F è una famiglia parametrica, perchè la posterior si
ottiene semplicemente aggiornando i parametri della prior.
Il risultato dell’analisi bayesiana è dunque la distribuzione a posteriori p(x|θ): essa
quantifica l’incertezza su θ, condizionata all’aver osservato i dati x. Quando θ è un
parametro mono-dimensionale, è possibile disegnare la posterior; in generale, però, è più
utile riassumere p(x|θ) producendo una stima puntuale di θ. Un esempio è la media a
posteriori :

E[θ|x] =

∫
Θ
θ p(θ|x)dθ. (2.5)

Un altro possibile obiettivo dell’inferenza bayesiana è il calcolo delle predittive. Si con-
sideri un modello dominato per i dati x = (x1, . . . , xn), cioè x|θ ∼ f(x|θ) e θ ∼ p(θ),
θ ∈ Θ ⊂ Rp. Si vuol fare previsione su un nuovo dato xn+1 attraverso la densità condi-
zionale m(xn+1|x1, . . . , xn), detta densità predittiva. Quando x1, . . . , xn|θ

iid∼ f(xi|θ), si
può dimostrare facilmente che:

m(xn+1|x1, . . . , xn) =

∫
Θ
f(xn+1|θ) p(θ|x)dθ. (2.6)

Appare chiaro come, nell’inferenza bayesiana, si debba spesso integrare una quantità
rispetto ad una certa distribuzione. Nei casi fortunati questi integrali si possono calcolare
analiticamente, ma molto più spesso si deve ricorrere all’approssimazione numerica. È
questo lo spirito dei metodi Monte Carlo. Se θ1, . . . , θm sonom realizzazioni iid da p(θ|x),
con m grande, allora si può approssimare la media a posteriori come:

E[θ|x] ≈ 1

m

m∑
i=1

θi. (2.7)

Quando non si riescono ad ottenere realizzazioni iid dalla posterior si può optare per
un metodo Markov Chain Monte Carlo (MCMC): l’idea è quella di simulare una catena
markoviana la cui distribuzione limite è la posterior di interesse. Per maggiori dettagli
si veda il Paragrafo 3.1.

2.1.1 L’approccio bayesiano non-parametrico

Quando si pensa ad un modello bayesiano per i dati, nel caso più semplice si assume
che le osservazioni x1, . . . , xn, condizionatamente a θ, siano iid da Pθ. Il parametro θ è
aleatorio con distribuzione p(·), che riflette le conoscenze a priori su θ. La prior viene ag-
giornata osservando x1, . . . , xn e il meccanismo di aggiornamento è descritto dal Teorema
di Bayes: si ottiene la distribuzione a posteriori p(·|x1, . . . , xn), che riflette le conoscenze
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rivedute alla luce delle osservazioni. Tale approccio è di tipo parametrico, nel senso che
Pθ appartiene ad una famiglia parametrica P = {Pθ : θ ∈ Θ ⊂ Rp}; lo spazio Θ, detto
spazio parametrico, è di dimensione finita. In alcune situazioni, vincolare la population
distribution P ad appartenere ad una famiglia parametrica P può essere limitante; infat-
ti, rilassando l’ipotesi parametrica si fornisce maggiore flessibilità al modello. Si assume
che x1, . . . , xn|P

iid∼ P e che P sia aleatorio. Quindi, se le osservazioni sono a valori reali,
P (ω) appartiene allo spazio Π(R) di tutte le misure di probabilità su (R,B(R)). Anche
nel caso non-parametrico, l’approccio bayesiano richiede di fissare una prior p(·) sullo
spazio Π(R) e P ∼ p(·). Si dice che P è una misura di probabilità aleatoria. Sia dunque
X uno spazio metrico completo e separabile e B(X ) la σ−algebra di Borel su X . Sia
inoltre Π(X ) l’insieme di tutte le misure di probabilità su (X ,B(X )) e CΠ la σ−algebra
di Borel associata a Π(X ).

Definizione 2 (Misura di probabilità aleatoria). Sia (Ω,F ,P) uno spazio di probabilità.
Si dice che P : (Ω,F ,P) → (Π(X ), CΠ) è una misura di probabilità aleatoria (m.p.a) su
(X ,B(X )).

Quindi, per ogni A ∈ B(X ), P (A) è una variabile aleatoria a valori in [0, 1], P (X ) = 1

quasi certamente e P è numerabilmente additiva. In altre parole, P è un processo stoca-
stico le cui traiettorie ω → P (ω) sono misure di probabilità su X . È necessario dunque
trovare una prior maneggevole sullo spazio Π(R) di tutte le misure di probabilità su
(R,B(R)). Il processo di Dirichlet (DP) è una delle prior non-parametriche più utilizza-
te, sia in statistica bayesiana che nel machine learning. La popolarità del DP deriva dalle
sue numerose proprietà e possibili rappresentazioni, che verranno illustrate nel Paragra-
fo 2.2. Può essere impiegato in numerose applicazioni: validazione e selezione di modelli,
stima di densità, clustering con modelli mistura. Il DP è in grado di “coprire” lo spazio
Π(R): le estrazioni dal DP sono misure di probabilità discrete, ma si può dimostrare che
qualunque distribuzione su Π(R) può essere approssimata, con accuratezza arbitraria, da
successioni di estrazioni dal DP. L’uso del DP come base per prior più complesse è stata
inoltre incoraggiata dagli sviluppi nelle tecniche MCMC (si veda il Paragrafo 3.1).

2.2 Il processo di Dirichlet

La definizione originale del processo di Dirichlet (DP) è dovuta a Ferguson, 1973. Si
consideri una misura di probabilità G0 sullo spazio (R,B(R)) e un numero reale positivo
α.

Definizione 3 (Processo di Dirichlet). Si dice che una m.p.a G è distribuita come un
processo di Dirichlet con misura di probabilità di base G0 e parametro di massa α,
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G ∼ DP (α,G0) se:

(G(A1), . . . , G(Ar)) ∼ Dir(αG0(A1), . . . , αG0(Ar)) (2.8)

per ogni (A1, . . . , Ar) partizione finita e misurabile di Θ, dove Dir(a1, . . . , ar−1, ar)

rappresenta la distribuzione Dirichlet di ordine (r − 1) definita da (1.3).

Verificando i criteri di consistenza di Kolmogorov, Ferguson, 1973 dimostra l’esistenza
di una m.p.a. G tale che la distribuzione congiunta del vettore aleatorio (G(A1), . . . , G(Ar))

sia la distribuzione Dirichlet di ordine (r − 1). Una realizzazione di un processo di Di-
richlet è quasi certamente una misura di probabilità discreta, come verrà mostrato nel
Paragrafo 2.2.2.

2.2.1 Proprietà

Se G è una m.p.a. distribuita secondo un processo di Dirichlet, G ∼ DP (α,G0), allora
G(A) è una variabile aleatoria per ogni A ∈ B(R). Dalla Definizione 3 segue allora che
G(A) ∼ Beta(αG0(A), α(1−G0(A))). Quindi:

E[G(A)] = G0(A) Var[G(A)] =
G0(A)(1−G0(A))

α+ 1
. (2.9)

Si può dunque interpretare G0 come media a priori della misura aleatoria G, mentre α
controlla la variabilità delle realizzazioni attorno a G0. Il processo di Dirichlet è una
prior coniugata sotto estrazioni i.i.d., cioè se θ1, . . . , θn|G

iid∼ G e G ∼ DP (α,G0), allora:

G|θ1, . . . , θn ∼ DP (α+ n,
αG0 +

∑n
i=1 δθi

α+ n
) (2.10)

dove δθ indica la misura di probabilità concentrata in θ. La media a posteriori può essere
riscritta come:

E[G|θ1, . . . , θn] =
α

α+ n
G0 +

n

α+ n

n∑
i=1

δθi
n

; (2.11)

essa è dunque una combinazione lineare convessa della media a priori G0 e della funzione
di ripartizione empirica 1

n

∑n
i=1 δθi .

2.2.2 Costruzione stick-breaking

Misure di probabilità estratte da un processo di Dirichlet sono quasi certamente discrete
(Ferguson, 1973), anche nel caso in cui G0 sia continua. Questa proprietà appare chiara
grazie ad una definizione alternativa del processo di Dirichlet, dovuta a Sethuraman, 1994
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e nota come costruzione “stick-breaking”. Si considerino due successioni indipendenti di
variabili aleatorie (π

′
k)
∞
k=1 e (φk)

∞
k=1 tali che:

φk|G0
iid∼ G0 k = 1, 2, 3, . . . (2.12)

π
′
k|α

iid∼ Beta(1, α) k = 1, 2, 3, . . . (2.13)

Sia inoltre la successione (πk)
∞
k=1 definita come:

π1 = π
′
1

πk = π
′
k

k−1∏
l=1

(1− π′l) k = 2, 3, . . . (2.14)

Sethuraman, 1994 dimostra che la m.p.a G definita come:

G(·) =

∞∑
k=1

πkδφk(·) (2.15)

è un processo di Dirichlet, G ∼ DP (α,G0). È interessante osservare che la successione
π = (πk)

∞
k=1 definita precedentemente è tale che

∑∞
k=1 πk = 1 quasi certamente. Si può

quindi interpretare π come una distribuzione di probabilità sui numeri naturali; si scrive
π ∼ GEM(α) se π è definita dalle equazioni (2.13)-(2.14).

2.2.3 Chinese restaurant process

Siano θ1, . . . , θn|G
iid∼ G e G ∼ DP (α,G0); le variabili aleatorie θ1, . . . , θn sono condizio-

natamente indipendenti dato G e dunque scambiabili. La legge marginale del campione
θ1, . . . , θn viene identificata dalla successione delle distribuzioni predittive, cioè:

L(θ1, . . . , θn) = L(θ1)L(θ2|θ1)L(θ3|θ1, θ2) . . .L(θn|θ1, . . . , θn−1). (2.16)

Blackwell e MacQueen, 1973 mostrarono che tali distribuzioni predittive assumono la
forma:

θn|θ1, . . . , θn−1, α,G0 ∼
n−1∑
l=1

1

n− 1 + α
δθl +

α

n− 1 + α
G0. (2.17)

Per interpretare questa distribuzione predittiva, si può ricorrere allo schema dell’urna di
Polya. Ad ogni θn è associata una pallina colorata nell’urna. Le palline sono estratte con
uguale probabilità. Quando una pallina viene estratta, la si reinserisce nell’urna assieme
ad una pallina dello stesso colore; inoltre, con probabilità proporzionale ad α, θn viene
estratto da G0, il che equivale ad immettere nell’urna una pallina di un nuovo colore.
Poichè la m.p.a. G è quasi certamente discreta, vi saranno ripetizioni nel campione
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θ1, . . . , θn. Siano allora φ1, . . . , φk i valori distinti assunti nel campione e sia mk =

#{θn : θn = φk}; si può riscrivere la (2.17) come:

θn|θ1, . . . , θn−1, α,G0 ∼
Kn∑
k=1

mk

n− 1 + α
δφk +

α

n− 1 + α
G0. (2.18)

Questa espressione mostra che vi è un effetto di rinforzo: più una pallina di un certo
colore è stata estratta, più è probabile che verrà estratta in futuro. Le ripetizioni nel
campione θ1, . . . , θn inducono una partizione dell’insieme degli indici {1, 2, . . . , n} nei
cluster Sk = {i = 1, . . . , n : θi = φk}, k = 1, . . . ,Kn, dove Kn è il numero di valori
distinti. Si noti che Kn è aleatorio, visto che (θ1, . . . , θn) lo è. Siam = (m1, . . . ,mKn) la
dimensione dei clusters Sk, k = 1, . . . ,Kn. La coppia (Kn,m) identifica la realizzazione
della partizione aleatoria. La distribuzione p(Kn,m) su tutte le possibili partizioni di n
osservazioni in Kn gruppi ha la forma seguente:

p(Kn,m) =
Γ(α)

Γ(α+ n)
αKn

Kn∏
k=1

Γ(mk) Kn = 1, . . . , n

m1 + · · ·+mKn = n. (2.19)

Dalla (2.19) si può ottenere la distribuzione del numero di valori distinti Kn (Antoniak,
1974):

p(Kn) = |s(n,Kn)|n!αKn
Γ(α)

Γ(α+ n)
(2.20)

dove s(n,Kn) sono i numeri di Stirling di prima specie. Si può ricavare inoltre la media
a priori del numero di valori distinti:

E[Kn] =

n∑
i=1

α

α+ i− 1
≈ α log(

α+ n

α
). (2.21)

La costruzione di un campione da un DP può essere rappresentata anche tramite il Chi-
nese Restaurant Process (Aldous, 1985). In questa metafora vi è un ristorante cinese con
un numero di tavoli illimitato. Ogni θn corrisponde ad un cliente che entra nel ristorante,
mentre i valori distinti φk corrispondono ai tavoli ai quali si siedono i clienti. L’n-esimo
cliente può sedersi ad un tavolo φk già occupato, con probabilità proporzionale al nu-
mero mk di clienti già seduti a quel tavolo, oppure ad un nuovo tavolo, con probabilità
proporzionale ad α. Nel primo caso θn = φk, mentre nel secondo caso si incrementa Kn,
si estrae φKn ∼ G0 e si impone θn = φKn .

2.2.4 Il modello Dirichlet Process Mixture

L’uso più comune del DP è come prior non-parametrica sulle componenti di un modello
mistura. Sia x1, . . . , xn un campione i.i.d. da una distrizione incognita F ; un modello
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Dirichlet Process Mixture (DPM) su F assume che:

xi ∼ F (xi) =

∫
f(xi|θ)G(dθ) G ∼ DP (α,G0) (2.22)

dove f(xi|θ) è una distribuzione parametrica (detta kernel della mistura) e θ è un para-
metro di dimensione finita. Sfruttando la costruzione stick-breaking (2.12)-(2.14) di un
DP, il modello in (2.22) si può riscrivere come:

xi|(πk)∞k=1, (φk)
∞
k=1 ∼

∞∑
k=1

πk f(xi|φk)︸ ︷︷ ︸
F (xi)

. (2.23)

Il DPM è quindi una mistura discreta, con una infinità (numerabile) di componenti;
tuttavia, se ogni osservazione in un campione di dimensione finita n viene associata ad
una componente diversa della mistura, questa avrà n componenti. Si possono introdurre
delle variabili aleatorie latenti θ1, . . . , θn per ottenere una definizione gerarchica del DPM:

xi|θi
ind∼ f(xi|θi) i = 1, . . . , n

θi|G
iid∼ G i = 1, . . . , n

G ∼ DP (α,G0)

(2.24)

Si definisca ora l’insieme di variabili aleatorie (zi)
n
i=1 tali che zi indica la componente della

mistura a cui è associata l’osservazione xi; le zi assumono dunque valori interi positivi e
sono distribuite secondo π. Si ha così un’ulteriore rappresentazione del modello DPM:

xi|zi, (φk)∞k=1
ind∼ (xi|φzi) i = 1, . . . , n

zi|π
iid∼ π i = 1, . . . , n

φk|G0 ∼ G0 k = 1, 2, . . .

π|α ∼ GEM(α)

(2.25)

Inoltre G =
∑∞

k=1 πk δφk e θi = φzi . Il modello DPM induce quindi una partizione delle
n osservazioni in al più n gruppi, con α che controlla la media a priori del numero di
gruppi (equazione (2.21)): quando α → 0, il modello si riduce ad una mistura con una
singola componente in cui tutte le osservazioni sono i.i.d. da f(x|θ); quando α→∞, vi
è un cluster per ogni osservazione.

2.3 La prior Hierarchical Dirichlet Process

Nel seguito si suppone che le osservazioni siano organizzate in D gruppi. Per Hierar-
chical Dirichlet Process (HDP) si intende una distribuzione su un insieme di m.p.a. su
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(R,B(R)). Il processo definisce la distribuzione congiunta di (G1, . . . , GD), insieme di
m.p.a., dove Gj è associata al gruppo j e una m.p.a globale G0. La misura globale G0

è distribuita secondo un DP con parametro di massa γ e misura media H; le misure
Gj associate ai gruppi sono condizionatamente indipendenti data G0 e sono distribuite
secondo un DP con parametro di massa α e misura media G0:

Gj |α,G0
iid∼ DP (α,G0) j = 1, . . . , D

G0|γ,H ∼ DP (γ,H).
(2.26)

Gli iperparametri della prior HDP consistono nei parametri di concentrazione γ e α,
che sono numeri reali positivi. La misura G0 varia attorno alla sua media H con una
variabilità governata da γ; ogni misura Gj varia attorno a G0 con una variabilità che
dipende da α. È possibile rendere aleatori anche i parametri γ e α scegliendo distribuzioni
a priori opportune. È interessante osservare che la definizione della prior HDP è ricorsiva:
la misura media H può essere essa stessa un’estrazione da un DP e la gerarchia può essere
estesa a più livelli, come spiegato in Teh et al., 2006b.

2.3.1 Il modello Hierarchical Dirichlet Process Mixture

Come già osservato prima, questo modello è inteso per dati raggruppati, cioè identificati
da gruppi distinti. Tipicamente, si suppone che vi sia scambiabilità sia nel gruppo che
tra i gruppi di osservazioni. Più precisamente, se j è l’indice del gruppo, i l’indice
dell’osservazione nel gruppo e xji rappresenta l’osservazione i-esima nel j-esimo gruppo,
allora si assume che le osservazioni xj1, xj2, . . . sono scambiabili nel gruppo j; inoltre,
se xj = (xj1, xj2, . . . ) sono le osservazioni nel gruppo j, allora sono scambiabili anche
x1,x2, . . . . Si assume inoltre che ad ogni gruppo sia associato un modello mistura del
tipo (2.22) e che ogni osservazione sia generata in modo indipendente dalla mistura
associata al proprio gruppo. Sia allora θ̃ji il parametro che specifica la componente della
mistura nel gruppo j a cui è associata l’osservazione xji. Le variabili θ̃ji sono dette
fattori. Sia f(xji|θ̃ji) la distribuzione di xji dato θ̃ji e sia Gj la distribuzione a priori dei
fattori θ̃j = (θ̃j1, θ̃j2, . . . ) associati al gruppo j; si assume che i fattori nel gruppo j siano
condizionatamente indipendenti data Gj . Si ha perciò il seguente modello:

xji|θ̃ji
ind∼ f(xji|θ̃ji) j = 1, . . . , D i = 1, . . . , nj

θ̃ji|Gj
ind∼ Gj j = 1, . . . , D i = 1, . . . , nj . (2.27)

dove D è il numero di gruppi e nj è il numero di osservazioni nel gruppo j. In un
modello Hierarchical Dirichlet Process Mixture (HDPM), si pone una prior HDP sulle



18 Capitolo 2. Un modello per il topic modeling

distribuzioni a priori Gj :

xji|θ̃ji ∈ f(xji|θ̃ji) j = 1, . . . , D i = 1, . . . , nj

θ̃ji|Gj
ind∼ Gj j = 1, . . . , D i = 1, . . . , nj

Gj |α,G0
iid∼ DP (α,G0) j = 1, . . . , D

G0|γ,H ∼ DP (γ,H).

(2.28)

I fattori θ̃ji non sono in generale distinti. Come verrà mostrato nel paragrafo successivo,
per ogni j la misura Gj è quasi certamente discreta; i suoi punti di supporto hanno
distribuzione a priori H e rappresentano i valori distinti assunti dai fattori θ̃ji.

2.3.2 Costruzione stick-breaking

La misura globale G0 è un DP, quindi può essere espressa tramite la rappresentazione
stick-breaking:

G0 =

∞∑
k=1

βkδθk (2.29)

dove i θk|H
iid∼ H e β = (βk)

∞
k=1|γ ∼ GEM(γ). Anche per ogni Gj si può sfruttare la

costruzione stick-breaking, essendo un DP; inoltre, poichè G0 è una misura discreta che
ha supporto nei punti θ = (θk)

∞
k=1 ed è la misura media per ogni Gj , necessariamente

ogni Gj ha supporto negli stessi punti, dunque:

Gj =
∞∑
k=1

πjkδθk . (2.30)

Poichè le misure Gj sono condizionatamente indipendenti data G0, i pesi πj = (πjk)
∞
k=1

sono condizionatamente indipendenti dato β. Si può ricavare una relazione esplicita
tra i pesi πj specifici dei gruppi e i pesi globali β. Sia (A1, . . . , Ar) una partizione
misurabile dello spazio Θ e sia (K1, . . . ,Kr) tale che Kl = {k : θk ∈ Al}, l = 1, . . . , r una
partizione finita dei numeri naturali. Assumendo che H sia una misura continua, i θk
sono quasi certamente distinti, perciò ogni partizione (K1, . . . ,Kr) corrisponde ad una
qualche partizione (A1, . . . , Ar). Quindi, per ogni j si ha:

(Gj(A1), . . . , Gj(Ar)) ∼ Dir(αG0(A1), . . . , αG0(Ar)), (2.31)

cioè
(
∑
k∈K1

πjk, . . . ,
∑
k∈Kr

πjk) ∼ Dir(α
∑
k∈K1

βk, . . . , α
∑
k∈Kr

βk) (2.32)

per ogni partizione (K1, . . . ,Kr) dei numeri naturali. La costruzione stick-breaking per
un DP definisce le variabili βk in (2.29) come:

β
′
k ∼ Beta(1, γ) βk = β

′
k

k−1∏
l=1

(1− β′l). (2.33)
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È possibile interpretare β come una misura di probabilità sui numeri naturali. Ciò è vero
anche per i vettori πj , che sono condizionatamenti indipendenti dato (α,β). È lecito
allora affermare che πj ∼ DP (α, β), intendendo πj come m.p.a. avente supporto sui
numeri naturali; il secondo parametro β del DP, come appena osservato, è una misura
di probabilità sui numeri naturali. Sfruttando la (2.32), si può mostrare che la seguente
costruzione stick-breaking produce una m.p.a. πj ∼ DP (α, β):

π
′
jk ∼ Beta(αβk, α(1−

k∑
l=1

βl)) πjk = π
′
jk

k−1∏
l=1

(1− π′jl). (2.34)

Le relazioni (2.29)-(2.34) definiscono la costruzione stick-breaking per la prior HDP.
Dalla (2.32) si vede inoltre che la media a priori di βk è E[βk] = γ(k−1)(1 + γ)−k, cioè
decresce esponenzialmente in k. La media a priori di πj è la sua misura media β, quindi
E[πjk] = E[βk] = γ(k−1)(1 + γ)−k. Tuttavia, usando la legge della varianza totale:

Var[πjk] = E[Var[πjk|βk]]+Var[E[πjk|βk]] = E

[
βk(1− βk)

1 + α

]
+Var[βk] > Var[βk]. (2.35)

La varianza di πjk è maggiore di quella di βk, ciò si traduce nella natura più sparsa della
distribuzione πj rispetto a β.

2.3.3 Chinese restaurant franchise

Il Chinese restaurant franchise (CRF) è una metafora utile per descrivere le distribuzioni
predittive sotto la prior HDP; è analoga al Chinese restaurant process per il DP (Para-
grafo 2.2.3). Nella metafora del CRF vi è una catena di ristoranti con un menù condiviso.
Ad ogni tavolo, in ogni ristorante, viene ordinato un piatto del menù dal primo cliente che
si siede a quel tavolo; i clienti successivi che si siedono a quel tavolo condividono lo stesso
piatto. Il cliente i che entra nel ristorante j può sedersi ad un tavolo già occupato, con
probabilità proporzionale al numero di clienti seduti a quel tavolo, oppure ad un nuovo
tavolo. Se si siede ad un nuovo tavolo, deve decidere il piatto: il cliente può scegliere
un piatto che è già stato ordinato, con probabilità proporzionale al numero di tavoli che
già servono quel piatto, oppure un nuovo piatto. Si osservi che diversi tavoli nello stesso
ristorante o in diversi ristoranti possono servire lo stesso piatto; due clienti che stanno
mangiando lo stesso piatto, indipendentemente dal tavolo o dal ristorante, appartengono
allo stesso “cluster”. È utile richiamare la costruzione stick-breaking. Come già osservato,
la misura globale G0 può essere espressa come:

G0 =

∞∑
k=1

βkδθk (2.36)
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dove β ∼ GEM(γ) e θk
iid∼ H. Il menù globale dei piatti è rappresentato dalle v.a.

(θk)
∞
k=1. Per ogni ristorante j, Gj ∼ DP (α,G0), perciò:

Gj =
∞∑
t=1

π̃jtδφ̃t . (2.37)

Poichè G0 è la misura media di ogni Gj ed è discreta, il supporto di ogni Gj è contenuto
nel supporto di G0. In altre parole, ci sono dei valori ripetuti nell’insieme {φ̃1, φ̃2, . . . }
e ogni φ̃t deve essere uguale ad un valore nell’insieme {θ1, θ2, . . . }. È utile introdurre
allora la variabile κjt che assegna al t-esimo punto di supporto di Gj il k-esimo punto
di supporto globale. Il cliente i nel ristorante j si siede al tavolo τji; il tavolo t nel
ristorante j corrisponde al t-esimo punto di supporto di Gj . Al tavolo t nel ristorante j è
servito il piatto ψjt; la label del piatto assegnato al tavolo t nel ristorante j è κjt, dunque
ψjt = θκjt . Vale dunque che θ̃ji = ψjτji = θκjt È utile tenere traccia dei conteggi relativi
ai tavoli e ai clienti. In particolare, njtk è il numero di clienti nel ristorante j seduti al
tavolo t a cui è servito il piatto k, mentre mjk è il numero di tavoli a cui si serve il piatto
k nel ristorante j. I conteggi “aggregati” si indicano con i puntini: njt· è il numero di
clienti seduti al tavolo t nel ristorante j, nj·k è il numero di clienti nel ristorante j a cui è
servito il piatto k, mj· è il numero di tavoli nel ristorante j, m·k è il numero di tavoli che
servono il piatto k e infine m·· è il numero totale di tavoli occupati. I fattori θ̃ji, sotto la
prior HDP, sono condizionatamente indipendenti e distribuiti secondo Gj . Si consideri
la distribuzione condizionale di θ̃ji dati θ̃j1, . . . , θ̃ji−1 e G0, ottenuta integrando rispetto
a Gj . Analogamente alla (2.17), si ha:

θ̃ji|θ̃j1, . . . , θ̃ji−1, α,G0 ∼
mj·∑
t=1

njt·
i− 1 + α

δψjt +
α

i− 1 + α
G0. (2.38)

Questa distribuzione rappresenta una mistura; per estrarre θ̃ji bisogna pescare una com-
ponente con probabilità date dai corrispondenti pesi della mistura. Se si sceglie un
termine nella prima sommatoria, allora il cliente ji si siede ad un tavolo già occupato: si
impone θ̃ji = ψjt, τji = t per il t scelto e si incrementa njt·. Se viene scelto il secondo ter-
mine, allora il cliente si siede ad un nuovo tavolo: si incrementa mj·, si estrae ψjmj· ∼ G0

e si impone θ̃ji = ψjmj· e τji = mj·. Se il cliente siede ad un nuovo tavolo, deve sce-
gliere il piatto. Si consideri quindi la distribuzione condizionale della variabile ψjt date
ψ11, ψ12, . . . , ψ21, . . . , ψjt−1, γ e H, ottenuta marginalizzando rispetto a G0. Essendo G0

anch’essa un DP, si può di nuovo sfruttare la (2.17) per ricavare:

ψjt|ψ11, ψ12, . . . , ψ21, . . . , ψjt−1, γ,H ∼
K∑
k=1

m·k
m·· + γ

δφk +
γ

m·· + γ
H (2.39)
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dove K rappresenta il numero di piatti che sono stati ordinati dal menù. Di nuovo,
questa espressione rappresenta una mistura. Per estrarre ψjt si può scegliere un termine
nella sommatoria: in tal caso si impone ψjt = θk e κji = k per il k scelto; oppure si può
scegliere il secondo termine: in tal caso si incrementa K, si estrae θK ∼ H e si impone
ψjt = θK e κji = K. In conclusione, il modello “generativo” per un CRF è il seguente:

xji|τji, κjτji , θκjτji ∼ f(xji|θκjτji ) j = 1, . . . , D i = 1, . . . , nj

τji|π̃j ∼ Cat(π̃j) j = 1, . . . , D i = 1, . . . , nj

π̃j ∼ GEM(α) j = 1, . . . , D

θk ∼ H k = 1, 2, . . .

κjt|β ∼ Cat(β) j = 1, . . . , D t = 1, 2, . . .

β ∼ GEM(γ).

(2.40)

Si noti che è possibile costruire un algoritmo MCMC (si veda il Paragrafo 3.1) per il
modello (2.40) ricavando le full-conditionals. Si omettono i dettagli, in quanto la pro-
cedura di inferenza a posteriori dello schema Direct Assignment è molto più agevole e
verrà illustrata nel seguito.

La prior HDP, così come la prior DP, induce un clustering delle osservazioni; la
metafora del CRF è utile per dedurre come varia l’attesa a priori del numero di cluster al
variare dei parametri e della numerosità delle osservazioni. In un DP, il numero di cluster
cresce in modo logaritmico al crescere del numero di osservazioni (Antoniak, 1974). Vale
quindi che mj· ∈ O(α log(

nj··
α )), dove mj· e n·· sono, rispettivamente, il numero di tavoli

e il numero totale di clienti nel ristorante j. Poichè G0 è un DP, si ha che:

K ∈ O

γ log(
∑
j

mj·
γ

)

 = O

γ log(
α

γ

∑
j

log(
n··
α

))

 . (2.41)

Se si assume che ci sono D gruppi e che i gruppi hanno più o meno la stessa numerosità,
n·· ∈ O(N), si ha che:

K ∈ O
(
γ log(

α

γ
)D log(

N

α
)

)
= O

(
γ log(

α

γ
) + γ log(D) + γ log(log(

N

α
))

)
. (2.42)

La prior HDP esprime dunque un’opinione a priori che il numero di cluster cresca molto
lentamente con la dimensione dei gruppi. Il modello grafico per il CFR si può trovare in
Figura 2.1.
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Figura 2.1: Modello grafico per CRF.

2.3.4 Direct Assignment

La notazione del CRF è complicata dal fatto che vi sono ripetizioni nel supporto delle
misure Gj . È possibile rappresentare HDP in un modo più semplice, attraverso lo sche-
ma del Direct Assignment (DA). L’idea principale di tale rappresentazione è quella di
“aggregare” i punti di supporto coincidenti. Ai punti di supporto aggregati si associano
i pesi seguenti:

πjt =

mj·∑
t=1

π̃jt1[κjt = k]. (2.43)

Come mostrato nel Paragrafo 2.3.2, si ha che πj ∼ DP (α, β). Nello schema del CRF,
al cliente i nel ristorante j è associato prima un tavolo, poi viene associato il piatto al
tavolo. Nel DA, invece, viene associato direttamente il piatto (cioè il cluster) tramite la
variabile zji; zji è dunque la label del piatto servito al cliente ji, quindi è il cluster a cui
è assegnata l’osservazione xji. Ne deriva il modello seguente:

xji|zji, (θk)∞k=1 ∼ fx(θzji) j = 1, . . . , D i = 1, . . . , nj

zji|πj
ind∼ Cat(πj) j = 1, . . . , D i = 1, . . . , nj

πj |α,β
iid∼ DP (α,β) j = 1, . . . , D

θk|H
iid∼ H k = 1, 2, . . .

β ∼ GEM(γ).

(2.44)

Il modello grafico per il DA si può trovare in Figura 2.2.
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Figura 2.2: Modello grafico per DA.
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Nel contesto del topic modeling, le quantità dello schema precedente hanno un’immediata
interpretazione. Vi sono D documenti nel corpus, il documento j ha nj parole. L’os-
servazione xji è la parola i nel documento j, mentre zji è un’etichetta che rappresenta
l’assegnazione di xji al topic, dove i topic condivisi nel corpus sono le variabili θk. I pesi
dei topic nel documento j si rappresentano con il vettore πj , infine il vettore β gioca il
ruolo dei pesi dei topic nel corpus.

2.4 Collapsed variational inference for HDP

Il modello utilizzato in Teh et al., 2007 è lo stesso di Teh et al., 2006b, ma è stato
introdotto in maniera lievemente diversa, perciò lo si riporta per chiarezza; si mantiene
però la notazione consistente con quella usata finora. Siano xji la parola i nel documento
j e zji il topic assegnato a xji, πj la distribuzione dei topic nel documento j e θk la
distribuzione delle parole nel topic k. Si ha:

xji|zji,θzji ∼ Cat(θzji) j = 1, . . . , D i = 1, . . . , nj (2.45)

zji|πj
ind∼ Cat(πj) j = 1, . . . , D i = 1, . . . , nj . (2.46)

Sui parametri dei topic πj e θk si pongono delle prior Dirichlet:

πj |α,β
iid∼ Dir(αβ) j = 1, . . . , D (2.47)

θk|ω, τ
iid∼ Dir(ωτ ) k = 1, . . . ,K (2.48)

dove β è la distribuzione media dei topic nel corpus, τ è la distribuzione media delle
parole nel corpus, mentre α e ω sono parametri di concentrazione che descrivono quanto
πj e θk sono vicini alla loro media a priori, rispettivamente β e τ . La prior HDP prevede
un’infinità numerabile di topic, perciò β e πj sono vettori di dimensione infinita. Si può
sfruttare la rappresentazione stick-breaking per β:

βk = β̃k

k−1∏
l=1

(1− β̃l) β̃k
iid∼ Beta(1, γ) k = 1, 2, . . . (2.49)

oppure, in modo equivalente, nella notazione del DP si ha cheGj |α,G0
iid∼ DP (α,G0), j =

1, . . . , D e G0|γ, ω, τ ∼ DP (γ,Dir(ωτ )). Si possono rendere gli iperparametri del
modello aleatori, con distribuzione a priori:

α ∼ Gamma(aα, bα) γ ∼ Gamma(aγ , bγ) ω ∼ Gamma(aω, bω) τ ∼ Dir(aτ ).

(2.50)
Il modello grafico è mostrato in Figura 2.3.
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Figura 2.3: Modello grafico per HDP.

Si osservi che in Teh et al., 2006b, il parametro della distribuzione Dirichlet da cui
vengono estratti i topic è fisso ed è pari a λ = ωτ .

2.4.1 Inferenza

Al fine di rendere accurata l’inferenza, si sostituiscono i parametri dei topic θk e πj con
delle variabili ausiliarie. Per prima cosa si integra la distribuzione congiunta del modello
rispetto ai parametri θk e πj , ottenendo la seguente distribuzione congiunta sulle variabili
latenti z = {zji} e osservate x = {xji}:

p(z,x|α, γ,β, ω, τ ) =

D∏
j=1

Γ(α)

Γ(α+ nj··)

K∏
k=1

Γ(αβk + njk·)

Γ(αβk)

K∏
k=1

Γ(ω)

Γ(ω + n·k·)

W∏
w=1

Γ(ωτw + n·kw)

Γ(ωτw)
(2.51)

dove njkw = #{i : xji = w, zji = k}, · indica la somma su quell’indice e K è tale
che zji ≤ K, ∀i, j. A questo punto si introducono quattro insiemi di variabili ausiliarie:
η = {ηj}, ξ = {ξk} che assumono valori nell’intervallo [0, 1] e s = {sjk}, t = {tkw}
variabili intere. Sul sistema così aumentato vale la seguente distribuzione congiunta:

p(z,x|•) =

D∏
j=1

ηα−1
j (1− ηj)(nj··−1)

∏K
k=1|s(njk·, sjk)|(αβk)sjk

Γ(nj··)

K∏
k=1

ξω−1
k (1− ξk)(n·k·−1)

∏W
w=1|s(n·kw, tkw)|(ωτw)tkw

Γ(n.k.)
(2.52)

dove • = {α, γ,β, ω, τ} e s(n,m) sono i numeri di Stirling di prima specie. Si può
verificare che marginalizzando la (2.52) rispetto a η, ξ, s e t si ottiene la (2.51). Condi-
zionatamente a z e x, le variabili ausiliarie sono indipendenti e hanno distribuzione nota.
Il sistema aumentato con variabili ausiliarie si può trovare in Figura 2.4.
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Figura 2.4: Sistema aumentato con variabili ausiliarie.

2.4.2 Approssimazione variazionale

Si assume la seguente forma per la distribuzione a posteriori variazionale sul sistema
aumentato con le variabili ausiliarie:

q(z,η, ξ, s, t, α, γ,β, ω, τ ) = q(α)q(γ)q(β)q(ω)q(τ )q(η, ξ, s, t|z)

D∏
j=1

nj··∏
i=1

q(zji). (2.53)

Le variabili ausiliarie sono condizionatamente indipendenti dato z, perciò la q(η, ξ, s, t|z)

si fattorizza ulteriormente, così come la q(β), essendo i β̃k indipendenti. Per rendere trat-
tabile la computazione, si tronca la rappresentazione a posteriori a K topic, si suppone
cioè che ∃K t.c. q(zji > K) = 0 ∀j, i. Nella pratica, ciò significa fissare una soglia (ele-
vata) di K topic, l’algoritmo si preoccupa di rimuovere quelli superflui. Per l’espressione
del bound variazionale sulla marginale dei dati si veda l’Appendice A di Teh et al., 2007,
mentre le equazioni di aggiornamento per le variabili del sistema si possono trovare nella
Section 3.3 di Teh et al., 2007.

2.5 Least-square clustering

I modelli mistura sono uno strumento molto utile per modellizzare dati eterogenei e per
approssimare distribuzioni non-standard. In un modello mistura finito con K componen-
ti, dove K è noto, si assume che i dati xi, i = 1, . . . , n siano indipendenti e abbiano la
seguente distribuzione:

p(xi|π,θ1, . . . ,θK) =

K∑
k=1

πkf(xi|θk) i = 1, . . . , n (2.54)

dove π = {πk}Kk=1,
∑K

k=1 πk = 1, πk ≥ 0 k = 1, . . . ,K. È utile introdurre delle variabili
latenti z = {zi}ni=1, tali che zi sia la componente dalla quale viene generata l’osservazione
xi. In tal caso p(xi|zi,θ1, . . . ,θK) = f(xi|θzi) e zi ∼ Cat(π,K). Il modello (2.54) riesce
ad approssimare un’ampia classe di funzioni e distribuzioni non-standard se si permette
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a K di tendere all’infinito. Quando invece (2.54) è usato per dati eterogenei, le variabili
latenti z inducono una partizione dei dati in K cluster e quindi si può interpretare K
come il numero di cluster nel campione, πk come il peso del cluster k e f(x|θk) è una
distribuzione parametrica che descrive il cluster k. L’approcio bayesiano, anche per i mo-
delli mistura, prevede di trovare la distribuzione a posteriori per i parametri del modello
e quindi di calcolare delle statistiche riassuntive delle quantità specifiche alle componenti
della mistura; tali statistiche sono approssimate dalle medie ergodiche. Si osservi che
la verosimiglianza (2.54) è invariante alle permutazioni dei K indici e che sono possibili
K! permutazioni. Se si impongono delle prior simmetriche sui parametri del modello,
la posterior eredita l’invarianza della verosimiglianza. Qualunque algoritmo MCMC si
scelga, ad ogni iterazione succede che le etichette con cui vengono identificati le compo-
nenti si scambiano: ad esempio, la componente 1 all’iterazione it potrebbe diventare la
componente K all’iterazione it + 1. Il problema della non-identificabilità delle compo-
nenti nei modelli mistura è nota come label switching. Come conseguenza, sull’output
dell’algoritmo MCMC scelto non si possono calcolare le medie ergodiche delle quantità
specifiche delle componenti. Paradossalmente, si è osservato che il label switching è una
condizione necessaria alla convergenza; a tal proposito, si veda ad esempio Celeux et al.,
2000. Sono state proposte diverse soluzioni al label switching, come gli artificial con-
straints, gli algoritmi di relabelling o le label invariant loss functions. Per una review su
queste tecniche si veda Jasra et al., 2005.

Il label switching rende impossibile anche calcolare una partizione (o clustering) me-
dia dei dati. Un approccio alternativo è individuare la partizione ottima secondo un
criterio opportuno. In Dahl, 2006 viene descritta una procedura di clustering per dati
microarray gene expression basata sul modello DPM; per implementare il modello si ri-
corre ad un algoritmo MCMC. Ogni iterazione dell’algoritmo produce un clustering dei
dati. È difficile produrre una stima puntuale del “vero” clustering basandosi sulle migliaia
di clustering osservati. Una soluzione è selezionare il clustering dei dati con probabilità
a posteriori massima; questo approccio è detto MAP, ossia Maximum A Posteriori. Il
clustering MAP, tuttavia, potrebbe essere appena più verosimile del miglior clustering
successivo, eppure rappresentare una configurazione di dati totalmente differente. Nem-
meno il clustering osservato più spesso, ossia la moda della distribuzione a posteriori sulle
partizioni dei dati, è uno stimatore sensato: vengono visitate migliaia di configurazioni
durante la simulazione, perciò la moda potrebbe corrispondere ad un clustering osservato
appena 3 volte. Dahl, 2006 propone invece di selezionare il miglior clustering, tra quelli
osservati, secondo il criterio dei minimi quadrati; per questo motivo è detto least-square
clustering. Siano c1, . . . , cT i clustering osservati, dove T è il numero di iterazioni dell’al-
goritmo MCMC. Per ogni c ∈ {c1, . . . , cT } si costruisce la matrice di associazione δ(c); è
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una matrice N×N , dove N è il numero di dati, il cui elemento (i, j) è tale che δi,j(c) = 1

se il dato i è nello stesso cluster del dato j, δi,j(c) = 0 altrimenti. Si mediano le matrici di
associazione elemento per elemento e si ottiene la matrice π̂ delle pairwise probabilities:
π̂i,j = 1

T

∑T
it=1 δi,j(c

(it)) è una stima della probabilità a posteriori che il dato i stia nello
stesso cluster del dato j. A questo punto, il least-square clustering cLS è il clustering c
che minimizza la somma degli scarti quadratici della corrispondente matrice δ(c) dalla
matrice π̂:

cLS := arg min
c∈{c1,...,cT }

N∑
i=1

N∑
j=1

(δij(c)− π̂ij)2. (2.55)

Questo approccio ha il vantaggio di sfruttare l’informazione apportata da tutti i clustering
osservati, tramite la matrice π̂.

2.6 Mercurio

L’obiettivo di un bravo investitore è capire l’andamento dei mercati finanziari e quindi fare
investimenti profittevoli. Mercurio (Morlacchi Bonfanti e Marchesini, 2015) è un software
sviluppato per aiutare gli investitori nella loro attività e quindi aiutarli nel processo
decisionale. Il compito di Mercurio è sondare la moltitudine di dati finanziari presenti sul
Web e identificare avvenimenti importanti (eventi). Alcuni eventi sono particolarmente
rilevanti, perchè scuotono il mercato, come ad esempio una fusione tra compagnie o una
variazione nelle quotazioni in borsa; sono chiamati catastrofi. In genere, una catastrofe
è anticipata da dei sintomi (segnali): ad esempio, può accadere che un’azienda rilasci
un’intervista affermando che i profitti stanno aumentando e appena dopo succeda che ci
sia un crollo nelle quotazioni dell’azienda stessa; se l’investitore se ne accorge, da quel
momento in poi il fatto che l’azienda dichiari che le cose stanno andando bene è un segnale
che presto accadrà una catastrofe. Mercurio deve integrare informazioni provenienti da
sorgenti differenti, interpretarle e fornire una modello per prevedere eventi finanziari
straordinari. Il software è composto dai seguenti moduli, integrati in un unico sistema:

• data acquisition

• data cleaning and text processing

• event recognition

• event prediction

Gli articoli di giornali finanziari sono estratti da sorgenti Web, strutturati e poi archi-
viati in un database relazionale; il contenuto viene poi pulito e processato, come verrà
brevemente illustrato nel Paragrafo 5.4.1. Nella fase di riconoscimento degli eventi, sia
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segnali che catastrofi, si possono seguire tre approcci: semantico, automatico o ibrido;
nel seguito verrà descritto il primo approccio, quello che utilizza le regole semantiche.
L’output di questa fase è una sequenza di eventi a cui è associato un timestamp, che
corrisponde alla data di pubblicazione dell’articolo nel quale l’evento è stato trovato.
Basandosi su questa sequenza, Mercurio usa delle tecniche di sequential pattern mining
per trovare pattern temporali ricorrenti nei dati in input, che poi sono usati per predire
catastrofi future. Un pattern temporale è una successione di eventi che accadono in una
sequenza precisa ed entro un certo intervallo di tempo: ad esempio, l’azienda X rilascia
in un’intervista il giorno t dichiarando un aumento del profitto, il giorno t + 5 rilascia
una seconda intervista rassicurando gli azionisti, il giorno t + 10 i titoli dell’azienda X
crollano in borsa. In questa fase si utilizza AIDA, un software implementato in Java.
L’output di Mercurio è un insieme di allerte: ad esempio, “con una probabilità del P%

la compagnia X subirà la catastrofe C entro un tempo t”.

2.6.1 Riconoscimento degli eventi: approccio semantico

Le regole semantiche formalizzano le conoscenze dell’esperto di giornalismo finanziario.
Una regola semantica definisce una relazione tra parole chiave e un evento: ad esempio,
le parole “indagine”, “processo” e “sentenza” possono indicare un’azione penale nei con-
fronti di un’azienda. Ad un articolo che contiene espressioni definite in una regola viene
assegnata un’etichetta, che segnala l’evento corrispondente alla regola stessa; ad ogni
articolo può essere assegnata nessuna, una o più etichette. Le regole semantiche riescono
a catturare aspetti che vanno al di là del significato letterale: non è un buon segno, ad
esempio, che un’azienda rilasci un’intervista comunicando il profitto lordo, quantità che
non rivela il vero guadagno dell’azienda e che quindi può nascondere un trend negativo.
Il modulo che si occupa del riconoscimento degli eventi utilizza la libreria NLTK (Natural
Language Toolkit), implementata in Python; anche le regole consistono in script Python
applicate al database nel quale sono archiviati gli articoli.

Il lavoro di questa tesi si inserisce nella fase di riconoscimento degli eventi. Grazie al-
l’analisi a posteriori sull’output dell’algoritmo, si possono stimare i topic condivisi in una
collezione di documenti, qui articoli presi da quotidiani finanziari. Una possibile rappre-
sentazione consiste nell’evidenziare le parole del vocabolario che meglio caratterizzano i
topic: si creano dunque insiemi di parole chiave per ogni topic. Questa rappresentazione
può essere utilizzata per creare nuove regole semantiche o per migliorare quelle esistenti.
A posteriori si ottiene anche la stima della distribuzione dei topic in ogni articolo. Ad
ogni topic k si può così associare un’insieme di documenti, quelli in cui il topic k ha un
peso superiore ad una soglia fissata. Si può utilizzare allora l’output dell’algoritmo come
classificatore, per individuare anche quei documenti sfuggiti alle regole semantiche.



Capitolo 3

Algoritmo: Sub-Cluster HDP
sampler

In questo capitolo si presenta l’algoritmo scelto per fare inferenza sul modello HDP-
Mixture di Teh et al., 2006b descritto in (2.28). L’algoritmo utilizzato è il Sub-Cluster
HDP sampler proposto da Chang e Fisher III, 2014; si basa sulla rappresentazione Di-
rect Assignment (DA) del modello (2.28), di cui si è discusso nel Paragrafo 2.3.4. Nei
Paragrafi 3.3 e 3.4 sono descritti in dettaglio i metodi di campionamento e i passi dell’algo-
ritmo. Il Paragrafo 3.5 illustra gli aggiornamenti degli iperparametri durante l’esecuzione
dell’algoritmo.

3.1 Algoritmi di campionamento

In questo paragrafo saranno forniti alcuni dettagli sugli algoritmi Markov Chain Monte
Carlo (MCMC). Sono metodi utilizzati per campionare da una target distribution d’in-
teresse quando la sua forma analitica non è nota. Per maggiori dettagli si consiglia di
consultare Roberts, Rosenthal et al., 2004.

3.1.1 Notazione sulle catene markoviane con spazio degli stati generale

L’obiettivo degli algoritmi MCMC è costruire e simulare una catena di Markov (MC) la
cui distribuzione limite (o stazionaria) è la posterior cercata, la target distribution. Sia
Xn, n = 0, 1, 2, . . . lo stato della MC all’iterazione n e sia E ⊂ Rp per qualche p, lo spazio
degli stati, cioè l’insieme dei valori X che la MC può visitare durante le simulazioni. Sia
{Xn}n≥0 una successione di variabili aleatorie a valori in E tale che:

P (Xn+1 ∈ A|X0 = x0, . . . , Xn = xn) = P (Xn+1 ∈ A|Xn = xn)

∀A ∈ B(E) ∀x0, x1, . . . , xn ∈ E
(3.1)

29
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dove B(E) è la σ−algebra di Borel su E. L’equazione (3.1) definisce la probabilità di
transizione, ovvero la probabilità che al passo n+1 la MC “salti” dallo stato xn nell’insieme
A, dato lo stato xn in cui si trova la MC all’iterazione n. In altre parole, la MC evolve
in base ad una probabilità di transizione. Si introduce anche il concetto di distribuzione
invariante o stazionaria:

Definizione 4 (Distribuzione stazionaria). Una probabilità π su E si dice distribuzione
stazionaria (o invariante) per una MC {Xn}n≥0 se∫

E
P (x,A)π(dx) = π(A) ∀A ∈ B(E) (3.2)

dove P (x,A) è la probabilità di saltare dallo stato x nell’insieme A. In sintesi si può
scrivere πP = π.

Gli algoritmi MCMC permettono di simulare una MC la cui distribuzione stazionaria
π è approssimativamente la posterior π(x|dati) di interesse. A questo scopo, si deve ga-
rantire che la distribuzione stazionaria sia unica e che sia soddisfatto il Teorema ergodico.
Quello che si chiede è che la catena di Markov soddisfi l’Harris-ricorrenza. Prima di in-
trodurre il concetto di Harris-ricorrenza, bisogna introdurre il concetto di irriducibilità.
Quando lo spazio degli stati è numerabile, irriducibilità significa che la catena raggiunge,
con probabilità positiva, qualsiasi stato i partendo da un qualsiasi stato j in un nume-
ro finito di passi. Poichè qui lo spazio degli stati è generale, è necessario introdurre la
φ-irriducibilità:

Definizione 5 (φ-irriducibilià). Sia φ una misura di probabilità su E. Una MC {Xn}n≥0

si dice φ-irriducibile se ∀A ∈ B(E) tale che φ(A) > 0 ∃n = n(x,A) ≥ 1 con P (Xn ∈
A|X0 = x) > 0 ∀x ∈ E. Inoltre se φ è misura di probabilità allora φ si chiama
distribuzione di irriducibilità.

Se la MC è irriducibile esistono molte distribuzioni che permettono di selezionare
insieme interessanti (ovvero con misura non nulla), ma ne esiste una rispetto alla quale
tutte le altre sono assolutamente continue: si indica con ψ∗ ed è chiamata distribuzione di
irriducibilità massimale. L’irriducibilità comporta che tutti gli insiemi interessanti pos-
sono essere raggiunti con probabilità positiva in un numero finito di passi. La ricorrenza
significa che questi insiemi possono essere visitati infinite volte (i.o.) da quasi ogni punto
iniziale.

Definizione 6 (Harris-ricorrenza). Sia {Xn}n≥0 una MC irriducibile con distribuzione
di irriducibilità massimale ψ. Allora {Xn}n≥0 è Harris-ricorrente se ∀A ∈ B(E) con
ψ(A) > 0 si ha che:

Px(Xn ∈ A i.o.) = 1 ∀x ∈ E.
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L’Harris-ricorrenza è una condizione più forte della ricorrenza poichè la catena ha
probabilità 1 di visitare infinite volte gli stati interessanti qualsiasi sia lo stato iniziale.

Teorema 3 (Teorema ergodico con Harris-ricorrenza). Sia {Xn}n≥0 una MC irriducibile
e Harris-ricorrente con distribuzione invariante π. Sia h : E → R tale che Eπ|h| =∫
E |h(x)|π(dx) < +∞. Allora:

Px

(
1

n+ 1

n∑
i=0

h(Xi)
n→∞−−−→

∫
E
h(y)π(y)dy

)
= 1 ∀x ∈ E.

Gli algoritmi MCMC costruiscono, data una distribuzione di probabilità π(·) (target
distribution) su uno spazio degli stati E, una MC su E tale che π(·) sia distribuzione
stazionaria della catena. Una condizione importante, che le catene di Markov costruite
da algoritmi MCMC devono rispettare, è la reversibilità:

Definizione 7 (Condizione di reversibilità). Sia {Xn}n≥0 una MC con spazio degli stati
E e matrice di transizione P . Se π è una probabilità su E tale che:

π∗(dx)P (x, dy) = π∗(dy)P (y, dx) ∀x, y ∈ E (3.3)

allora la MC è reversibile rispetto a π. Se π e P ammettono rispettivamente densità π e
p, allora:

π(x)p(x, y) = π(y)p(y, x) ∀x, y ∈ E. (3.4)

Una conseguenza importante della reversibilità è la seguente:

Proposizione 1. Se la catena di Markov è reversibile rispetto a π(·), allora π(·) è
distribuzione stazionara per la catena.

Nel seguito sono introdotti i due algoritmi MCMC utilizzati nell’algoritmo Sub-
Cluster HDP sampler, che verrà descritto nel Paragrafo 3.2.

3.1.2 Algoritmo di Metropolis-Hastings

Si supponga che π(·) sia una target distribution su E e che π(·) ammetta densità π(x)

rispetto ad una misura µ(·) su E. Sia Q(x, dy) = q(x, y)µ(dy) una probabilità di tran-
sizione, dove con q(x, y) si indica la proposal density. Detta α(x, y) la probabilità di
accettazione della transizione x → y, che verrà definita nel seguito, la MC evolve come
segue:

• si supponga che al passo n la MC si trovi in x: Xn = x;

• si propone Y ∼ q(x; ·) e si ottiene il candidato Y = y, ovvero si sta proponendo la
transizione Xn = x→ Xn+1 = y;
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• sia U ∼ U(0, 1) e U = u: se u ≤ α(x, y), allora si accetta il candidato y e Xn+1 = y,
altrimenti si rifiuta e Xn+1 = x.

Si definisca:

p(x, y) :=

q(x, y)α(x, y) se x 6= y

0 se x = y
(3.5)

La matrice di transizione si può esprimere quindi come:

P (x, dy) = p(x, y)µ(dy) + r(x)δx(dy)

= q(x, y)α(x, y)µ(dy) + r(x)δx(dy)
(3.6)

dove r(x) = P (Xn+1 = x|Xn = x). Affinchè π(·) sia distribuzione invariante, è necessario
che la MC sia reversibile rispetto a π(·). Ciò accade quando:

π(x)p(x, y) =π(y)p(y, x)

π(x)q(x, y)α(x, y) =π(y)q(y, x)α(y, x).
(3.7)

In generale la condizione:

π(x)q(x, y) = π(y)q(y, x)

non è verificata. Di fatto può accadere ad esempio che, per qualche x e y:

π(x)q(x, y) > π(y)q(y, x). (3.8)

Questo significa che il processo si sposta da x in y molto più spesso che da y verso x.
Per riuscire a rispettare la condizione di reversibilità è quindi necessario bilanciare questo
comportamento, introducendo la quantità α(x, y); in questo caso si vuole che α(x, y) < 1.
Nell’esempio (3.8) la transizione y → x non avviene spesso: per questo motivo è necessario
definire α(y, x) il più grande possibile, ovvero pari ad 1. Per determinare α(x, y) si utilizza
la condizione di reversibilità:

π(x)q(x, y)α(x, y) = π(y)q(y, x)α(y, x)

π(x)q(x, y)α(x, y) = π(y)q(y, x)

α(x, y) =
π(y)q(y, x)

π(x)q(x, y)
.

Nel caso in cui in (3.8) si abbia la disuguaglianza inversa, si pone α(x, y) = 1 e si
determina α(y, x). Si può dunque definire la probabilità di accettazione come:

α(x, y) =

min
[
π(y)q(y,x)
π(x)q(x,y) , 1

]
se π(x)q(x, y) > 0

1 altrimenti
(3.9)
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dove la quantitàH = π(y)q(y,x)
π(x)q(x,y) è chiamata Hasting ratio. I passi dell’algoritmo Metropolis-

Hastings sono riassunti in Algoritmo 2.

Algoritmo 2 Metropolis-Hastings
Inizializzare con un valore arbitrario x0

for Iterazioni n = 1, 2, . . . do
Xn = x

Generare Y ∼ q(x, ·), si ottiene Y = y

Calcolare H = π(y)q(y,x)
π(x)q(x,y)

Sia α(x, y) = min{1, H}
Campionare U ∼ U(0, 1), si ottiene U = u

if u ≤ α(x, y) then
Xn+1 = y

else
Xn+1 = x

3.1.3 Algoritmo Gibbs Sampler

L’algoritmo Gibbs sampler è un caso speciale dell’algoritmo di Metropolis-Hastings, per-
chè si accetta sempre la nuova proposta. Inoltre permette di generare una catena di
Markov multidimensionale la cui distribuzione limite è una target distribution multidi-
mensionale. Si consideri il caso in cui π(·) ha supporto in Rp con p ≥ 2. È necessario
costruire una catena di Markov {Xn}n≥0 in cui lo spazio degli stati ha dimensione p. Si
supponga di saper campionare da ognuna delle distribuzioni unidimensionali L(Xi|X−i),
chiamate full conditionals. I passi del Gibbs sampler sono riassunti in Algoritmo 3.

Algoritmo 3 Gibbs sampler

1: Scegliere arbitrariamente il punto iniziale x0

2: for Iterazione n = 1, 2, . . . do
3: Xn

1 ∼ fX1|X2,...,Xp(·|x
n−1
2 , . . . , xn−1

p )

4: Xn
2 ∼ fX2|X1,X3...,Xp(·|xn1 , x

n−1
3 , . . . , xn−1

p )

5: . . .
6: Xn

p ∼ fXp|X1,...,Xp−1
(·|xn1 , xn2 , . . . , xnp−1)

La positività di π(·) è condizione sufficiente per garantire che il Gibbs sampler generi
una MC irriducibile.
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Definizione 8 (Positività). Sia X = (X1, . . . , Xn) un vettore aleatorio la cui densità
congiunta è f(x1, . . . , xn) e sia fXi la densità marginale di Xi per i = 1, . . . , n. Se

fXi(xi) > 0 ∀i ⇒ f(X) > 0

allora si dice che f soddisfa la condizione di positività.

3.2 Introduzione all’algoritmo Sub-Cluster HDP sampler

L’algoritmo Sub-Cluster HDP sampler (Algoritmo 4) combina passi di Gibbs sampler
con passi di Metropolis Hastings, rispettivamente spiegati nel dettaglio nei Paragrafi 3.3
e 3.4. Lo schema di campionamento del Gibbs sampler in Algoritmo 4 è basato sulla
rappresentazione DA (2.44) del modello HDPM. Durante questi passi si considerano
i cluster non vuoti e si campionano le variabili (β,π,θ); nel topic modeling, queste
quantità rappresentano, rispettivamente, i pesi globali dei topic nel corpus, i pesi dei topic
nei documenti e la distribuzione delle parole in un topic. Queste quantità si utilizzano
per campionare le etichette zji associate ai dati xji. Durante questi passi non si crea
una catena di Markov ergodica, perchè nel Gibbs sampler del Sub-Cluster HDP sampler
non vengono creati nuovi cluster. Durante i passi di Metropolis Hastings avvengono
le proposte per i nuovi cluster, grazie alle mosse di split e merge. La combinazione di
questi due algoritmi di campionamento costringe a rispettare l’ergodicità garantendo la
convergenza della catena di Markov alla posterior, di cui non è nota la forma analitica.

Per poter effettuare le mosse di split e merge è necessario introdurre i sub-cluster. In
ogni cluster i dati sono suddivisi nei due sub-cluster, destro e sinistro. Per descrivere i
sub-cluster si aumenta lo spazio con variabili ausiliarie, come è mostrato in Figura 3.1.
I sub-cluster sono una partizione dei dati del cluster che sarà usata per proporre i nuovi
clusters nelle mosse di split, procedura spiegata nel Paragrafo 3.4. Per ogni cluster k
si individuano due sub-cluster chiamati sinistro e destro, rispettivamente indicati con
kl e kr. Ad ogni dato xji, oltre che assegnare il cluster di appartenenza, è attribuita
un’etichetta z̄ji ∈ {l, r} che indica a quale sub-cluster è associato. Inoltre, ogni cluster
k possiede le seguenti variabili ausiliarie, che descrivono i suoi due sub-cluster: β̄k =

{β̄kl, β̄kr} sono i pesi globali dei sub-cluster del cluster k; π̄jk = {π̄jkl, π̄jkr} sono i pesi
specifici del documento j dei sub-cluster del cluster k; θ̄k = {θ̄kl, θ̄kr} sono i parametri
latenti dei sub-cluster del cluster k.

Nei Paragrafi successivi descriveremo nel dettaglio l’algoritmo, i cui passi sono rias-
sunti in modo schematico in Algoritmo 4.
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xji θkzjiπjβ

z̄ji θ̄kπ̄jβ̄

∞ ∞ Nj

D

∞

Figura 3.1: Rappresentazione DA per HDP aumentata con variabili ausiliarie.

Algoritmo 4 Sub-Cluster HDP Sampler
1: Inizializzare β e z in modo casuale
2: Campionare π, π̄, θ e θ̄ dalle equazioni (3.12), (3.18),(3.14) e (3.19) [Gibbs Sampler]
3: Campionare z e z̄ dalle equazioni (3.15) e (3.20) [Gibbs Sampler]
4: Proporre bK2 c merge locali, seguiti da K split locali [M-H]
5: Proporre un merge globale e uno split globale [M-H]
6: Campionare m e m̄ dalle equazioni (3.10) e (3.21) [Gibbs Sampler]
7: Campionare β e β̄ dalle equazioni (3.11) e (3.17) [Gibbs Sampler]
8: Ripetere dal punto 2 fino a convergenza.

3.3 Passi di Gibbs Sampler nel Sub-Cluster HDP Sampler

Lo schema di campionamento per il Gibbs sampler è basato sul DA (Paragrafo 2.3.4). Si
considerano solo i cluster non vuoti, inoltre durante questi step non vengono creati nuovi
cluster. I passi 2, 3, 6 e 7 in Algoritmo 4 sono passi di Gibbs sampler.

La posterior p(β|z) non è nota in forma chiusa; si conosce invece p(β|m), dove la
variabile mjk, introdotta nel Paragrafo 2.3.3, rappresenta il numero di tavoli che nel
ristorante j servono il piatto k. La posterior per campionare questa quantità è mostrata
in Antoniak, 1974:

p(mjk|β, z) =
Γ(αβk)

Γ(αβk + nj·k)
|s(nj·k,mjk)|(αβk)mjk j = 1 . . . , D

k = 1, . . . ,K.

(3.10)

L’informazione fornita da zji è riassunta in nj·k; con s(n,m) si indicano i numeri di
Stirling di prima specie. Per definizione |s(0, 0)|= |s(1, 1)|= 1, |s(n, 0)|= 0 per n ≥ 0 e
|s(n,m)|= 0 per m ≥ n. Gli altri numeri sono calcolati con la seguente formula ricorsiva:
|s(n+ 1,m)|= |s(n,m− 1)|+n|s(n,m)|.

Il modello (2.28) non fa assunzioni sul numero di cluster, potenzialmente potrebbero
essere infiniti. Per poter campionare β e π si suppone che il numero di cluster sia K,



36 Capitolo 3. Algoritmo: Sub-Cluster HDP sampler

quindi zji ∈ {1, . . .K}. A questi K cluster se ne aggiunge uno vuoto, il (K + 1)−esimo,
che ha lo scopo di aggregare i pesi di tutti i cluster che potrebbero manifestarsi nelle
iterazioni successive. La posterior dei pesi globali dei cluster è dunque la seguente:

(β1, . . . , βK , βK+1)|m ∼ Dir(m·1, . . . ,m·K , γ), (3.11)

con m·k indichiamo il numero di tavoli che servono il piatto k. La posterior dei pesi dei
cluster specifici dei documenti:

(πj1, . . . , πjK , πj(K+1))|β, z ∼ Dir(αβ1 + nj·1, · · · , αβK + nj·K , αβK+1)

j = 1, . . . , D,
(3.12)

dove con nj·k, numero di parole che nel documento j sono assegnate al cluster k, si
riassume l’informazione fornita da zji. I parametri latenti sono campionati a posteriori
nel modo seguente:

p(θk|x, z) ∝ fx(xIk |θk)fθ(θk|λ) k = 1, . . . ,K, (3.13)

dove Ik := {ji : zji = k} è il sottoinsieme di tutti i dati che appartengono al cluster
k, fx è la verosimiglianza e fθ la distribuzione a priori dei parametri latenti. Se fθ
è prior coniugata al modello, (3.13) appartiene alla stessa famiglia della distribuzione
fθ. La misura di probabilità di base H in (2.28) rappresenta la distribuzione a priori
dei parametri latenti θ, pertanto H ≡ fθ. Nel topic modeling si adotta il modello
Dirichlet-Categorica, perciò H è la distribuzione Dirichlet simmetrica, Dir(λ, . . . , λ) e
xji|zji = k,θk ∼ Cat(θk,W ), j = 1, . . . , D, i = 1, . . . , nj ; la posterior sui parametri
latenti (3.13) è perciò la seguente:

(θ1k, . . . , θWk)|x, z ∼ Dir(λ+ c1k, . . . , λ+ cWk) k = 1, . . . ,K, (3.14)

dove con cwk si indica il numero di volte che la parola w è stata assegnata al cluster k. Il
parametro latente θk è un vettore di dimensione W che corrisponde al numero di parole
distinte presenti nel corpus, ovvero alla dimensione del vocabolario.

L’ultimo passo del Gibbs sampler è il campionamento a posteriori delle etichette
zji ∈ {1, . . . ,K} per ogni dato xji:

p(zji|x,πj ,θ) ∝
K∑
k=1

πjkfx(xji|θk)1[zji=k] j = 1, . . . , D

i = 1, . . . , nj .

(3.15)

A posteriori le etichette zji hanno dunque distribuzione categoriale:

zji|x,πj ,θ ∼ Cat(πj1fx(xji|θ1), . . . , πjKfx(xji|θK),K). (3.16)
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Il campionamento delle variabili ausiliarie, che contengono le informazioni relative ai
sub-cluster, avviene in contemporanea ai campionamenti descritti sopra. Ad esempio,
ogni volta che si campionano i pesi globali dei cluster β, sono campionati anche i pesi
globali dei sub-cluster β̄ di ogni cluster. Le full conditional per le variabili ausiliare sono
le seguenti:

(β̄kl, β̄kr)|• ∼ Dir(γ + m̄·kl, γ + m̄·kr) k = 1, . . . ,K (3.17)

(π̄jkl, π̄jkr)|• ∼ Dir(αβ̄kl + n̄j·kl, αβ̄kr + n̄j·kr) j = 1, . . . , D k = 1, . . . ,K (3.18)

p(θ̄kh|•) ∝ fx(xIkh |θ̄kh)fθ(θ̄kh|λ) k = 1, . . . ,K h ∈ {l, r} (3.19)

p(z̄ji|•) ∝ π̄zjiz̄jifx(xji|θ̄zjiz̄ji) j = 1, . . . , D i = 1, . . . , nj (3.20)

p(m̄jkh|•) =
Γ(αβ̄kh)

αβ̄kh + n̄j·kh
|s(n̄j·kh, m̄jkh)|(αβ̄kh)m̄jkh j = 1, . . . , D

k = 1, . . . ,K h ∈ {l, r},
(3.21)

dove • indica la dipendenza dalle variabili. Si noti che in (3.20) in realtà stiamo campio-
nando da una Bernoulli. Infatti per assegnare il sub-cluster di appartenenza è sufficiente
campionare z̄ji ∼ Be(π̄zjilfx(xji|θ̄zjil)), dove il parametro della Bernoulli è la probabilità
di assegnare il dato al sub-cluster sinistro. Se il valore estratto è pari a 1 allora z̄ji = l,
altrimenti z̄ji = r.

3.4 Passi di Metropolis-Hastings nel Sub-Cluster HDP Sam-

pler

Vi sono due modi differenti per proporre i nuovi cluster, ovvero le mosse di split e merge.
I passi 4-5 dell’Algoritmo 4 corrispondono ai passi di Metropolis-Hastings, in cui si fanno
le proposte di split e merge. I passi generici dell’algoritmo sono riassunti in Algoritmo 5.
Nell’Algoritmo 4 vegono impiegati tre versioni differenti dell’Algoritmo 5: una per il
merge locale 3.4.1, una per lo split locale 3.4.2 ed una per le mosse di merge e split
globale 3.4.3; si differenziano in base a come sono proposte le nuove etichette ẑ associate
ai dati.

Per comodità indicheremo con v := {β,θ,π, z} l’insieme delle variabili “regolari” men-
tre con v̄ := {β̄, θ̄, π̄, z̄} l’insieme delle variabili ausiliarie per i sub-cluster. In generale
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le nuove proposte {v̂, ˆ̄v} ∼ q(v̂, ˆ̄v|v), sono accettate con probabilità pari a

P [{v, v̄} = {v̂, ˆ̄v}] = min[1, H] = min

[
1,
p(v̂, ˆ̄v|x)

p(v, v̄|x)

q(v, v̄|x, v̂, ˆ̄v)

q(v̂, ˆ̄v|x, v, v̄)

]
=

= min

[
1,
p(x, v̂)p(ˆ̄v|x, v̂)

p(x, v)p(v̄|x, v)

q(v|x, v̂)q(v̄|x, v, ˆ̄v)

q(v̂|x, v)q( ˆv̄|x, v̄, v̂)

] (3.22)

dove p(·) è la target distribution mentre q(·) è la proposal distribution; con H qui si
indica l’Hastings ratio. Nel Metropolis-Hastings, tipicamente la convergenza migliora più

Algoritmo 5 Split-Merge
1: Proporre un cluster per lo split o una coppia di cluster per il merge
2: Proporre le nuove etichette per i cluster ẑ ∼ q(ẑ|v, v̄)

3: Proporre i nuovi pesi globali dei cluster β̂ ∼ q(β̂|ẑ)
4: Proporre i nuovi pesi dei cluster in ogni documento π̂ ∼ q(π̂|β̂, ẑ)
5: Proporre i nuovi parametri latenti dei cluster θ̂k ∼ q(θ̂k|x, z)
6: Proporre i sub-clusters per i nuovi cluster
7: Calcolare H e verificare se accettare o rifiutare la proposta.

la proposal è simile alla target distribution. Quindi, al passo 3 di Algoritmo 5, l’ideale
sarebbe proporre β̂ ∼ p(β|ẑ), ma tale distribuzione non è nota in forma analitica. Per
questo motivo si utilizza un’equazione simile a (3.11), che dipende da mjk. Poichè non
si propongono m̂ per i nuovi cluster, si approssimano nel modo seguente:

m̃ji := argmax
m

p(m|β =
α

K
, z) = argmax

m

Γ( αK )

Γ( αK + nj·k)
|s(nj·k,m)|

( α
K

)m
j = 1, . . . , D k = 1, . . . ,K,

(3.23)

dove i pesi globali dei cluster sono stati sostituiti con α
K e la dipendenza da z è riassunta

in nj·k. Come si osserva in Chang e Fisher III, 2014, le quantità approssimate m̃ji

compaiono solo in una proposal distribution e la catena risultante continuerà a soddisfare
la condizione di bilancio dettagliato.

La proposta dei parametri latenti al passo 5 è fatta campionando da (3.13). Per
l’applicazione del topic modeling, nell’equazione (3.14), i conteggi cwk sono sostituiti con
ĉwk, numero di volte che la parola w compare nel cluster k appena proposto.

I nuovi pesi π̂ dei cluster in ogni documento sono campionati dall’equazione (3.12).
Nel seguito sono mostrati gli Hastings ratio dei tre Metropolis-Hastings; si noterà che
π̂ non è necessario ai fini dei conti. Nella nostra implementazione, per ridurre il tempo
d’esecuzione, abbiamo pertanto deciso di saltare il passo 4 di Algoritmo 5.
I sub-cluster dei nuovi cluster sono campionati da un Gibbs sampler le cui full conditional
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(a) Simulazione con 1000
dati.
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(b) Simulazione con 10000
dati.
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(c) Simulazione con 50000
dati.

Figura 3.2: Tre simulazioni in cui sono state eseguite 500 iterazioni del Gibbs sampler per
campionare le variabili dei sub-cluster. Nei tre grafici si è riportato sull’asse delle ascisse le
iterazioni, sull’asse delle ordinate la verosimiglianza logaritmica di un cluster.

sono le equazioni (3.21)- (3.20). Per scegliere il criterio di stop, in Chang e Fisher III,
2013 si monitora la verosimiglianza del cluster proposto:

Lk = fx(x{k,l}|θ̄kl)fx(x{k,r}|θ̄kr).

Si consiglia di iterare fin quando questa quantità non raggiunge il burnin, ovvero fin tanto
che la verosimiglianza non si stabilizza entro una cetra fascia. Testando l’algoritmo
con tre differenti dataset (Figura 3.2), si nota che il burnin viene raggiunto entro le
100 iterazioni, perciò è stato impostato come criterio di stop 90-100 iterazioni. Per il
calcolo dell’Hastings ratio non sono necessarie le variabili ausiliarie, per questo motivo
il Gibbs sampler dei sub-cluster viene eseguito solo se le proposte sono accettate. Così
facendo è possibile ridurre ulteriormente i tempi computazionali, perchè come mostreremo
nei Paragrafi ??, il campionamento delle variabili ˆ̄v è costoso in termini di tempi di
esecuzione.

3.4.1 Merge locale

Nelle mosse di merge locale si considerano tutti i cluster, si formano delle coppie casuali e
si propone l’unione di ognuna di esse. Ad esempio, supponiamo che all’n-esima iterazione
siano presenti i cluster {1, 2, 3, 4, 5}; si permutano gli elementi e si ottiene {3, 1, 5, 2, 4}. Si
propongono i nuovi cluster dall’unione delle coppie {3, 1} e {5, 2}; per ognuna delle coppie
si valuta se accettare la nuova proposta oppure no, calcolando l’Hastings ratio (3.26). Nel
caso in cui si abbia un numero dispari di cluster vi sarà un cluster spaiato che rimarrà
invariato, come nell’esempio di Figura 3.3. Supponiamo di unire la coppia di cluster
(b, c) per proporre il nuovo cluster a. Le nuove etichette ẑ sono assegnate in modo
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b c d e f

Clusters prima della proposta di merge locale

a g

i nuovi clusters dopo aver accettato il merge locale

a g f

Figura 3.3: Merge locale: si propone l’unione a coppie dei cluster (b, c), che viene accettata. Si
propone la seconda unione (d, e), che viene accettata. Dato che i cluster sono dispari f rimane
invariato. Alla fine, insieme ad f ci sono due nuovi cluster a e g.

deterministico:

q(ẑji|v) = 1[ẑji = a] ∀i, j ∈ Ib ∪ Ic, (3.24)

mentre la proposta per il peso globale del nuovo cluster

β̂a = βb + βc. (3.25)

In pratica si assegnano tutti i dati della coppia di cluster che si sta considerando al
nuovo cluster. L’Hastings ratio per il local merge è il seguente:

HLocal
Merge−bc =

Γ(m̃·b + m̃·c)

γΓ(m̃·b)Γ(m̃·c)

βm̃·bb βm̃·cc

β̂m̃·b+m̃·ca

p(x|z)

p(x|ẑ)

q(z|v̂, ˆ̄v)

1

×
QS−aK−1

QM−bcK

D∏
j=1

Γ(αβ̂a + n̂j·a)

Γ(αβ̂a)

∏
k∈{b,c}

Γ(αβk)

Γ(αβk + nj · k)
, (3.26)

dove con QSK−1 e QMK indichiamo la probabilità di avere uno specifico split o merge con
K cluster. Nelle mosse locali QSK = 1 in quanto si propone lo split di tutti i K cluster,
mentreQMK = 2b(K/2)c

K(K−1) . Con q(z|v̂, ˆ̄v) si indica la probabilità della mossa inversa del merge
di (b, c), ovvero lo split del cluster a nei clusters b e c; questa quantità è approssimata
come:

q(z|v̂, ˆ̄v) ≈
∏

j,i∈Ib∪Ic

πjzjifx(xji|θzji)
πbfx(xji|θb) + πjcfx(xji|θc)

=
LbbLcc
LbcLcb

(3.27)

Lkk :=
∏
j,i∈Ik

πjkfx(xji|θk) Lkl :=
∏
j,i∈Ik

πjkfx(xji|θk)πjlfx(xji|θl). (3.28)

Tutti i termini che figurano nell’equazione (3.27) sono già stati calcolati nei passi di
Gibbs sampler dell’Algoritmo 4; perciò si aggregano gli elementi Lkl in una matrice
K × K. Nell’espressione (3.26) compaiono i termini p(x|z) e p(x|ẑ), rispettivamente
rappresentano la marginale dei dati prima e dopo la proposta di merge locale. Nel
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a d e

Clusters prima della proposta di split locale

b c

i nuovi clusters dopo aver accettato lo split locale

b c d e

Figura 3.4: Split locale: si propone lo split di tutti i cluster. In Figura stiamo proponendo lo split
del cluster a nei due cluster b e c, che viene accettato. Si propone poi lo split del cluster d in h
ed e, ma non viene accettato. Le ultimi ellissi rappresentano la situazione dopo aver proposto lo
split di tutti i cluster e aver accettato solo lo split del cluster a.

modello Dirichlet-Categorica:

x1, . . . , xN |θ
iid∼ Cat(θ,W )

θ ∼ Dir(λ1, . . . , λW )
(3.29)

la marginale di un campione x := (x1, . . . , xN ) è:

p(x) =
Γ(Λ)

Γ(Λ)

W∏
w=1

Γ(λw + nw)

Γ(λw)
, (3.30)

dove Λ :=
∑W

w=1 λw, N è la dimensione del campione e nw = |{i : xi = w}|. Nel merge
locale p(x|z) è la marginale dei dati nei due cluster di cui si propone l’unione, (b, c):

p(x|z) =
Γ(Λ)

Γ(Λ + cb)

W∏
w=1

Γ(λw + cwb)

Γ(λw)
× Γ(Λ)

Γ(Λ + cc)

W∏
w=1

Γ(λw + cwc)

Γ(λw)
(3.31)

Qui ck indica il numero di parole assegnate al cluster k mentre cwk è il numero di volte
che la parola w è presente nel cluster k, con k ∈ {b, c}. La marginale dei dati dopo la
proposta di merge p(x|ẑ) è la marginale dei dati nel cluster a è

p(x|ẑ) =
Γ(Λ)

Γ(Λ + ca)

W∏
w=1

Γ(λw + cwa)

Γ(λw)
. (3.32)

3.4.2 Split locale

Nello split locale, come nel merge locale, si considerano tutti i cluster. Si considera un
cluster alla volta, ad esempio a, e dai suoi sub-cluster si propongono i due nuovi cluster,
b e c, come in Figura 3.4.
Si introducono i parametri temporanei {π̃1b, . . . , π̃Db, π̃1c, . . . , π̃Dc, θ̃b, θ̃c} che permettono
di proporre le etichette ẑ per i due nuovi cluster:

(π̃jb, π̃jc) = πja · (π̄jal, π̄jar) j = 1, . . . , D

(θ̃b, θ̃c) = (θ̄al, θ̄ar).
(3.33)
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Condizionatamente a questi parametri temporanei, le etichette dei dati associate ai nuovi
cluster sono campionate da:

q(ẑji|v, v̄) =
∑
k∈b,c

π̃jkfx(xjk|θ̃k)1[ẑji = k]

π̃jbfx(xjk|θ̃b) + π̃jcfx(xjk|θ̃c)
∀{j, i} ∈ Ia. (3.34)

In pratica questo campionamento è già stato effettuato nei passi di Gibbs sampler
nell’Algoritmo 4 dall’equazione (3.20):

q(ẑji|v, v̄) =
∑
h∈l,r

πj,aπ̄jahfx(xjk|θ̄ah)1[z̄ji = h]

πjaπ̄jalfx(xjk|θ̄al) + πjaπ̄jarfx(xjk|θ̄ar)
=

=
∑
h∈l,r

π̄jahfx(xjk|θ̄ah)1[z̄ji = h]

π̄jalfx(xjk|θ̄al) + π̄jarfx(xjk|θ̄ar)
=

=
∑
h∈l,r

π̄jahfx(xjk|θ̄ah)1[z̄ji = h] ∀{j, i} ∈ Ia,

dove π̄jalfx(xjk|θ̄al) + π̄jarfx(xjk|θ̄ar) = 1. Quindi, per proporre lo split di un cluster, si
assegnano ai dati in al la nuova etichetta b ed a quelli in ar la nuova etichetta c.

La proposta per i pesi globali β̂ dei due nuovi cluster b e c è la seguente:

(β̃b, β̃c) ∼ Dir( ˆ̃m·b, ˆ̃m·c)

(β̂b, β̂c) = βa · (β̃b, β̃c).
(3.35)

L’Hastings ratio per lo split locale è essenzialmente il reciproco dell’equazione (3.26):

HLocal
Split−a =

γΓ( ˆ̃m·b)Γ( ˆ̃m·c)

Γ( ˆ̃m·b + ˆ̃m·c)

β
ˆ̃m·b+ ˆ̃m·c
a

β̂
ˆ̃m·b
b β̂

ˆ̃m·c
c

p(x|ẑ)

p(x|z)

1

q(ẑ|v, v̄)

×
QM−bcK+1

QS−aK

D∏
j=1

Γ(αβa)

Γ(αβa + nj·a)

∏
k∈{b,c}

Γ(αβ̂k + n̂j·k)

Γ(αβ̂k)
(3.36)

dove QMK+1 e QSK sono calcolati allo stesso modo del merge locale (Paragrafo 3.4.1).
Come nell’espressione (3.26), compaiono i termini p(x|ẑ) e p(x|z), che rispettivamente
sono la marginale dei dati prima e dopo la proposta di split. Per calcolarle si usano le
espressioni (3.31) e (3.32).

3.4.3 Merge e Split globale

Nelle mosse globali, a differenza di quelle locali, si propone un solo merge ed un solo
split. Nel merge globale si estraggono due cluster b e c, non vuoti, e se ne propone
l’unione in a; nello split globale si propone la divisione nei cluster b e c di un cluster
a non vuoto, estratto casualmente tra i K cluster correnti. In entrambi i casi, dopo le
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i nuovi clusters dopo aver accettato il merge globale
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(a) Merge globale
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Clusters prima della proposta di split globale
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Figura 3.5: Mosse Globali. Nella Figura 3.5a si propone il merge di due cluster non vuoti, scelti
in modo casuale tra i K correnti; se la proposta viene accettata, si avranno K − 1 cluster. Nello
split globale, Figura 3.5b, si sceglie casualmente un cluster non vuoto da dividere; se la proposta
viene accettata, dopo lo split si avranno K + 1 cluster.

mosse di split e merge, si campionano le nuove etichette ẑ per tutti i dati nei K cluster
presenti (Figura 3.5). Per campionare le nuove etichette dei dati nelle mosse globali si
utilizzano delle variabili temporanee: {π̃1b, . . . , π̃Db, π̃1c, . . . , π̃Dc, θ̃b, θ̃c}.

Si ipotizzi che vi siano K clusters non vuoti; per proporre le mosse globali di merge si
estraggano casualmente due clusters, b e c, da cui si propone il cluster a. Si definiscono
le variabili temporanee per i nuovi K − 1 cluster:π̃ja = πjb + πjc j = 1, . . . , D

π̃jk = πjk ∀k 6= b, cθ̃a ∼ q(θ̃a|z, x) ∝ fx(xIb∪Ic |θ̃a)fθ(θ̃a|λ)

θ̃k = θk ∀k 6= b, c.

(3.37)

Le nuove etichette sono campionate per tutti i dati in tutti i K − 1 cluster utilizzando la
seguente distribuzione:

q(ẑji|v, v̄) =
∑
k

π̃jkfx(xji|θ̃k)1[zji = k]∑
l π̃jlfx(xji|θ̃l)

j = 1, . . . , D i = 1, . . . , nj . (3.38)

Le proposte per i pesi globali dei nuovi cluster β̂ sono campionate utilizzando la seguente
distribuzione:

(β̂1, . . . , β̂K , β̂K+1) ∼ Dir( ˆ̃m·1, . . . , ˆ̃m·K , γ), (3.39)

dove ˆ̃m sono calcolati dall’equazione (3.23).

Per proporre la mossa di split globale si sceglie casualmente un cluster non vuoto a,
da cui si formano due nuovi cluster b e c. Dopodichè si propongono le nuove etichette
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per tutti i dati in tutti i K + 1 cluster, utilizzando l’equazione (3.38). Nelle mosse di
split globale le variabili temporanee da utilizzare in (3.38) sono così definite:(π̃jb, π̃jc) = πja(π̄jal, π̄jar) j = 1, . . . , D

π̃jk = πjk ∀k 6= a(θ̃b, θ̃c) = (θ̄al, θ̄ar)

θ̃k = θk ∀k 6= a

(3.40)

Gli Hastings ratio per le mosse globali sono i seguenti:

HGlobal
Merge−bc =

Γ(γ +
∑K

k=1 m̃·k)

γ + Γ(γ
∑K−1

k=1
ˆ̃m·k)

p(x|ẑ)

p(x|z)

q(z|v̂, ˆ̄v)

q(ẑ|v, v̄)

1

q(θ̃a|x, ẑ)
QS−aK−1

QM−bcK

×
K∏
k=1

βm̃·kk

Γ(m̃·k)

K−1∏
k=1

Γ( ˆ̃m·k)

β̂
ˆ̃m·k
k

×
D∏
j=1

K∏
k=1

Γ(αβk)

αβk + nj·k

K∏
k=1

Γ(αβ̂k + n̂j·k)

Γ(αβ̂k)
(3.41)

HGlobal
Split−a =

γΓ(γ +
∑K

k=1 m̃·k)

γ + Γ(γ
∑K+1

k=1
ˆ̃m·k)

p(x|ẑ)
p(x|z)

q(z|v̂, ˆ̄v)

q(ẑ|v, v̄)

q(θ̃a|x, z)

1

QM−bcK+1

QS−aK

×
K∏
k=1

βm̃·kk

Γ(m̃·k)

K+1∏
k=1

Γ( ˆ̃m·k)

β̂
ˆ̃m·k
k

×
D∏
j=1

K∏
k=1

Γ(αβk)

αβk + nj·k

K+1∏
k=1

Γ(αβ̂k + n̂j·k)

Γ(αβ̂k)
(3.42)

dove QSK = 1
K è la probabilità di avere uno specifico split, mentre QMK = 2

K(K−1) è la
probabilità di avere uno specifico merge. Nel caso delle mosse globali le marginali dei
dati prima e dopo le mosse di split/merge sono le seguenti:

p(x|z) =

K∏
k=1

Γ(Λ)

Γ(Λ + ck)

W∏
w=1

Γ(λw + cwk)

Γ(λw)

p(x|ẑ) =
K±1∏
k=1

Γ(Λ)

Γ(Λ + ĉk)

W∏
w=1

Γ(λw + ĉwk)

Γ(λw)

(3.43)

dove il significato di Λ, ck e cwk è lo stesso delle equazioni (3.31) e (3.32).

3.5 Aggiornamento degli iperparametri

In Chang e Fisher III, 2014 gli iperparametri α e γ del modello (2.28) sono fissi du-
rantel’esecuzione dell’algoritmo. Nell’implementazione proposta in questa tesi è possibile
scegliere se tenerli fissi oppure assumere che siano aleatori con distribuzione a priori:

α ∼ Gamma(aα, bα) (3.44)
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γ ∼ Gamma(aγ , bγ). (3.45)

Nel caso in cui si esegua l’algoritmo imponendo le prior sugli iperparametri, il nuovo
valore di α e γ è campionato alla fine di ogni iterazione dell’algoritmo.

Per l’aggiornamento dell’ iperparametro γ si utilizza l’approccio descritto in Escobar
e West, 1995. Si campiona prima la quantità di supporto η come

η|γ,K ∼ beta(γ,m), (3.46)

dove m =
∑

jkmjk. Si ricavano poi

R =
γ +K − 1

m · (bγ − log η)
p =

R

1 +R
(3.47)

e si campiona γ dalla mistura:

γ|η,K ∼ p ·G(aγ +K, bγ − log η) + (1− p) ·G(aγ +K − 1, bγ − log η). (3.48)

Per quanto riguarda α si utilizza l’approccio in Teh et al., 2006b. Si introducono le
variabili ausiliarie w = (wj)

D
j=1 e s = (sj)

D
j=1, con wj ∈ [0, 1] e sj ∈ {0, 1}.

Si definisce la seguente distribuzione:

q(α,w, s) ∝ αaα−1+me−αbα
D∏
j=1

wαj (1− wj)nj−1

(
nj

α+ nj

)sj
, (3.49)

dove nj è il numero di parole nel documento j. L’equazione (3.49) definisce uno schema
di campionamento a variabili ausiliarie per α. Marginalizzando rispetto a w e s si ottiene
la distribuzione condizionale per α:

q(α|w, s) ∝ α
a
α−1+m−

∑D
j=1

sj e−α(bα−
∑D
j=1 logwj). (3.50)

Le variabili w e s sono condizionatamente indipendenti con distribuzione

q(wj |α) ∝ wαj (1− wj)nj−1 j = 1, . . . , D (3.51)

p(sj |α) ∝
(

nj
α+ nj

)sj
j = 1, . . . , D. (3.52)

Quindi si esegue un Gibbs sampler:

wt+1
j ∼ Beta(αt + 1, nj) (3.53)

st+1
j ∼ Be

(
nj

αt + nj

)
(3.54)

αt+1|w, s ∼ G(aα − 1 +m−
D∑
j=1

sj , bα −
D∑
j=1

logwj) (3.55)
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di cui sono necessarie poche iterazioni perchè converge velocemente (entro le 20 iterazio-
ni). Si salva l’ultimo valore di α e si utilizza per l’iterazione successiva dell’Algoritmo 4.

La scelta dei valori di α e γ per eseguire la prima iterazione avviene in base all’ipotesi
a priori sul numero di cluster K. Come spiegato nel Paragrafo 2.3.3, esiste una relazione
tra l’attesa a priori per K e i parametri α e γ (si veda (2.42)). Ogni documento è
governato da un processo di Dirichlet, quindi si può impostare α anche in base al numero
di cluster che ogni documento potrebbe contenere a priori, utilizzando l’equazione (2.21).
Allo stesso modo si scelgono i valori di α e γ nel caso si esegua l’algoritmo con parametri
fissi.



Capitolo 4

Implementazione dell’algoritmo

In questo capitolo vengono forniti i dettagli implementativi del codice per l’algoritmo Sub-
Cluster HDP Sampler(Capitolo 3). In particolare si analizzeranno la struttura del codice,
le tecniche di implementazione e le librerie utilizzate. Il linguaggio di programmazione
utilizzato è C++, ma per le analisi a posteriori dell’output dell’algoritmo (cioè catene
MCMC) ha svolto un ruolo importante anche R.

Nel modello HDPM la misura H e la verosimiglianza f(xji|θji) variano in base al
problema che si deve risolvere. L’obiettivo è quello di mantenere questa flessibilità anche
nell’implementazione, in modo tale che l’algoritmo possa essere utilizzato in puù contesti
applicativi. In generale, l’inferenza bayesiana non-parametrica richiede algoritmi con
elevati costi computazionali, in termini di risorse e tempo d’esecuzione. L’algoritmo
oggetto di studio in questa tesi permette la riduzione del tempo d’esecuzione perchè
è parallelizzabile. Nell’ambiente parallelo, le librerie standard per la generazione dei
numeri pseudo-casuali non sono adatte. Nel Paragrafo 4.3 saranno spiegate nel dettaglio
le ragioni e la soluzione adottata per risolvere il problema.

Nel seguito saranno presentate le classi implementate mettendo in luce solo i dettagli
ritenuti più importanti e caratterizzanti della classe. Per il codice completo si rimanda
a https://github.com/DeboraParisi/Sub-Cluster-HDP-sampler.

4.1 Le Classi

L’intera implementazione è influenzata dall’idea di rendere il codice generale e flessibile,
così da poter utilizzare l’algoritmo anche per risolvere problemi differenti dal topic mo-
deling, ma rimanendo comunque nell’ambito della ricerca di cluster condivisi tra gruppi
di dati. Il codice è organizzato in modo tale da separare le parti dipendenti dal modello
dell’algoritmo dalle parti indipendenti. Grazie all’impiego di classi template, è possibile
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cambiare la misura H e la verosimiglianza f(xji|θji) tramite i parametri template. Le
classi implementate sono le seguenti:

• Type permette di specificare la verosimiglianza e il tipo di dato;

• Cluster si occupa della gestione dei parametri che caratterizzano lo specifico cluster
k, ma non effettua nessun campionamento;

• Model rappresenta la scelta della prior per i parametri latenti e si occupa della
gestione di tutti i cluster e dei campionamenti che dipendono dalla prior scelta.
In particolare in questa classe è stata implementata l’inferenza bayesiana per i
parametri latenti;

• Document modellizza il singolo gruppo di dati, perciò si occupa della gestione delle
osservazioni e di campionare i pesi dei cluster specifici del gruppo;

• HDP_MCMC gestisce l’acquisizione del dataset, l’algoritmo e la scrittura dei
risultati su file.

Per Cluster, Model e Document si è scelto di fornire un’interfaccia comune a tutti i
possibili modelli. Questo avviene per mezzo di una classe template astratta, dove tutti
i metodi virtuali sono dichiarati null. Di seguito riportiamo solo gli identificatori delle
classi generiche; sono parametrizzate con Type, che identifica la scelta del modello e con
DIM, che rappresenta la dimensione del dato:

template <template <unsigned int> Type, unsigned int DIM>

class GenericCluster

template<typename Type, unsigned int DIM>

class GenericModel

template<typename Type, unsigned int DIM>

class GenericDocument

Ogni qualvolta si desidera utilizzare l’algoritmo con un modello differente da quelli già
implementati è necessario prima scrivere la classe Type, dopodiché Model, Cluster e
Document ereditano in modo pubblico dalle rispettive classi generiche e sono specializ-
zate fissando i due parametri template. In questo modo si obbliga a mantenere una
determinata struttura delle classi per eventuali estensioni future.

Nel caso del topic modeling i dati hanno verosimiglianza categoriale e H è la distribu-
zione Dirichlet simmetrica (si vedano le equazioni 3.29); nei prossimi paragrafi saranno
descritte le classi solo per questo modello.
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4.1.1 Classe Type

Lo scopo di Type è fissare la verosimiglianza del modello. La classe è parametrizzata con
DIM, che rappresenta la dimensione del dato, e contiene solo la definizione dei tipi che
saranno utilizzati nelle classi successive. Ogni qualvolta si decide di eseguire l’algoritmo
con un modello differente da quelli presenti è necessario implementare una classe Type
adeguata. Le definizioni dei tipi contenuti nella classe sono i seguenti: Point è il tipo
del dato, THETA è il tipo del parametro latente, HYP è il tipo dell’ iperparametro per
la distribuzione del parametro latente e STAT è il tipo delle statistiche utilizzate per
l’aggiornamento.

Nel problema del topic modeling, i dati hanno verosimiglianza categoriale e H è la
distribuzione Dirichlet simmetrica (modello Dirichlet-Categorica); la classe Type è quindi
la seguente:

template < unsigned int DIM=1>

class TypeCategorical{

public:

using THETA = vector<double>;

using Point = unsigned int;

using HYP = vector<double>;

using STAT = vector<unsigned int>;

};

Ricordiamo che, nel topic modeling, il topic è una distribuzione di probabilità sulle
parole distinte di un vocabolario fissato. Ogni parola di questo vocabolario è associata
univocamente ad un numero, il suo identificatore (ID), che corrisponde alla posizione
occupata nel vocabolario. In questo caso il dato non è rappresentato con la parola stessa
ma con il suo ID. La scelta di gestire la definizione dei tipi delle variabili con un’apposita
classe, creando un livello di gerarchia inferiore, permette un guadagno di generalità della
classe Cluster.

4.1.2 Classe Cluster

La classe Cluster svolge compiti di lettura, scrittura e memorizzazione delle informazioni
di ogni cluster e dei sub-cluster associati; non esegue campionamenti da distribuzioni di
probabilità. È parametrizzata con Type, così è possibile decidere la verosimiglianza del
modello. La versione specializzata per il modello Dirichlet-Categorica è la seguente:

class CategoricalCluster final:

GenericCluster<TypeCategorical,1>

{

public:

using THETA = TypeCategorical<1>::THETA;
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using Point = TypeCategorical<1>::Point;

using STAT = TypeCategorical<1>::STAT;

private:

double Beta;

double BetaLeft;

double BetaRight;

THETA Theta;

THETA ThetaLeft;

THETA ThetaRight;

STAT c;

STAT cLeft;

STAT cRight;

unsigned int NrTable;

unsigned int NrTableLeft;

unsigned int NrTableRight;

};

Per ogni istanza della classe Cluster vi è un set di variabili che contiene le seguenti
informazioni: Beta è il peso globale del cluster βk, Theta è il parametro latente θk, c è
una statistica necessaria per fare inferenza sul parametro latente e NrTable è il numero
m·k di tavoli assegnati al cluster k. Per ognuna di queste variabili ci sono le analoghe per i
due sub-cluster. Nel caso del topic modeling, la variabile c è un vettore di dimensione pari
al numero di parole distinte: la componente ci contiene il numero di volte che l’i-esima
parola è stata assegnata al cluster. La maggior parte delle funzioni di questa classe sono
di tipo Set e View, rispettivamente assegnano e visualizzano gli attributi sopra elencati;
i metodi Reset azzerano i valori delle statistiche. Di questi metodi riportiamo alcuni
esempi:

void CategoricalCluster::SetTheta(THETA& _Theta)

{Theta=_Theta;}

void CategoricalCluster::ViewTheta(THETA& _Theta)const

{_Theta=Theta;}

void CategoricalCluster::ResetStatistics(unsigned int W)

{c.assign(W,0);}

Altri esempi sono IsEmpty, metodo che ritorna una valore di tipo booleano, pari a true se
il cluster è vuoto. La funzione caratterizzante di questa classe è però UpdateStatistics,
che aggiorna le statistiche necessarie per fare inferenza sul parametro latente.

Oltre ai metodi virtuali, che devono essere obbligatoriamente definiti, sono stati ag-
giunti tre metodi specifici per il topic modeling. Il parametro latente θ è una variabile
di tipo vector<double> ed è utile accedere ad uno specifico elemento del vettore con il
metodo:

double CategoricalCluster::ViewThetaId (unsigned int _id) const{
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if(_id > Theta.size()){

std::cerr<<"Errore in CategoricalCluster.ViewThetaId"<<std::endl;

std::cerr<<"Id eccede rispetto gli elementi contenuti"<<std::endl;

exit(1);

}

return Theta[_id];

}

Si vedrà nella classe Model che questo metodo è utile nel calcolo della verosimiglianza.

4.1.3 Classe Model

Questa classe si occupa di calcolare tutte quelle quantità che dipendono dal modello
scelto; sono implementate le equazioni (3.14) e (3.19), che permettono di fare inferenza
sui parametri latenti dei cluster, e vengono calcolate quantità come la verosimiglianza e
la marginale dei dati (3.30). Inoltre a Model è delegato il compito della gestione di tutti
i cluster.

Durante l’esecuzione dell’algoritmo, ad ogni iterazione, il numero di cluster cambia.
In una stessa iterazione possono essere aggiunti e tolti più cluster, quindi c’è la necessità
di una struttura contenente i cluster con le seguenti caratteristiche:

• aggiunta e rimozione di elementi a basso costo computazionale;

• mantenimento di un ordinamento interno;

• facile accesso agli elementi.

Si è deciso di utilizzare una classe fornita dalla Standard Library. Una possibile soluzio-
ne potrebbe essere la classe vector, che utilizza memoria contigua per allocare i suoi
elementi: ciò permette di accedere ai singoli in modo efficiente e di avere un ordinamen-
to interno. Cancellare o inserire un nuovo elemento in mezzo al vettore comporta però
una traslazione degli elementi in memoria. Quest’azione può essere costosa in termini di
tempo d’esecuzione, perciò questa classe non soddisfa i requisiti desiderati. Una classe
che permetterebbe una facile rimozione ed aggiunta di elementi all’interno della struttura
è list. A differenza di vector, list non utilizza una memoria contigua per allocare
gli elementi, quindi questi si rimuovono e aggiungono senza costi elevati. L’ordinamento
interno è mantenuto associando ad ogni elemento della lista un puntatore a quello pre-
cedente ed uno al successivo. In una struttura di questo tipo è necessario però scorrere
tutti gli elementi fino a quello che si sta cercando. Un giusto compromesso tra vector

e list è la classe unordered_map (si veda la Figura 4.1). È un container i cui elementi
sono delle coppie (key,mapped-value). Non utilizza una memoria contigua, perciò nel mo-
mento in cui si eliminano o inseriscono nuovi elementi non è necessario traslarli come con
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(a) Eliminazione del 100-esimo dato.
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(b) Inserimento del 100-esimo dato.

Figura 4.1: I due grafici rappresentano i tempi di esecuzione per eliminare l’elemento nella
100-esima posizione ed il suo inserimento nella medesima posizione all’aumentare della dimen-
sione delle strutture. Sull’asse delle ascisse è riportata la dimensione della struttura in termini
di numero di elementi contenuti; sull’asse delle ordinate sono riportati i tempi di esecuzione
dell’operazione.

vector. Il key-value identifica in modo univoco gli elementi, così è possibilie mantenere
un ordinamento interno del mapped-value e accedervi facilmente.

La struttura che si occupa della gestione dei cluster è dunque la seguente:

unordered_map<unsigned int, CategoricalCluster> Clusters;

il key-value indica l’ID del cluster e ilmapped-value è un oggetto di tipo CategoricalCluster,
classe implementata ad hoc che si occupa della gestione del singolo cluster (si veda Para-
grafo 4.1.2). Una struttura di questo tipo gestisce in modo dinamico i cluster e permette
di aggiungerli ed eliminarli ad ogni iterazione senza costi aggiuntivi. I metodi che si
occupano della gestione dei cluster sono specifici di Model e sono i seguenti:

void AddOneCluster (const unsigned int _k);

void RemoveOneCluster(const unsigned int _K);

void RemoveClusters(const vector<unsigned int>& _K);

I metodi AddOneCluster e RemoveOneCluster, rispettivamente, aggiungono o rimuo-
vono uno specifico cluster. In AddOneCluster si passa solo l’ID del cluster che si vuole
aggiungere; il nuovo cluster viene inizializzato con i valori del costruttore di default della
classe CategoricalCluster. Durante l’esecuzione dell’algoritmo vi è la necessità di ri-
muovere più cluster contemporaneamente, per questo motivo si è implementato il metodo
RemoveClusters che prende in input il vettore degli ID dei cluster da rimuovere. In en-
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trambi i metodi RemoveOneCluster e RemoveClusters, quando i cluster sono rimossi
è necessario rinominare i loro ID, così da avere una sequenza di etichette 1, . . . ,K , dove
con K si indica il numero corrente di cluster.

Si riportano gli attributi principali della classe CategoricalModel:

template <unsigned int DIM=1>

class CategoricalModel final: public GenericModel<TypeCategorical<DIM>,DIM>{

private:

HYP Lambda;

unsigned int K;

unordered_map<unsigned int, CategoricalCluster> Clusters;

unsigned int OMP_NUM_THREADS;

};

La variabile Lambda è l’iperparamtro della prior sui parametri latenti, è un attributo che
rimane costante durante l’esecuzione dell’algoritmo. L’assegnazione degli iperparametri
è fatta ad inizio algoritmo: nel caso si decida di assegnare dei valori diversi da quelli di
default, si utilizza il metodo SetHyperparameter, che riceve in ingresso i valori degli
iperparametri letti da un file .txt ; se invece si decide di utilizzare i valori di default
si utilizza il metodo DefaultHyperparameter. Le altre variabili della classe sono K,
numero di cluster correnti e OMP_NUM_THREADS, variabile che indica il numero di thread
utilizzati nella parallelizzazione (si veda il paragrafo 4.2).

Prima di iniziare l’esecuzione dell’algoritmo, si chiede all’utente di impostare un nu-
mero iniziale di cluster. La funzione SetInitialClusters permette di allocare i K
cluster iniziali nella struttura Clusters. Gli attributi del singolo cluster sono inizializ-
zati con i valori di default, tranne βk: con il metodo SetBeta si assegnano a tutti i cluster
un peso globale pari a 1

K+1 . Di seguito è riportata l’implementazione del metodo:

template<unsigned int DIM> void CategoricalModel<DIM>::SetInitialClusters(

unsigned int _K){

CategoricalCluster New;

for(size_t k=0; k<_K; ++k){

Clusters.insert({k,New});

Clusters[k].SetBeta(1.0/(_K+1));

}

K = _K;

}

Oltre ai metodi dichiarati nella classe astratta, è stato definito un operatore di accesso
per poter modificare o stampare i valori degli attributi del singolo cluster. Si riporta
l’implementazione:

template<unsigned int DIM> CategoricalCluster& CategoricalModel<DIM>::

operator[] (unsigned int _K){
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return Clusters[_K];

}

In questo modo è possibile utilizzare i metodi della classe CategoricalCluster per
modificare gli attributi del singolo cluster.

I metodi caratterizzanti della classe sono quelli che si occupano di calcolare le quantità
dipendenti dal modello, come la verosimiglianza, la marginale dei dati (3.30) e la densità
dei parametri latenti. Per calcolare il logaritmo della marginale e il logaritmo della
densità dei parametri lantenti si specifica il cluster su cui si vogliono calcolare queste due
quantità:

double Marginalized_Loglikelihood(const unsigned int _K);

long double LogDensity(const unsigned int _K);

Per la verosimiglianza in scala logaritmica vi sono tre metodi: Loglikelihood, Loglikeli-
hoodLeft e LoglikelihoodRight; calcolano il logaritmo della verosimiglianza del dato
X una volta specificato l’ID del cluster K. Di seguito è riportato, come esempio, uno dei
tre metodi:

template <unsigned int DIM> double CategoricalModel<DIM>::Loglikelihood(const

POINT X, const unsigned int _K){

double log_temp = 0;

double theta_temp;

theta_temp = Clusters[_K].ViewThetaId(X - 1);

double log_temp = std::log(theta_temp);

return log_temp;

}

Tra le funzioni dipendenti dal modello, le più importanti sono quelle che implemen-
tano gli aggiornamenti dei parametri latenti, descritti nelle equazioni (3.14) e (3.19). I
metodi UpdateThetaCluster e UpdateThetaSubCluster si occupano del campiona-
mento dei parametri latenti di tutti i cluster e dei loro sub-cluster; ricevono in ingresso
solo un parametro: il generatore dei numeri casuali. Nel Paragrafo della parallelizzazione
sarà spiegato in dettaglio il significato della variabile Gen. Si riporta la dichiarazione dei
due metodi:

void UpdateThetaCluster(omprng& Gen);

void UpdateThetaSubCluster(omprng& Gen);

Vi sono poi dei metodi che si occupano di aggiornare i parametri latenti di un solo cluster
e dei suoi due rispettivi sub-cluster. Di seguito è riportata l’implementazione del metodo
che aggiorna solo i parametri del cluster:

template<unsigned int DIM> void CategoricalModel<DIM>::UpdateOneThetaCluster(

const unsigned int _K,omprng& Gen){

vector<double> params;
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STAT c;

unsigned long N=Lambda.size();

THETA temp_theta(N,0);

Clusters[_K].ViewStatistics(c);

if(Lambda.size()!= c.size()){

std::cerr<<"Errore in CategoricalModel.UpdateOneThetaCluster"<<std::endl;

std::cerr<<"Lambda e il vettore dei contatori hanno dimensione differente"

<<std::endl;

exit(1);

}

for(size_t i=0; i<N; i++)

params.push_back(c[i]+Lambda[i]);

Gen.rdirichlet(params,temp_theta);

Clusters[_K].SetTheta(temp_theta);

}

Il metodo riceve in input l’ID del cluster che si vuole aggiornare e il generatore dei numeri
casuali. Nella variabile locale params si impostano i valori aggiornati degli iperparametri
per campionare i nuovi valori dei parametri latenti; si campiona con il generatore dei
numeri casuali e si reimpostano i nuovi valori con il metodo SetTheta.

4.1.4 Classe Document

In ogni documento (o, più in generale, in ogni gruppo di dati) si può individuare un certo
numero di cluster, per questo motivo si è deciso di creare una classe che si occupi della
gestione del gruppo. In particolare:

• gestione dei dati, ovvero si occupa dello spostamento dei dati nei cluster a cui sono
stati assegnati;

• rimozione ed aggiunta dei cluster specifici del gruppo;

• simulare le etichette z dalle equazioni (3.15) e (3.20);

• simulare i pesi dei cluster nei gruppi πjk e πjkh dalle equazioni (3.12) e (3.18);

• simulare i tavoli mjk e mjkh dalle equazioni (3.10) e (3.21).

CategoricalDocument eredita pubblicamente dalla sua interfaccia generica e si specia-
lizza ponendo Type=TypeCategorical.

Per la gestione dei dati è necessaria una struttura dinamica che mantenga la divisione
in cluster dei dati. Tenendo conto di queste caratteristiche fondamentali è stata scelta
una struttura di questo tipo:

unordered_map <ClusterID , pair < unordered_map < POINT, unsigned int>,

unordered_map < POINT, unsigned int> > > Zeta;
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La struttura unordered_map<ClusterID, •> permette di rappresentare i cluster del
gruppo: key value è l’ID del cluster, mentre con • si indica il mapped value che a sua vol-
ta è una struttura complessa del tipo pair < unordered_map < POINT, unsigned

int>, unordered_map < POINT, unsigned int> > che descrive la divisione in sub-
cluster. Il dato è memorizzato nella coppia in base a quale sub-cluster è assegnato e per
rappresentarlo si è deciso di utilizzare unordered_map perchè nel topic modeling i dati
sono ripetuti: il key value è di tipo POINT e rappresenta l’ID della parola nel vocabolario,
mentre con il mapped value si indica il numero di volte che quella parola è stata assegnata
a quel sub-cluster. Gli altri attributi della classe sono i seguenti:

template <unsigned int DIM=1>

class CategoricalDocument final: public GenericDocument <TypeCategorical<DIM

>,DIM>{

private:

unordered_map <POINT, unsigned int> Vocabulary;

double alpha;

unsigned int Nj;

vector<double> Pi;

vector<double> PiLeft;

vector<double> PiRight;

vector<unsigned int> WordCount;

vector<unsigned int> WordCountLeft;

vector<unsigned int> WordCountRight;

vector<unsigned int> LocalTable;

vector<unsigned int> LocalTableLeft;

vector<unsigned int> LocalTableRight;

Vocabulary è il vocabolario specifico del documento, dove il key value indica l’ID della
parola e il mapped value è il numero di volte che quella parola è contenuta nel docu-
mento; alpha corrisponde ad α, iperparametro necessario per fare inferenza sui pesi π
dei cluster specifici del documento, mentre con Nj si indica il numero totale di parole
contenute nel documento. Vi è poi un insieme di variabili che contengono informazioni
riguardanti i cluster presenti nel documento: Pi sono i πj , cioè i pesi dei cluster specifici
del documento, WordCount è un vettore avente dimensione pari al numero di cluster e
l’elemento njk memorizza quante parole del documento sono state assegnate al cluster k,
infine LocalTable ha la stessa dimensione di WordCount e l’elemento mjk memorizza
il numero di tavoli che nel documento sono stati assegnati al cluster k. Per ognuna di
queste variabili ci sono le corrispondenti dei due sub-cluster.

La classe, per assegnare i valori ai suoi attributi, utilizza comandi di tipo Set e per la
loro visualizzazione comandi di tipo View. Tra questi metodi si evidenzia SetDataset:

template<unsigned int DIM> void CategoricalDocument<DIM>::SetDataset(std::

istringstream& SSTR){
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POINT WordId;

unsigned int nidj;

SSTR >> WordId;

SSTR >> nidj;

Vocabulary.insert(std::make_pair(WordId,nidj));

Nj += nidj;

}

L’acquisizione del dataset avviene da un file .txt, in cui ogni riga è data in input a
SetDataset; la riga è contenuta nello string buffer della variabile SSTR. Attraverso l’ope-
ratore di estrazione » si ottengono i valori dal buffer. In Vocabulary sono inserite tutte
le parole distinte del documento, infatti il metodo insert della classe unordered_map
non inserisce l’elemento se il key-value è già presente. Un altro importante metodo di set
che è bene evidenziare è SetAlpha, che riceve in input il valore di α dell’i−esima itera-
zione, nel caso in cui si utilizzi la prior su questo parametro. Questo valore è importante
per poter campionare gli mjk e i πj .

Durante le mosse di split e merge spesso si richiede di aggiungere o rimuovere clu-
ster. In Document sono implementati dei metodi che agiscono su tutti gli attributi e ne
permettono la loro manipolazione:

void InsertNewCluster(const pair < unordered_map < POINT, unsigned int>,

unordered_map < POINT, unsigned int> >& NewCluster, const double _Pi,

const double _PiLeft, const double _PiRight, const unsigned int
_WordCount, const unsigned int _WordCountLeft, const unsigned int
_WordCountRight, const unsigned int _LocalTable, const unsigned int
_LocalTableLeft, const unsigned int _LocalTableRight);

void RemoveCluster(const vector<ClusterID>& _k);

void RemoveCluster(const ClusterID _k);

void RemoveCluster(ClusterID _k1, ClusterID _k2);

Il metodo InsertNewCluster inserisce il nuovo cluster, i valori dei suoi attributi sono
inseriti in coda ai corrispondenti vettori, che contengono informazioni relative ai cluster
già presenti (Pi, LocalTable, WordCount e i corrispondenti attributi dei sub-cluster).
Si noti che RemoveCluster sono funzioni in overload che consentono di fornire diverse
semantiche per una funzione, in base ai tipi e al numero di argomenti. Tutti e tre i
metodi svolgono lo stesso compito, cioè la rimozione dei cluster passati in input. Si è
deciso di implementare anche il metodo per la rimozione di due cluster perchè nelle mosse
di merge globale si richiede sempre la rimozione di due cluster. Questo metodo elimina
gli elementi allo stesso modo di RemoveCluster(const ClusterID _k) che riceve in
input un solo ID e ha la seguente implementazione:

template<unsigned int DIM> void CategoricalDocument<DIM>::RemoveCluster(const

ClusterID _k){
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this-> UpdateZeta(_k);

Pi.erase(Pi.begin() + _k );

PiLeft.erase(PiLeft.begin() + _k );

PiRight.erase(PiRight.begin() + _k );

WordCount.erase(WordCount.begin() + _k );

WordCountLeft.erase(WordCountLeft.begin() + _k );

WordCountRight.erase(WordCountRight.begin() + _k );

LocalTable.erase(LocalTable.begin() + _k );

LocalTableLeft.erase(LocalTableLeft.begin() + _k );

LocalTableRight.erase(LocalTableRight.begin() + _k );

}

Questo metodo è utilizzato nelle mosse di merge locale ogni qualvolta si rifiutano le
proposte. Ricordiamo che nel merge locale si propone l’unione di due cluster per formarne
uno nuovo; questa nuova proposta è aggiunta in coda ai cluster già presenti con il metodo
InsertNewClusters. Per eliminare la proposta nel caso in cui non sia accettata viene
utilizzato il metodo erase offerto dalla classe vector. Si è deciso di optare per questo
metodo perchè è efficiente in questa particolare situazione dato che cancella l’ultimo
elemento di Pi, WordCount, LocalTable e dei relativi attributi dei sub-cluster; non è
necessario traslare gli elementi dei vettori in questa situazione.

Il metodo RemoveCluster che riceve in input il vettore degli ID dei cluster da ri-
muovere è efficiente per la rimozione di più cluster e dei loro rispettivi elementi, che
possono trovarsi anche in mezzo ai vettori Pi, WordCount, LocalTable e gli attributi
corrispondenti dei sub-cluster. In questo metodo non è utilizzato la funzione erase di
vector. Quello che viene fatto è creare nuovi container, che verranno scambiati con
quelli presenti, nei quali si inseriscono tutti i valori dei cluster con ID differente da quelli
passati in input.

La struttura Zeta è complessa da gestire, di fatto rappresenta il documento suddiviso
in cluster. Per questo motivo è stato implementato un metodo che la gestisce nelle fasi
di eliminazione dei cluster. Il metodo in questione si chiama UpdateZeta e ne è stato
fatto anche l’overload. Entrambe le versioni agiscono allo stesso modo: si crea una
nuova struttura Zeta, nella quale si inseriscono gli elementi mantenendo le stesse chiavi,
sino all’elemento che si deve togliere, dopodichè viene saltato l’elemento con ID pari a
quello passato al metodo e si procede con l’inserimento degli elementi rimanenti facendo
attenzione a riscalare gli ID nel modo corretto. Infine questa struttura viene scambiata
con quella vecchia utilizzando il metodo Swap delle unordered_map già implementato
nella Standard Library. Si riporta l’implementazione di uno dei due metodi:

template<unsigned int DIM> void CategoricalDocument<DIM>::UpdateZeta(const

ClusterID _k1, const ClusterID _k2){
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unordered_map < ClusterID , pair < unordered_map < POINT, unsigned int>,

unordered_map < POINT, unsigned int> > > ZetaNew;

for(size_t i=0; i < _k1 ; ++i)

ZetaNew.insert(std::make_pair(i,Zeta[i]));

for(size_t i=_k1+1; i < _k2 ; ++i)

ZetaNew.insert(std::make_pair(i-1,Zeta[i]));

for(size_t i= (_k2+1); i < Zeta.size() ; ++i)

ZetaNew.insert(std::make_pair(i-2,Zeta[i]));

Zeta.swap(ZetaNew);

}

I metodi importanti di questa classe sono quelli che si occupano dei campionamenti.
Per proporre le nuove etichette da assegnare alle parole del documento vi sono tre metodi
public, le cui dichiarazioni sono le seguenti

public:

void UpdateZeta(const THETA& _ThetaId, const POINT _VettId, omprng& Gen);

void UpdateZeta_and_Sub(const THETA& _ThetaId, const THETA& _ThetaIdLeft,

const THETA& _ThetaIdRight, const unsigned int _VettId, omprng& Gen);

void UpdateZetaSub(const THETA& _ThetaIdLeft,const THETA& _ThetaIdRight ,

const POINT id, const unsigned int nidjk, const ClusterID k, omprng&

Gen);

private:

void UpdateDataCount();

void Sampling (std::vector<unsigned int>& _temp_counts, std::vector<double

>& _Weights, unsigned int _nidj, omprng& Gen);

Tutti e tre utilizzano due metodi private: Sampling è il metodo che effettivamente
permette di simulare le etichette, mentre UpdateDataCount aggiorna i conteggi delle
parole nei cluster ed è utilizzato dopo aver simulato le etichette. Con UpdateZeta si
campionano le nuove etichette delle parole, senza assegnarle ai sub-cluster del cluster;
questo metodo viene utilizzato nelle mosse globali di split e merge quando vengono pro-
posti i nuovi cluster, in particolare è implementata l’equazione (3.38). Nel Gibbs Sampler
che si occupa di campionare i nuovi sub-cluster è presente la full-conditional (3.20), che
permette di assegnare i dati ad uno dei due sub-cluster del cluster; questa equazione è
implementata in UpdateZetaSub. In UpdateZeta_and_Sub, invece, sono implementate
le equazioni (3.15) e (3.20): in pratica si campionano le etichette per tutti i dati e inoltre
si assegna il sub-cluster del cluster a cui devono appartenere. Si osservi che uno dei
metodi che aggiorna le etichette si chiama UpdateZeta, anche qui si sta utilizzando la
tecnica dell’overload del metodo per introdurre una semantica differente.

Gli aggiornamenti dei pesi dei cluster specifici del documento sono effettuati dal
metodo UpdatePi che in input riceve β e il generatore dei numeri casuali, mentre α è un
attributo della classe perciò è nota. A questo metodo è delegata l’implementazione dell’



60 Capitolo 4. Implementazione dell’algoritmo

equazione (3.12). Con UpdateAllPiSub e UpdatePiSub, invece, si aggiornano i pesi dei
sub-cluster: in particolare, con UpdatePiSub sono aggiornati i due sub-cluster di uno
specifico cluster, il cui ID è passato in input, mentre UpdateAllPiSub aggiorna i sub-
cluster di tutti i cluster presenti nel documento. Di seguito sono riportate le dichiarazioni
dei metodi:

void UpdatePi (const vector<double>& _AllBeta, omprng& Gen );

void UpdatePiSub (const double _BetaLeft, const double _BetaRight, const

ClusterID k, omprng& Gen);

void UpdateAllPiSub(const vector<double> _BetaLeft, const vector<double>
_BetaRight, omprng& Gen);

Il metodo UpdateAllPiSub, per aggiornare i pesi dei sub-cluster di tutti i cluster, chiama
ripetutamente il metodo UpdatePiSub del quale di seguito riportiamo l’implementazione
insieme a quella di UpdatePi:

template<unsigned int DIM> void CategoricalDocument<DIM>::UpdatePi(const

vector<double>& _AllBeta, omprng& Gen ){

vector<double> dir_sampled(_AllBeta.size());

vector<double> params;

params.reserve(_AllBeta.size());

for( size_t i=0; i< (_AllBeta.size()-1); ++i)

params.push_back(alpha*_AllBeta[i]+ WordCount[i]);

params.push_back(alpha*_AllBeta[_AllBeta.size()-1]);

Gen.rdirichlet(params,dir_sampled);

Pi = dir_sampled;

}

template<unsigned int DIM> void CategoricalDocument<DIM>::UpdateAllPiSub(

const vector<double> _BetaLeft, const vector<double> _BetaRight, omprng&

Gen){

if(_BetaLeft.size() != _BetaRight.size()) {

std::cerr<< " In UpdatePiSub, BetaLeft e BetaRight devono avere la stessa

dimensione"<<std::endl;

exit(1);

}

unsigned int K= _BetaLeft.size();

PiLeft.clear();

PiLeft.resize(K);

PiRight.clear();

PiRight.resize(K);

for(size_t k=0; k<K; ++k)

this -> UpdatePiSub(_BetaLeft[k],_BetaRight[k],k,Gen);

}

Per l’aggiornamento dei tavoli specifici del documento sono stati implementati tre metodi:

• UpdateLocalTable implementa l’equazione (3.10);
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• UpdateLocalTableSub_OneCluster aggiorna i tavoli dei sub-cluster di un solo
cluster, ovvero implementa l’equazione (3.21);

• UpdateAllLocalTableSub aggiorna i tavoli dei sub-cluster di tutti i cluster.

Si noti che la logica è simile a quella utilizzata per UpdateAllPiSub, infatti il metodo
UpdateAllLocalTableSub richiama ripetutamente UpdateLocalTableSub_OneCluster,
a cui viene passato l’ID del cluster che deve essere aggiornato. Di seguito si riporta la
dichiarazione dei tre metodi appena descritti:

void UpdateLocalTable(const vector<long double>& _stirling, const vector<

double>& _Beta, omprng& Gen);

void UpdateLocalTableSub_OneCluster(const vector<long double>& _stirling,

const double _BetaLeft, const double _BetaRight, const ClusterID k,

omprng& Gen);

void UpdateAllLocalTableSub(const vector<long double>& _stirling, const

vector<double>& _BetaLeft, const vector<double>& _BetaRight, omprng& Gen)

;

4.1.5 Classe HDP_MCMC

La classe HDP_MCMC gestisce i dati, le simulazioni che non dipendono dalla scelta del
modello e l’esecuzione dell’algoritmo. Grazie ai parametri template DOCUMENT, MODEL e
DIM, è possibile utilizzare questa classe con qualsiasi modello e tipo di dato; di seguito è
riportata la dichiarazione della classe mettendo in luce alcuni attributi:

template<template <unsigned int> class MODEL, template <unsigned int> class

DOCUMENT, unsigned int DIM=1>

class HDP_MCMC final{

public:

using THETA = typename MODEL<DIM>::THETA;

using POINT = typename MODEL<DIM>::POINT;

using HYP = typename MODEL<DIM>::HYP;

using Corpus = vector<DOCUMENT<DIM>>;

using ClusterID = unsigned int;

private:

Corpus corpus;

std::tuple<bool,bool,bool,bool,bool,bool,bool,bool,bool> Flags;

double Gamma;

vector<double>AllGamma;

double Alpha;

vector<double>AllAlpha;

unsigned int K;

vector<unsigned int> AllK;

vector<long double> LogStirlingNumbers;
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MODEL<DIM> Model;

double Beta_empty;

vector<double> logL;

unsigned int m;

omprng Gen;

unsigned int OMP_NUM_THREADS;

};

L’attributo Flags contiene una serie di impostazioni iniziali necessarie per l’esecuzione
dell’algoritmo, ad esempio se eseguire l’algoritmo a parametri fissi o imporvi le prior.
Le opzioni di Flags sono scelte dall’utente, per maggiori informazioni si rimanda alla
documentazione del codice. Gli attributi Alpha e Gamma contengono rispettivamente i
valori correnti dei parametri α e γ. Nel caso si decida di utilizzare i parametri fissi, questi
due valori non cambiano durante l’esecuzione dell’algoritmo, altrimenti sono aggiornati
ad ogni iterazione. Vi sono due metodi privati che si occupano di campionare α e γ:
void AlphaPrior() e void GammaPrior(). Imponendo delle prior su α e γ è neces-
sario salvare lo storico dei valori per poter fare l’analisi a posteriori, questo compito è
attribuito a AllAlpha e AllGamma, che non sono altro che due vettori di dimensione pari
al numero di iterazioni. Come già accennato nel Capitolo 3 il numero di cluster varia
durante l’esecuzione dell’algoritmo, per questo motivo con K si indica il numero di cluster
correnti e in AllK sono salvati tutti i valori di K. L’algoritmo può essere eseguito in paral-
lelo o in seriale, questa informazione è contenuta nella variabile OMP_NUM_THREADS, che
memorizza il valore dell’omonima variabile d’ambiente ed è impostata dal costruttore, di
cui si riporta l’implementazione:

template <template <unsigned int> class MODEL, template <unsigned int> class

DOCUMENT ,unsigned int DIM>

HDP_MCMC<MODEL,DOCUMENT,DIM>::HDP_MCMC(){

std::get<0>(Flags)=false;

std::get<1>(Flags)=false;

std::get<2>(Flags)=false;

std::get<3>(Flags)=false;

std::get<4>(Flags)=false;

std::get<5>(Flags)=false;

std::get<6>(Flags)=false;

std::get<7>(Flags)=false;

std::get<8>(Flags)=false;

D = 0;

N = 0;

W = 0;

It = 0;

MaxIt = 0;

MaxIt_SubCluster = 0;
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Gamma = 0.0;

AllGamma.clear();

GA = 0.0;

GB = 0.0;

Alpha = 0.0;

AllAlpha.clear();

AA = 0.0;

AB = 0.0;

AllK.clear();

LogStirlingNumbers.clear();

m = 0;

CPO.clear();

burnin_CPO = 0;

OMP_NUM_THREADS=1;

char* EnvironmentVariable;

EnvironmentVariable = getenv("OMP_NUM_THREADS");

if (EnvironmentVariable!=NULL){

std::stringstream ss;

ss << EnvironmentVariable;

ss >> OMP_NUM_THREADS;

}};

Nelle equazioni (3.10) e (3.21), in cui si simula dalle full-conditional il numero di tavoli
e nell’equazione (3.23), in cui si approssima il numero di tavoli, è richiesto di calcolare
i numeri di Stirling di prima specie, senza segno. Queste quantità sono calcolate subito
dopo l’acquisizione del dataset e memorizzate nella struttura LogStirlingNumbers. Il
metodo che si occupa dell’acquisizione del dataset è SetDataset, prima di tutto acqui-
sisce i valori che indicano il numero totale di documenti, la dimensione del vocabolario
delle parole distinte e il numero totale di dati, dopodichè vengono impostate le variabili
Model e corpus. Model si occupa delle quantità dipendenti dal modello e gestisce tutti i
cluster, perciò è necessario assegnare un numero iniziale di cluster in modo da istanziarli;
corpus gestisce tutto il dataset, perciò è un vettore, dove ogni elemento del vettore è
un oggetto di tipo Document. Questi due attributi sono complessi e durante le mosse
globali di Metropolis-Hastings subiscono delle modifiche perchè sono proposti eventuali
nuovi cluster. Se questi nuovi cluster non sono accettati è necessario riportare le strut-
ture allo stato originale. Per affrontare questo problema si è scelto di tenere in memoria
le strutture prima delle modifiche chiamandole OldCorpus e OldModel, nel momento in
cui si rifiutano le proposte è necessario riassegnare le strutture vecchie al posto di quelle
modificate. Come già detto, essendo strutture complesse e di grandi dimensioni, per
evitare sprechi di memoria che derivano dall’utilizzo di variabili temporanee, si è deciso
di sfruttare la move semantic. Si è creato un metodo ad hoc, cioè Swap: permette di
scambiare la struttura proposta, che alla chiusura del metodo viene eliminata, con quella
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originale. Di seguito è mostrata l’implementazione:

template<template <unsigned int> class MODEL, template <unsigned int> class

DOCUMENT ,unsigned int DIM>

template<class T> void HDP_MCMC<MODEL,DOCUMENT,DIM>::Swap(T& Old, T& New){

T Temp(std::move(Old));

Old = std::move(New);

New = std::move(Temp);

}

È un metodo template, così da poterlo utilizzare sia con corpus che con Model. Per
sfruttare i vantaggi dellamove semantic è stato necessario implementare nelle classiModel
e Document i rispettivi move assignment operator, di cui si riporta l’implementazione:

template<unsigned int DIM> CategoricalModel<DIM>& CategoricalModel<DIM>::

operator=(CategoricalModel<DIM>&& mod) {

Lambda = mod.Lambda;

K = mod.K;

Clusters = mod.Clusters;

return *this;

}

template<unsigned int DIM> CategoricalDocument<DIM>& CategoricalDocument<DIM

>::operator=(const CategoricalDocument<DIM>& doc){

Zeta = doc.Zeta;

Vocabulary = doc.Vocabulary;

Nj = doc.Nj;

Pi = doc.Pi;

PiLeft = doc.PiLeft;

PiRight = doc.PiRight;

WordCount = doc.WordCount;

WordCountLeft = doc.WordCountLeft;

WordCountRight = doc.WordCountRight;

LocalTable = doc.LocalTable;

LocalTableLeft = doc.LocalTableLeft;

LocalTableRight = doc.LocalTableRight;

alpha = doc.alpha;

return *this;

}

Per istanziare l’oggetto Temp nel metodo Swap è necessario implementare il move con-
structor nelle due classi interessate, di seguito si riporta l’implementazione:

template<unsigned int DIM> CategoricalModel<DIM>::CategoricalModel(const

CategoricalModel&& mod): Lambda(mod.Lambda),K(mod.K),Clusters(mod.

Clusters){}
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template<unsigned int DIM> CategoricalDocument<DIM>::CategoricalDocument(

CategoricalDocument<DIM> &&doc):

Nj(doc.Nj)

,alpha(doc.alpha)

,Zeta(doc.Zeta)

,Vocabulary(doc.Vocabulary)

,Pi(doc.Pi)

,PiLeft(doc.PiLeft)

,PiRight(doc.PiRight)

,WordCount(doc.WordCount)

,WordCountLeft(doc.WordCountLeft)

,WordCountRight(doc.WordCountRight)

,LocalTable(doc.LocalTable)

,LocalTableLeft(doc.LocalTableLeft)

,LocalTableRight(doc.LocalTableRight){}

Il cuore della classe HDP_MCMC è il metodo che racchiude l’esecuzione dell’algoritmo;
riceve in input due valori: il numero di iterazioni totali Iterations e il numero di
iterazioni per campionare i valori dei sub-cluster nel caso le mosse di Metropolis-Hastings
siano accettate. Prima di iniziare l’esecuzione dell’algoritmo vero e proprio, vi sono una
serie di istruzioni condizionali che permettono di impostare le opzioni scelte dall’utente
per eseguire l’algoritmo sotto certe condizioni, come ad esempio se utilizzare dei valori
fissi per α e γ oppure impostare delle prior. Nella classe sono stati creati i metodi per ogni
passo dell’algoritmo, di cui si riporta un riassunto in Algoritmo 6. Come già accennato
nel Paragrafo 4.1.4, la classe Document è incaricata di simulare i pesi dei cluster specifici
per ogni documento. Dato che la gestione dell’intero corpus è affidata ad una variabile
omonima in HDP_MCMC, il metodo UpdateDocWeight è così fatto:

template <template <unsigned int> class MODEL, template <unsigned int> class

DOCUMENT ,unsigned int DIM>

void HDP_MCMC<MODEL,DOCUMENT,DIM>::UpdateDocWeights(){

vector<double> AllBeta;

AllBeta.reserve(K+1);

Model.ViewBeta(AllBeta);

AllBeta.push_back(Beta_empty);

Gen.setNumThreads(OMP_NUM_THREADS);

#pragma omp parallel for default(none) shared(AllBeta) schedule(static,1)

for(typename Corpus::size_type d=0; d<D;++d){

corpus[d].UpdatePi(AllBeta,Gen);

}}

Prima di tutto si raggruppano i pesi globali β, dopodichè per ogni elemento di corpus si
invoca il metodo UpdatePi passandogli in input i pesi globali e il generatore dei numeri
casuali Gen. Una logica simile è stata usata per π̄, m, m̄ e per le etichette: si raccol-
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Algoritmo 6 Passi dell’algoritmo Sub-Cluster HDP sampler in Algorithm

1: for It= 0 to Iterations do
2: Simulare π → UpdateDocWeights();

Simulare π̄ → UpdateDocWeights_Sub();

Simulare θ → Model.UpdateThetaCluster(Gen);

Simulare θ̄ → Model.UpdateThetaSubCluster(Gen);

3: Simulare z e z̄ → UpdateAssignment_Cluster_and_Subcluster();

4: Mosse locali di Metropolis-Hastings:
LocalMerge();

LocalSplit();

5: Mosse globali di Metropolis-Hastings:
GlobalMerge();

GlobalSplit();

6: Simulare m → UpdateTable();

Simulare m̄ → UpdateSubTable();

7: Simulare β → UpdateBeta();

Simulare β̄ → UpdateAllBetaSub();

8: if Iperparametri aleatori then
9: Simulare il nuovo α → >AlphaPrior()

Simulare il nuovo γ → >GammaPrior()
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gono le informazioni necessarie per campionare, poi le si passano in input ai metodi di
campionamento insieme al generatore di numeri casuali; l’invocazione di tali metodi è
ripetuta per ogni elemento di corpus. Per simulare i parametri latenti di tutti i clu-
ster e rispettivi sub-cluster basta semplicemente richiamare i due metodi di Model già
descritti nel Paragrafo 4.1.3. Discorso differente va fatto per il campionamento dei pesi
globali dei cluster e dei rispettivi sub-cluster. Questi campionamenti sono affidati alla
classe HDP_MCMC. Dall’equazione (3.11) si evince che è necessario raccogliere i valori
di m.k, variabile privata della classe Model, in unico vettore params. In questo vetto-
re come ultimo elemento si aggiunge Gamma, variabile che contiene l’informazione di γ:
essa è necessaria per campionare il peso βK+1, che riassume i pesi di tutti quei cluster
che si devono ancora manifestare. Per campionare dalla distribuzione di Dirichlet viene
utilizzato il metodo rdirichlet, che fa parte della classe che gestisce la generazione
dei numeri casuali (si veda Paragrafo 4.3) . Una volta che queste quantità sono state
simulate è necessario aggiornare i pesi globali di ogni cluster; si ricordi che queste infor-
mazioni sono contenute in Model, in particolare nell’attributo privato Clusters, tranne
il peso globale βK+1 che è l’attributo Beta_empty di HDP_MCMC. Di seguito si riporta
l’implementazione del metodo:

template <template <unsigned int> class MODEL, template <unsigned int> class

DOCUMENT ,unsigned int DIM>

void HDP_MCMC<MODEL,DOCUMENT,DIM>::UpdateBeta(){

Gen.setNumThreads(1);

vector<double> params;

params.reserve(K+1);

vector<double> dir_sampled(K+1);

unsigned int mk=0;

for(size_t k=0; k<K;++k){

mk=Model[k].ViewGlobalTable();

params.push_back(mk);

}

params.push_back(Gamma);

Gen.rdirichlet(params,dir_sampled);

for(size_t k=0; k<K; ++k)

Model[k].SetBeta(dir_sampled[k]);

Beta_empty = dir_sampled[K];

}

Un simile procedimento è utilizzato per l’aggiornamento dei pesi globali dei sub-cluster di
ogni cluster. Si ha un metodo UpdateBetaSub, che riceve in input l’ID del cluster di cui
si vogliono aggiornare i pesi globali dei sub-cluster, mentre UpdateAllBetaSub permette
di aggiornare tutti i sub-cluster. Quest’ultimo non fa altro che chiamare per ogni cluster
corrente il metodo UpdateBetaSub; di seguito se ne riporta l’implementazione:
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template <template <unsigned int> class MODEL, template <unsigned int> class

DOCUMENT ,unsigned int DIM>

void HDP_MCMC<MODEL,DOCUMENT,DIM>::UpdateAllBetaSub(){

Gen.setNumThreads(OMP_NUM_THREADS);

#pragma omp parallel for schedule(static,1)

for(size_t k=0; k<K; ++k)

this->UpdateBetaSub(k);

}

Nelle quattro mosse di Metropolis-Hastings, guardando i rispettivi Hastings ratio, si può
notare che non è necessario calcolare le proposte per i nuovi pesi globali specifici del
documento π̂. Per questo motivo nell’implementazione è stato saltato questo passaggio,
in modo da ridurre i costi computazionali, evitando conti inutili. Inoltre in tutte e quattro
le mosse è necessario campionare le variabili per i sub-cluster del/dei cluster proposti;
questo avviene grazie al Gibbs sampler interno alle mosse. La classe possiede un metodo
che si occupa di campionare solo i sub-cluster delle nuove proposte:

void Gibbs_SubCluster (const vector<ClusterID>& ProposedClusters);

Il metodo riceve in ingresso gli ID dei cluster proposti. Questo passaggio può essere
molto costoso se il numero di cluster proposto è elevato, come ad esempio nel caso delle
mosse globali. Si è quindi deciso di campionare le variabili per i sub-cluster solo nel caso
in cui le nuove proposte sono accettate. Di seguito è riportata una porzione di codice che
descrive questa situazione comune a tutti e quattro i metodi in cui sono implementate le
mosse di Metropolosi-Hastrings:

if(log(u) < LogH ){

NewClusterID.clear();

Model.ViewKey(NewClusterID);

this->Gibbs_SubCluster(NewClusterID);

}

else{

this->Swap(OldCorpus,corpus);

this->Swap(OldModel,Model);

K = Model.ViewK();

}

La variabile u rappresenta un valore simulato dalla distribuzione uniforme. Se H > u,
dove H è l’Hastings ratio, la nuova proposta è accettata, quindi si campionano anche i
sub-cluster dei nuovi cluster proposti, NewClusterID. Altrimenti si ritorna alla struttura
originale.
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4.1.6 Altri file

Nel file Function.hpp sono state racchiuse tutte quelle funzioni utili per l’implementazione
delle classi precedenti, ma che non sono specifiche del modello.

La funzione ComputeLogStirlingNumber permette di calcolare i numeri di Stirling
di prima specie |s(n,m)|, utilizzando la formulazione ricorsiva. I numeri sono calcolati
quando viene istanzianta la classe HDP_MCMC, dopo l’acquisizione del dataset. Questi
valori dovrebbero essere memorizzati in una matrice Njmax × Njmax, dove Njmax è la
dimensione del gruppo più numeroso. Nell’implementazione non viene utilizzata una
matrice ma un vettore. Per poter implementare questa funzione si è dovuto ricorre ad
un piccolo trucco, in quanto non è possibile implementare la formulazione ricorsiva così
come è scritta:

log(s(n+ 1,m)) = log(s(n,m− 1) + ns(n,m)).

Di fatto la formula ricorsiva prescrive di prendere le due quantità log(s(n,m − 1))

log(s(n,m)), calcolarne l’esponenziale per ottenere s(n,m − 1) e s(n,m) e quindi usare
la formula (4.1.6) per ricavare log(s(n+ 1,m)). In questo modo, però, quando n > 1754

le quantità s(n,m − 1) e s(n,m) superano il limite di rappresentazione della macchina,
che nel caso di long double è pari a 1.79769e+308, e vengono rappresentate con degli
inf, creando problemi all’esecuzione. Per questo motivo è necessario ricorrere ad un
espediente per poter calcolare i numeri i Stirling per n > 1754; per maggiori dettagli si
veda l’Appendice A.

Nell’algoritmo vi sono spesso dei controlli su pesi che devono sommare ad 1; per
ridurre l’errore numerico dovuto all’arrotondamento che fa la macchina si è deciso di
utilizzare l’algoritmo di Kahan. È una funzione template di paramentro T:

template<typename T> T Kahan_algorithm (vector<T>& numbers)

Vi sono altre due funzione: Antoniak, che si occupa del campionamento dei tavoli mjk

in Document, in particolare implementa l’equazione (3.10); FindBestNumTable è invece
utilizzata nelle mosse di Metropolis-Hastings per il calcolo degli m̃, ovvero implementa
l’equazione (3.23).

Nei file omprng.hpp, omprng.cpp, rngstream.hpp e rngstream.cpp è stato implemen-
tato il generatore dei numeri casuali in parallelo, di cui si parla in dettaglio nel Paragra-
fo 4.3.

4.2 Parallelizzazione

I modelli bayesiani non parametrici e gli algoritmi MCMC sono noti anche per l’elevato
costo computazionale e a questo si aggiunge anche la possibile dimensione elevata del



70 Capitolo 4. Implementazione dell’algoritmo

dataset. Una soluzione è quella di utilizzare tecniche di parallelizzazione per ridurre il
tempo d’esecuzione.

Per la parallelizzazione del codice abbiamo utilizzato OpenMP, in quanto la strut-
tura dell’implementazione è complessa e questa scelta permette di non stravolgere molto
l’organizzazione del codice. La soluzione di parallelizzazione ottimale è stata individuata
per tentativi successivi, rilevando i tempi di esecuzione e scegliendo la configurazione con
i tempi inferiori. Come prima soluzione si era pensato di assegnare ad ogni thread un
campionamento tramite il costrutto section, ma non si è rivelata essere la soluzione
ottimale: alcuni metodi sono più costosi di altri, dunque i thread che si occupano delle
sezioni più veloci sono costretti ad aspettare gli altri; in questo modo si degrada la per-
formance della parallelizzazione. Si è dunque pensato di parallelizzare i cicli for, data
la loro notevole presenza nel codice; in questa seconda prova i tempi di esecuzione sono
migliorati. Nell’implementazione sono presenti molti cicli che iterano sui cluster e sui
documenti:

omp_set_num_threads(OMP_NUM_THREADS);

#pragma omp parallel for

for(size_t k=0; k<K; k++){ ... }

omp_set_num_threads(OMP_NUM_THREADS);

#pragma omp parallel for

for(size_t d=0; d<D; d++){ ... }

La variabile OMP_NUM_THREADS è il valore dell’omonima variabile d’ambiente acqui-
sita dal costrutture di HDP_MCMC (si veda il Paragrafo 4.1.5). Con la funzione
omp_set_num_threads(OMP_NUM_THREADS) si imposta il numero di thread da utilizzare
nella regione parallela. Il numero di thread rimane fisso durante l’intera esecuzione dell’al-
goritmo. Di seguito sono mostrati due esempi per spiegare le scelte sulla parallelizzazione
del codice:

#pragma omp parallel for schedule(static,1)

for(typename Corpus::size_type d=0; d<D; d++)

corpus[d].UpdateLocalTable( LogStirlingNumbers, _Beta, Gen );

In questo esempio si è parallelizzato un ciclo che scorre sui documenti. Ogni thread
si occupa di simulare per un documento il nuovo numero di tavoli mjk. Si utilizza
lo scheduling static, quindi ad ogni thread viene assegnato approssimativamente lo
stesso numero di iterazioni; poichè ogni iterazione richiede all’incirca la stesso dispendio
di risorse, tutti i thread dovrebbero finire nello stesso momento. In seguito, invece, è
mostrato un esempio nel caso in cui il lavoro dei thread risulta sbilanciato:

#pragma omp parallel for default(none) schedule(dynamic,1) private(DataCount)

reduction(+:LogH)
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for(typename Corpus::size_type d=0; d<D; d++){

corpus[d].ViewDataCount(DataCount.a);

for(size_t k=0; k<K; k++)

if(DataCount.a[k] > 0) LogH += /*...*/;

}

In questo caso si utilizza lo scheduling dynamic, perchè ogni iterazione potrebbe richiede-
re una quantità di lavoro differente: se DataCount.a[k] risulta nullo, infatti, il calcolo di
LogH non è effettuato, perciò un thread potrebbe terminare prima il suo lavoro. Nessun
thread deve aspettare che gli altri terminino il lavoro, quindi appena si libera gli viene
assegnata una nuova iterazione.

4.2.1 Test al variare della dimensione del dataset

Lo scopo dei test effettuati in questo Paragrafo è quello di evidenziare come la variazione
del numero di thread utilizzati per l’esecuzione dell’algoritmo influisce sulle sue presta-
zioni. Sono state effettuate differenti prove variando la dimensione del dataset. I dataset
utilizzati sono stati creati in modo tale che il numero di parole in ogni documento fosse
sempre lo stesso, quello che invece cambia è il numero di documenti per aumentare la
dimensione del dataset. Lo scopo è confrontare i tempi di esecuzione e controllare quanto
incide su di essi la variazione del numero di documenti. Inoltre i dataset sono stati creati
con un numero elevato di cluster, in modo da testare l’algoritmo nelle condizioni peggiori
possibili. Nella Tabella 4.1 sono riportati i tempi medi di esecuzione di un’iterazione
nelle varie prove. Per il dataset con 1000 parole sono state effettuate 1000 iterazioni,
mentre per gli altri due dataset solo 100 iterazioni, perchè nonstante la dimensione non
sia elevata i tempi di esecuzione sono notevoli per via dell’elevato numero di cluster.

Si noti che con dataset piccoli (1000 parole) gli effetti della parallelizzazione non so-
no apprezzabili osservando solo i tempi di esecuzione, ma è necessario controllare anche
il guadagno medio che si ottiene passando dall’esecuzione in seriale a quella parallela.
All’aumentare della dimensione del dataset si nota che il tempo di esecuzione diminui-
sce con l’incremento del numero di thread utilizzato. Nella Tabella 4.1b è riportato il
guadagno medio che si ottiene passando dall’esecuzione in seriale (1 thread) a quella in
parallelo. Si noti che, per l’esecuzione dei dataset con 5000 e 10000 dati, utilizzando 16
thread il tempo di esecuzione è più che dimezzato, infatti per il dataset da 5000 dati si
ha una riduzione del tempo di esecuzione del 69% circa, mentre per il dataset da 10000

si ha una riduzione del 75% circa.

Nel caso si utilizzi l’algoritmo con dataset piccoli si consiglia di impiegare un numero
non elevato di thread; infatti se si osserva la Tabella 4.1b, si nota che il guadagno maggiore
si ottiene utilizzando 2 thread.
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1 2 4 6 8 10 12 16
D = 10,Nj = 100 2.175 1.196 1.643 1.206 1.575 1.323 1.407 1.712

D = 50,Nj = 100 8.72 5.68 4.40 3.35 3.97 2.84 2.85 2.66

D = 100,Nj = 100 20.875 21.8 9.91 11.79 8.95 6.13 5.47 5.24

(a) Tempi medi di esecuzione di un’iterazione.

1 → 2 1 → 4 1 → 6 1 → 8 1 → 10 1 → 12 1 → 16
D = 10,Nj = 100 -45.01 -24.46 -44.55 -27.59 -39.17 -35.31 -21.29

D = 50,Nj = 100 -34.86 -49.54 -61.58 -54.47 -67.43 -67.31 -69.49

D = 100,Nj = 100 +4.43 -52.53 43.52 -57.12 -70.63 -73.80 -74.90

(b) Guadagno medio.

Tabella 4.1: Nella Tabella 4.1a sono riportati i tempi (in secondi) medi di esecuzione di una
singola iterazione al variare del numero di thread. Nella Tabella 4.1b è riportato il guadagno
medio nei tempi di esecuzione che si ottiene parallelizzando il codice.

4.2.2 Analisi dei metodi

Lo scopo di quest’analisi è capire quali parti dell’algoritmo risultano essere le più co-
stose in termini di tempi d’esecuzione. È stato utilizzato un dataset di 10 documenti
e 1000 dati in tutto, sono state eseguite 1000 iterazioni rilevando i tempi di esecuzione
dei principali metodi. Nella Tabella 4.2a sono stati riportati i tempi medi per eseguire
un’iterazione; la riga Gibbs eseguiti riporta il numero di volte che le proposte sono state
accettate e quindi si è effettuato il campionamento dei sub-cluster. Sempre osservando
la Tabella 4.2a, i passi dell’algoritmo più costosi risultano essere i campionamenti delle
etichette (equazioni (3.15) e (3.20)), in particolare quando bisogna ricampionare le eti-
chette di tutti i dati; ciò accade nel passo 3 dell’Algoritmo 4 e nelle mosse globali di
Metropolis-Hastings quando si propongono i nuovi cluster. Inoltre, i passi di Metropolis-
Hastings comprendono anche i campionamenti dei sub-cluster che si basano su un Gibbs
sampler di un centinaio di iterazioni, quindi in generale questi passi sono costosi dal
punto di vista computazionale. L’altro metodo che risulta essere costoso è computeLogL
che implementa il calcolo della quantità logL, ovvero implementa l’equazione (3.27).

Si noti che dal seriale al parallelo si ha un netto guadagno nei passi che sono stati
evidenziati come costosi (Tabella 4.2b). La prestazione dei passi di campionamento delle
variabili β̄, θ, θ̄, π e π̄, invece, peggiora aumentando il numero di thread. Tuttavia,
osservando la Tabella 4.2a si nota che i tempi di esecuzione per il campionamento di
queste variabili sono molto piccoli, perciò non influiscono sul tempo totale di esecuzione,
che si riduce comunque.
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1 2 6 10 12 16
πj 0.0005 0.0014 0.00416 0.0052 0.0059 0.0072

π̄jh 0.0009 0.0013 0.0044 0.0065 0.0070 0.0091

θk 0.0022 0.0020 0.0049 0.0074 0.0083 0.0097

θ̄kh 0.0048 0.0035 0.0060 0.0085 0.0094 0.01122

β̄kh 0.0002 0.0012 0.0046 0.0068 0.0078 0.0096

zji 0.45 0.23 0.16 0.1077 0.1234 0.1209

mjk 0.0022 0.0036 0.0063 0.0074 0.0082 0.0097

m̄jkh 0.0029 0.0025 0.0055 0.0075 0.0082 0.0103

M-H 1.405 0.8035 0.9292 1.082 1.170 1.451

logL 0.2767 0.1272 0.0762 0.0594 0.0535 0.0520

Gibbs eseguiti 2119 2189 2222 2226 2168 2216

Tot 2175.16 1195.58 1206.52 1322.68 1406.69 1712.11

(a) Tempi medi di esecuzione di un’iterazione.

1 → 2 1 → 6 1 → 10 1 → 12 1 → 16
πj +180% +732% +940% +1080% +1340%

π̄jh +44.4% +389% +622% +678% +911%

θk -9.09 % +123% +236% +277% +341%

θ̄kh -27.1% +25% +77.1% +95.8% +134%

β̄kh +500% +2200% +3300% +3800% +4700%

zji -48.9% -64.4% -76% -72.6% -73.1%

mjk +63.6% +186% +236.36% +273% +341%

m̄jkh -13.8% +89.6% +159% +183% +255%

M-H -42.8% -33.9% -23% -16.7% +3.27%

logL -54% -72.5% -78.5% -80,7% -81.2%

Tot -45.03% -44.5% -39.2% -35.3% -21.3%

(b) Guadagno medio.

Tabella 4.2: Tempi (in secondi) di esecuzione medi dei metodi in una sola iterazione. Gibbs
eseguiti indica il numero di volte che le proposte sono state accettate; Tot è il tempo totale di
esecuzione delle 1000 iterazioni.



74 Capitolo 4. Implementazione dell’algoritmo

1 2 4 6 8 10 12 14 16
zji 8,99 6,33 3,08 2,10 2,75 2,08 7,18 1,53 1,32

M-H 68.02 49,54 27,09 20,31 25,51 23,61 41,85 20,02 16,92

logL 1.31 1,23 0,60 0,42 0,80 0,64 0,83 0,42 0,40

K 8 11 10 9 16 15 11 13 13

Tot 7852 5727 3089 2291 2923 2649 5002 2215 1875

(a) Tempi medi di esecuzione di un’iterazione.

1 → 2 1→4 1 → 6 1 →8 1 → 10 1 → 12 1 → 14 1 → 16
zji -29.6% -65.7% -76.6% -69.4% -76.8% -20.1% -83.0% -85.3%

M-H -27.2% -60.2% -70.1% -62.5% -65.3% -38.5% -70.5 -75.1%

logL -6.4% -54.2% -67.9% -38.6% -51.5% -37.2 % -67.5% -69.5%

Tot -27.1% -60.6% -70.8% -62.8% -66.2% -36.3% -71.8% -76.1%

(b) Guadagno medio.

Tabella 4.3: Tempi (in secondi) di esecuzione medi dei metodi in un’iterazione. K indica il
numero medio di cluster che si è manifestato nella simulazione; Tot è il tempo totale di esecuzione
delle 100 iterazioni.

Si è fatta un’ulteriore analisi, con un dataset più grande composto da D = 50 docu-
menti e N = 10000 parole in totale. Sono stati rilevati i tempi di esecuzione delle parti
che sono risultate essere molto costose in termini di tempo. Le parti costose sono i passi
di Metropolis Hastings, il campionamento delle etichette zji per tutti i dati e il calcolo
della quantità logL (Tabella 4.2a) . Sono state svolte simulazioni da 100 iterazioni totali
e 90 iterazioni per il Gibbs sampler dei sub-topic. Notiamo che anche qui si ha un netto
guadagno grazie alla parallelizzazione di questi metodi: si veda la Tabella 4.3b. Inoltre,
nella Tabella 4.3a è stato riportato anche il numero medio di cluster per ogni simulazione.
Occorre rimarcare che il tempo di esecuzione delle simulazioni è influenzato anche dal
numero di cluster che manifestano.

4.3 Generazione dei numeri casuali

Quello che viene richiesto ad un generatore sequenziale di numeri casuali è che le sue rea-
lizzazioni siano tra loro indipendenti. Nel caso di esecuzione in parallelo si richiede non
solo che le realizzazioni generate da un singolo thread siano indipendenti, ma che anche i
valori simulati da thread differenti siano indipendenti. In altre parole è importante poter
utilizzare stream indipendenti di numeri aleatori su ogni thread. Solitamente il genera-
tore di numeri casuali richiede che sia impostato un seme. Utilizzare valori differenti di
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Uniforme U(a, b) double runif (double,double);

Esponenziale E(θ) double rexp (double);

Gamma G(a, b) double rgamma (double,double);
Beta Beta(a, b) double rbeta (double,double);

Uniforme discreta U(0, 1, . . . , N−1) unsigned int runifdiscrete(unsigned int);

Bernulli Be(p) unsigned int rbernoulli(double p);

Binomiale Bin(n, p) unsigned int rbinomial(unsigned int

n,double p);

Dirichlet Dir(λ) void rdirichlet(const vector<double>&

params, vector<double>& dir_sampled);

Tabella 4.4: Elenco delle distribuzioni e dei relativi metodi che le implementano nel generatore
dei numeri casuali.

questa quantità per ogni thread non è sufficiente a garantire l’indipendenza degli stream;
una scelta sfortunata dei semi, inoltre, potrebbe causare un comportamento scorretto
dell’algoritmo. La soluzione consiste nell’utilizzare un generatore di numeri aleatori in
parallelo, come ad esempio il generatore omprng, sviluppato da Bognar, 2013. Il gene-
ratore è una classe scritta in C++ pensata specificatamente per OpenMP, si compone
di quattro file (omprng.hpp, omprng.cpp, rngstream.hpp e rngstream.cpp) e utilizza la
classe RngStreams per generare stream indipendenti di numeri aleatori. Il generatore
è stato modificato aggiungendo le distribuzioni utili per l’implementazione dell’Algorit-
mo 4. Con la versione modificata è possibile simulare campioni iid dalle distribuzioni
elencate nella Tabella 4.4. Il generatore dei numeri casuali è l’attributo omprng Gen della
classe HDP_MCMC. Ogni qualvolta il campionamento è gestito da Model o Document
è necessario passare by-reference il generatore dei numeri casuali al metodo specifico.
In questo modo, qualunque modifica di questa variabile è mantenuta alla chiusura del
metodo. L’aggiornamento dei parametri latenti è gestito da Model :

Model.UpdateThetaCluster(Gen);

Model.UpdateThetaSubCluster(Gen);

Osserviamo che in input ricevono Gen passato per riferimento. Prima di ogni campiona-
mento, è necessario ricordare al generatore il numero di thread per poter creare corret-
tamente stream di numeri aleatori indipendenti. Di seguito viene riportato un esempio
di codice per il campionamento:

Gen.setNumThreads(OMP_NUM_THREADS);

#pragma omp parallel for schedule(static,1)

for(typename Corpus::size_type d=0; d<D; d++)
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corpus[d].UpdateLocalTable( LogStirlingNumbers , _Beta, Gen );

Si imposta il numero di thread utilizzando il metodo setNumThreads, dopodichè si
effettua il campionamento delle nuove quantità chiamando un metodo specifico al quale
viene passato il generatore Gen.

Per simulare correttamente è necessario che il numero di thread sia sempre lo stesso
durante tutta l’esecuzione dell’algoritmo. Nel momento in cui si vogliono ottenere due
simulazioni identiche è necessario che entrambe siano eseguite con lo stesso numero di
thread, lo stesso seme, lo stesso numero iniziale di cluster e ovviamente che le scelte su
α e γ siano identiche. In questo modo se si esegue l’algoritmo più volte il risultato sarà
sempre identico.

Dim [Mb] Dim .txt Dim .bin
0.08 0.09 0.08
0.16 0.18 0.16
0.72 0.81 0.72
4.8 5.4 4.8
28.8 32.4 28.8

Tabella 4.5: La prima colonna ri-
porta la dimensione in [Mb] della
quantità di dati da trasferire su fi-
le di testo e su file binario. Le al-
tre due colonne riportano la rea-
le dimensione dei file una volta
salvati i dati.
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Figura 4.2: Tempo impiegato dai due tipi di stream
per memorizzare i dati sui file.

4.4 Salvare i risultati

Per effettuare l’analisi a posteriori è necessario salvare diverse informazioni. Il salvataggio
avviene sia durante l’esecuzione dell’algoritmo che al suo termine, per questo motivo sono
stati utilizzati sia file di testo che file binari. Si ricordi che i file di testo sono in un formato
leggibile dall’uomo, in quanto la rappresentazione interna dei dati è convertita in caratteri
comprensibili. Per la scrittura di file binari, invece, non è prevista nessuna traduzione; i
dati sono memorizzati nello stesso formato in cui sono rappresentati nell’applicazione. La
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scrittura di file di testo è più lenta rispetto a quella dei file binari e crea file che occupano
più spazio. Durante l’esecuzione dell’algoritmo sono tenuti in memoria, in opportune
strutture, le traiettorie del numero di cluster K, di α e di γ. Queste quantità sono
salvate al termine dell’esecuzione dell’algoritmo, perciò non influiscono sulle prestazioni.
A fronte di ciò si è deciso di salvarle su file di testo, in quanto spesso è utile controllare i
valori degli storici prima di effettuare le analisi a posteriori; per maggiori dettagli si veda
il Paragrafo 4.5.2.

Per il riconoscimento dei cluster e altre analisi a posteriori è utile salvare, per ogni
iterazione, i valori dei parametri latenti, i pesi globali dei cluster e i pesi dei cluster spe-
cifici per ogni documento. Questo comporta la creazione di file molto grandi (nell’ordine
dei Gb per dataset con oltre 30000 dati) e il salvataggio avviene durante l’esecuzione
dell’algoritmo; per questo motivo si è deciso di utilizzare file binari. Nella Tabella 4.5
è stato riportato un esempio di come si comportano i file di testo e i file binari quando
memorizzano la stessa quantità di dati. Nella Figura 4.3, invece, è riportato il tempo im-
piegato dallo stream dei file di testo e dallo stream dei file binari a svuotarsi e terminare
la scrittura sui due differenti file.

4.5 Inferenze statistiche a posteriori

Una volta terminato l’algoritmo è necessario analizzare i risultati dell’algoritmo, cioè
calcolare le inferenze a posteriori. A questo scopo è stata implementata PosteriorAnaly-
sis: la classe ha il compito di acquisire l’output dai vari file binari e di testo, caricarlo
in opportune strutture tramite metodi di Set ed elaborarlo, richiamando l’ambiente R
grazie ad un’interfaccia ad hoc, descritta nel Paragrafo 4.5.1. Per verificare la bontà
della simulazione e quindi ritenere corretti i risultati è necessario eseguire l’analisi delle
catene MCMC; successivamente, si individua l’iterazione ottima utilizzando il metodo
descritto nel Paragrafo 4.5.3 e si mostrano i corrispondenti topic stimati. Per ogni fase
dell’analisi a posteriori vi è un metodo nella classe; l’implementazione è dettagliata nei
Paragrafi 4.5.2- 4.5.4. Abbiamo scelto di rendere template anche questa classe perchè
le strutture in cui si memorizzano le informazioni e i metodi per le analisi a posteriori
dipendono dal modello scelto.

4.5.1 Interfaccia R-C++

Per interfacciare C++ a R si usano i pacchetti RInside e Rcpp. Grazie a RInside è pos-
sibile aprire una sessione protetta di R all’interno di un’applicazione C++. Rcpp fornisce
funzioni R e classi C++ che permettono un’integrazione semplice dei due linguaggi; strut-
ture dati e oggetti in C++ possono essere trasformati nei loro equivalenti in R e viceversa.
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Al termine dell’algoritmo, se l’utente desidera condurre l’analisi a posteriori, viene aperta
una sessione di R e viene creato un oggetto di classe CategoricalPosteriorAnalysis, cioè
la versione specializzata per il modello Dirichlet-Categorica:

cout<<"Starting Posterior Analysis..."<<endl;

cout<<endl;

cout <<"Opening R environment... "<<endl;

RInside R(argc, argv);

cout <<"Done. " <<endl;

cout<<endl;

cout<<"Istantiating CategoricalPosteriorAnalysis object..."<<endl;

CategoricalPosteriorAnalysis<1> CPA;

I metodi che si interfacciano con la sessione di R devono trasformare i contenitori utilizzati
in strutture comprensibili ad esso, che sono disponibili nel pacchetto Rcpp. Di seguito
riportiamo un esempio in cui si traforma un vector in una struttura comprensibile ad
R; si suppone che la variabile AllK sia già stata riempita in precedenza.

size_t iter = AllK.size();

Rcpp::NumericVector R_K(iter);

for(unsigned int i = 0; i<iter; ++i)

R_K[i] = AllK[i];

L’oggetto R va passato per riferimento ad ogni metodo che necessita di comunicare con
la sessione R; grazie ad esso, infatti, avviene il passaggio di strutture e variabili da un
ambiente all’altro:

R["iterazioni"] = iter;

R["AllK"] = R_K;

e vengono lanciati script e comandi, come se si scrivesse sulla console di R:

std::string str_lib = "suppressMessages(library(coda))";

R.parseEvalQ(str_lib);

std::string src = "source(\"../../src/Rscript/KPosteriorAnalysis.R\")";

R.parseEval(src);

4.5.2 Analisi delle catene markoviane simulate

La classe PosteriorAnalysis fornisce due metodi che permettono di analizzare le catene
markoviane prodotte dall’algoritmo. Nel caso si utilizzino le prior sui parametri α e γ è
necessario analizzare anche le loro catene. Lo scopo di questi metodi è quelli di controllare
che la catena sia giunta a convergenza e calcolare eventuali statistiche riassuntive.

Il metodo che si occupa dell’analisi a posteriori della catena del numero di cluster è
il seguente:
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void KPosteriorAnalysis(RInside& R, const unsigned int Burnin, const unsigned

int Thinning);

Il metodo riceve in ingresso due valori: Burnin è il numero di iterazioni da scartare
all’inizio della catena, mentre Thinning è il numero di iterazioni da tralasciare tra un’i-
terazione selezionata e la successiva. Questa funzione utilizza il pacchetto di R coda e gli
output forniti sono: summary della catena, traceplot, stima della densità a posteriori,
autocorrelazione ed effective sample size. Per visualizzare i possibili output che si possono
avere si rimanda al Capitolo 5. Inoltre si offre la possibilità di cambiare runtime i valori
di Burnin e Thinning una volta verificato il traceplot della catena e l’autocorrelazione.
Lo stesso output è fornito dal metodo che fa l’analisi per le catene di α e γ, di seguito si
riporta la dichiarazione:

void AGPosteriorAnalysis(RInside& R, const unsigned int AlphaBurnin,const

unsigned int AlphaThinning,const unsigned int GammaBurnin, const unsigned

int GammaThinning, const char AlphaTry,const char GammaTry);

Entrambi i metodi utilizzano l’interfaccia con R, perciò sono presenti i relativi script di
R, in cui sono riportati i comandi per poter eseguire l’analisi a posteriori.

4.5.3 Least-square clustering

L’implementazione utilizzata si basa su quella originale di D.B.Dahl (disponibile all’indi-
rizzo https://dahl.byu.edu/software/lsclust.zip), ma sono state apportate
delle modifiche per migliorarne le prestazioni. La nostra implementazione utilizza i con-
tentori della Standard Library, mentre quella originale fa uso della memoria dinamica,
cioè di strutture create e distrutte tramite gli operatori new e delete; uno dei van-
taggi dei contenitori della Standard Library è che gestiscono autonomamente la propria
creazione e distruzione.

Il metodo, per prima cosa, deve leggere da file le etichette dei cluster assegnate ai
dati in ogni iterazione e caricarle in una struttura opportuna. A questo scopo si è scelto
un contenitore del tipo vector<vector<unsigned int» Labels: ogni elemento del
vettore esterno è un vettore che contiene le etichette assegnate ai dati in una certa ite-
razione. Non è necessario creare le matrici di associazione δ(c) per ogni iterazione, è
sufficiente operare sulla struttura Labels appena descritta; ciò è particolarmente van-
taggioso perchè non sarebbe fattibile tenere in memoria T matrici N × N , dove T è il
numero di iterazioni dell’output e N è il numero di dati. A questo punto si deve calcolare
la matrice delle pairwise probabilities π̂: è una matrice N ×N simmetrica, perciò è suffi-
ciente memorizzare solo la porzione inferiore in una struttura opportuna, ad esempio un
vector<double>; si noti che tale vettore ha (N × (N + 1))/2 elementi. Ora è possibile
risolvere il problema di minimizzazione (2.55) per ottenere informazioni sul least-square

https://dahl.byu.edu/software/lsclust.zip
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clustering cLS , in particolare l’iterazione corrispondente, il numero di cluster KLS e come
sono ripartiti i dati nei KLS cluster.

Durante l’implementazione del metodo abbiamo riscontrato due problemi. Inizial-
mente il codice era stato testato su una macchina virtuale con una memoria limitata di
circa 12Gb. Con queste risorse non è stato possibile allocare la struttura che memorizza
π̂ quando N era “grande” (nell’ordine delle migliaia). Ad esempio, si pensi ad un dataset
di 76000 dati: considerando che un double occupa 8 bytes in memoria, il calcolatore
deve gestire una struttura di 22 Gb circa. Si è pensato dunque di non calcolare a priori
la matrice π̂, per non dover memorizzare il contenitore corrispondente. In alternativa, gli
elementi di π̂ vengono calcolati di volta in volta, quando necessario. Su un calcolatore
con sufficiente memoria ed elevata capacità computazionale, come ad esempio il cloud
PoliCloud e la macchina Nora del Dipartimento di Matematica, gestire grandi strutture
non rappresenta un ostacolo. Il vero problema consiste nel tempo d’esecuzione del me-
todo, eccessivo quando N e T sono grandi. È possibile apportare alcune modifiche al
codice seriale per introdurre la parallelizzazione; di nuovo, poichè sono da parallelizzare
cicli for, abbiamo usato OpenMP. Mostriamo, come esempio, il ciclo che calcola la
somma degli scarti quadratici per ogni clustering c(it):

#pragma omp parallel default(none) private(i,j,iter,pp,deviance) firstprivate

(count) shared(ss,N,Labels,std::cout){

vector<double> ss_private(Labels.size(),0.0);

#pragma omp for schedule(dynamic,1)

for(i = 0; i<N; ++i){

for(j=0; j<i; ++j){

for(iter=0; iter<Labels.size(); ++iter)

if(Labels[iter][i]==Labels[iter][j]) ++count;

pp = count / static_cast<double>(Labels.size());

for(iter=0; iter<Labels.size(); ++iter){

deviance = (Labels[iter][i] == Labels[iter][j] ? 1 : 0 ) - pp;

ss_private[iter] += deviance*deviance;

}

count = 0;

}

}

#pragma omp critical{

for(iter=0; iter<Labels.size(); ++iter)

ss[iter] += ss_private[iter];

}

}
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Si osservi che i thread si spartiscono le iterazioni del ciclo più esterno, quello sul numero di
dati N , che in genere è più grande di T . Ogni thread memorizza delle somme parziali nel
vettore privato ss_private; al termine del ciclo ogni thread, uno alla volta, aggiunge i
suoi risultati al vettore condiviso ss. Successivamente (non mostrato) si cerca l’elemento
minimo del vettore ss. Alla posizione it di ss in cui si trova il minimo corrisponde il
least-square clustering cLS .

Sono state confrontate le due implementazioni del metodo, cioè quella in cui π̂ viene
memorizzata (nel seguito definita come versione vector) contro quella in cui π̂ viene
calcolata runtime (nel seguito indicata come versione runtime); l’obiettivo è capire quale
versione sia più efficiente al variare di N e del numero di thread. Sono stati simulati
tre dataset di dimensione differente: N = 1000, N = 5000, N = 10000; l’output della
simulazione, al netto di burnin e thinning, consiste in T = 1900 iterazioni. La Tabella 4.6
mostra i tempi d’esecuzione del metodo, misurati in secondi, sull’output dei tre dataset al
variare del numero di thread da 1 a 16. Per ogni dataset, l’effetto della parallelizzazione
è simile nelle due implementazioni, infatti passando dall’esecuzione seriale a 16 thread
il tempo si riduce di circa il 93%. Calcolare le probabilità π̂ a priori o runtime implica
lo stesso numero di operazioni, ciò che cambia è che nel primo caso il programma deve
gestire la struttura che memorizza π̂. È necessario inoltre sottolineare che la versione
runtime prevede solo una sezione parallela, cioè quella mostrata nel codice soprastante.
La versione vector necessita invece di due regioni parallele: una per riempire la struttura
con le probabilità calcolate e una per risolvere il (2.55); accade quindi che vengano creati
e distrutti due team di thread. Queste considerazioni trovano riscontro nei risultati
dei test: al crescere di N , gli effetti della presenza della struttura si fanno sentire e
l’implementazione runtime risulta più veloce.

4.5.4 Wordcloud

Per dare una rappresentazione grafica dei topic stimati, si è deciso di utilizzare i wor-
dcloud : sono nuvole di parole in cui la grandezza di queste è proporzionale alla loro
importanza. Il metodo least-square clustering, descritto nel Paragrafo 4.5.3, fornisce
l’iterazione in cui si trova la partizione dei dati ottimale. Una volta individuata, so-
no memorizzati i corrispondenti β e θ in opportune strutture chiamate Beta_opt e
Theta_opt. I β1, . . . , βK forniscono un ordinamento dei topic, dal più importante a cui
è associato il βk più grande al meno importante a cui è associato il βk più piccolo. Si
ricordi che il vettore dei parametri latenti θk rappresenta la distribuzione delle parole nel
topic k, perciò θk ha dimensione pari alla dimensione del vocabolario e θwk corrisponde
al peso della w -esima parola del vocabolario nel topic k. Per disegnare i wordcloud viene
utilizzata una libreria di R chiamata wordcloud ; questo metodo interagisce quindi con
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1 2 4 6 8 10 12 14 16
vector 75.08 38.29 19.50 13.10 10.14 8.11 6.84 5.83 5.19

runtime 75.29 29.66 22.11 16.19 11.89 9.24 7.86 6.92 6.09

(a) N = 1000

1 2 4 6 8 10 12 14 16
vector 1777.4 892.9 448.8 301.6 226.3 183.8 153.5 132.7 113.7

runtime 1204.5 606.1 394.6 215.8 190.7 148.4 126.1 104.8 98.7

(b) N = 5000

1 2 4 6 8 10 12 14 16
vector 6762.3 3391.6 1703.9 1141.0 859.4 977.6 581.0 500.9 431.8

runtime 5789.7 2904.7 1455.8 973.7 731.9 589.7 493.9 424.9 368.7

(c) N = 10000

Tabella 4.6: Nelle tabelle 4.6a-4.6c sono riportati i tempi d’esecuzione in secondi del metodo
nelle due versioni, al variare del numero di thread.

R. Alla sessione di R sono passate le strutture che contengono i pesi dei topic in ordine
decrescente, i vettori dei parametri latenti i cui elementi sono stati ordinati in ordine de-
crescente e il vocabolario delle parole distinte. Così facendo, si generano dei file ognuno
contenente il wordcloud di un topic; il nome associato ai file è ”WordCloud of Topic k ”,
dove con k si indica l’ID del topic; a seguito dell’ordinamento secondo i pesi βk, con 1
indichiamo il topic più importante e con K quello meno importante.

Il metodo, inoltre, permette di scegliere quante parole visualizzare nel wordcloud del
topic e quanti topic visualizzare. Questi due valori sono scelti dall’utente e ricevuti in
input da tastiera. Per esempi di wordcloud si rimanda al Capitolo 5.

4.6 Main

Attraverso il Main l’utente può interagire direttamente con l’algoritmo; a questo scopo
è richiesta la compilazione del file DataFile.txt. Le informazioni necessarie sono: iper-
parametri delle prior su α e γ, se si sceglie l’esecuzione a parametri aleatori, altrimenti
i valori costanti di α e γ, il numero di cluster iniziale, il numero totale di iterazioni da
eseguire e il numero di iterazioni del Gibbs sampler per campionare i sub-cluster. Per
maggiori dettagli si rimanda al tutorial del codice.

L’acquisizione di informazioni è effettuata da metodi di Set della classeHDP_MCMC,
dopodichè si chiama la funzione Algorithm per avviare l’esecuzione dell’algoritmo; viene
registrato il tempo di esecuzione.
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Applicazioni

L’implementazione dell’algoritmo SubClusters HDP Sampler descritta nel Capitolo 4 è
stata testata utilizzando la macchina Nora del Dipartimento di Matematica e il PoliCloud.
Nora ospita 16 CPU con processore Intel Xeon 2.40GHz e sistema operativo Linux 2.6.
Sul cloud è stata creata una macchina virtuale con le seguenti caratteristiche: 16 VCPU,
30Gb disco fisso, 8Gb RAM e sistema operativo Ubuntu Server 14.04-Trusty(LTS). Il
Paragrafo 5.1 descrive come sia stato testato l’algoritmo su dataset simulati. Il Paragrafo
5.3 racconta il confronto dell’algoritmo per il modello HDP-mixture, implementato in
questa tesi, con uno che calcola le inferenze usando un metodo variazionale. Infine, il
modello e la sua implementazione parallela vengono applicati a dataset reali: i risultati
sono mostrati nel Paragrafo 5.4. Sia per i dataset simulati che per quelli reali, i topic
stimati sono stati confrontati con quelli generati dal pacchetto R lda, che implementa il
modello Latent Dirichlet Allocation.

5.1 Dataset simulati

Per testare l’implementazione su un dataset simulato per prima cosa abbiamo creato
un vocabolario “fittizio” con W = 100 parole distinte. Come si può osservare nella
Tabella 5.1, tali parole sono suddivise in K = 10 topic. È stato dunque generato un
dataset (denominato Data1 nel seguito) con D = 10 documenti e N = 1000 parole in
totale dal modello (2.44), fissando α = 1 e γ = 4. I parametri latenti θk, k = 1, . . . ,K

non sono stati simulati dalla distribuzione Dirichlet, ma fissati in questo modo:

θk = (0.0, 0.0, . . . , 0.1, 0.1, . . . , 0.1︸ ︷︷ ︸
Topic k

, 0.0, . . . , 0.0)

cioè nel vettore θk si assegna un peso pari a 0.1 alle dieci parole che corrispondono al
topic k, le altre componenti sono nulle. Questa scelta è stata fatta per avere una sorta

83
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Animali zoo, pericolosi, domestici, veterinario, croccantini, canile,
savana, mucca, cane, leone

Arte quadri, museo, artista, colori, scultura, mostra, composizio-
ne, critico, murales, creatività

Cinema film, festival, oscar, regista, attore, copione, cast, sala, ciak,
titolo

Cucina forno, antipasto, dolce, ricette, mattarello, vino, cuoco,
ristorante, pasta, spezie

Lavoro colloquio, assunzione, licenziare, stipendio, curriculum,
mercato, colleghi, ferie, manuale, usurante

Moda sarta, modelle, outfit, trucco, scarpe, sfilata, atelier, borse,
rivista, stilista

Salute malattia, dieta, cibo, medicine, prevenzione, specialista,
ospedale, sanità, cura, biologico

Scienza astronomo, fisica, esperimento, laboratorio, ricerca, chimica,
biologia, scoperta, metodo, scienziato

Sport gara, moto, nuoto, coppa, traguardo, classifica, olimpiade,
telecronista, sci, ciclismo

Viaggi agenzia, catalogo, mare, nave, albergo, crociera, montagna,
rientro, partenze, auto

Tabella 5.1: I dieci topic da cui sono generate le parole nei dataset simulati.
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Prova Prior α Prior γ E[K] E[K|•] Errore ESS

1 α ∼ Gamma(2, 2) γ ∼ Gamma(12, 3) 10 6 3.3% 915
2 α ∼ Gamma(2, 2) γ ∼ Gamma(2, 0.2) 15 6 2.9% 1176
3 α ∼ Gamma(4, 4) γ ∼ Gamma(2, 0.2) 15 6 3.2% 969
4 α ∼ Gamma(2, 0.2) γ ∼ Gamma(2, 0.2) 31 6 2.9% 1198
5 α ∼ Gamma(2, 4) γ ∼ Gamma(12, 3) 8 6 2.9% 1192
6 α ∼ Gamma(2, 2) γ ∼ Gamma(2, 2) 4 6 3.2% 964

Tabella 5.2: Iperparametri a priori di α e γ per ognuna delle 6 simulazioni effettuate con il
dataset Data1; la 4◦ colonna riporta la stima a priori sul numero di topic K, la 5◦ colonna
riporta i valori ottenuti per simulazione di E[K|•], media a posteriori del numero di topic, la
6◦ colonna riporta l’errore calcolato come Time-series SE / SD e infine la 7◦ colonna riporta
l’Effective Sample Size (ESS).

di controllo a priori sui topic. Si osservi che, al fine di generare il dataset, non è stato
necessario fissare λ, iperparametro della distribuzione Dirichlet sui parametri latenti.
Come verrà spiegato in seguito, poichè i vettori θ1, . . . ,θK sono sparsi, cioè solo pochi
elementi sono non nulli, si può pensare che il parametro λ ottimale da utilizzare nei test
sia inferiore ad 1. Per verificare che l’implementazione dell’algoritmo Sub-Clusters HDP
Sampler (SC-HDP) funzioni correttamente, cioè riconosca i topic, sono state eseguite
diverse prove al variare delle prior sui parametri α e γ. In ogni prova è stato fissato
λ = 0.5 e sono state simulate 10000 iterazioni della catena markoviana. I risultati
ottenuti sono mostrati nella Tabella 5.2, al netto di burnin = 1000 e thinning = 3. Le
prior sono state scelte in modo da variare media e varianza a priori dei parametri α e γ. I
risultati mostrano che, comunque si scelgano le prior, vengono catturati 5-7 topic: questo
significa che l’algoritmo è sufficientemente robusto rispetto alla scelta degli iperparametri
delle prior marginali su α e γ. Si osservi inoltre che l’errore si mantiene sempre sotto
il 5% e l’ESS sopra il 10% del numero di iterazioni, pari a 3000 al netto di burnin e
thinning. A titolo d’esempio, la Figura 5.1 riporta traceplot e grafico di autocorrelazione
della catena del numero di topic, simulata durante la Prova 1; nella Figura 5.2, invece,
sono mostrati i wordcloud dei topic stimati nella Prova 5 in corrispondenza dell’iterazione
ottimale, selezionata dal least-square clustering. In nessuna prova, calcolando E[K|•] o
selezionando l’iterazione ottima con il least-square clustering, si ottiene il numero esatto
di topic, ossia K = 10. Per capire se ciò è dovuto al dataset o all’implementazione
del nostro modello, abbiamo scelto un altro metodo per riconoscere i topic in Data1,
che utilizza il modello Latent Dirichlet Allocation (LDA) (1.1). Sono state simulate
10000 iterazioni fissando a priori α = 1, λ = 0.5 e K = 10. Dei 10 topic stimati da
LDA, solo 5 risultano ben definiti e corrispondono ai wordcloud 5.3a-5.3e in Figura 5.3;
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(a) Traceplot. (b) Autocorrelazione.

Figura 5.1: Traceplot 5.1a e autocorrelazione 5.1b della catena markoviana relativa al numero di
topic simulata nella Prova 1.
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Figura 5.2: I 5 topic stimati dall’algoritmo SC-HDP quando i dati sono quelli del dataset Data1.
La stima è ottenuta con il least-square clustering.
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i wordcloud rimanenti sono ripetizioni dei topic già individuati (5.3g e 5.3i) oppure non
sono definibili (5.3f, 5.3h e 5.3j). Ci sembra dunque di non poter escludere che SC-HDP
abbia funzionato, ma che forse il dataset Data1 non è ben equilibrato: mancano infatti i
topic “sport”, “arte”, “moda”, “viaggi” e “lavoro”.

Per quanto riguarda il parametro λ, la scelta λ = 0.5 è ottimale rispetto alla qualità
dei topic stimati. Scegliendo valori molto piccoli o molto grandi, infatti, non si riesce
ad assegnare un nome ai topic osservando i rispettivi wordcloud. Nella Figura 5.4 si
riportano, come esempio, uno dei topic stimati con λ = 0.1 e uno stimato con λ = 10. Si
può osservare inoltre che, variando λ, si sposta la media a posteriori del numero di topic:
fissare un valore molto piccolo, come λ = 0.1, porta a sovrastimare il numero corretto di
topic K, al contrario un valore superiore ad 1 porta a sottostimare K. Questo compor-
tamento dipende dalla prior di Dirichlet assegnata a θ. Ricordiamo che la distribuzione
Dirichlet sul simplesso (W-1)-dimensionale ha densità di probabilità data da:

f(θ1, . . . , θW−1) =
Γ(λ1 + · · ·+ λW )

Γ(λ1) . . .Γ(λW )

W−1∏
w=1

θλw−1
w (1−

W−1∑
w=1

θi)
λw−1 1SW−1

(θ) (5.1)

sul simplesso SW−1 = {(θ1, . . . , θW−1) : θw ≥ 0, w = 1, . . . ,W − 1,
∑W−1

w=1 θw ≤ 1}.
Quando simuliamo un draw da tale densità, otteniamo un vettore θ, le cui componenti
sono tali che θw ∈ [0, 1] w = 1, . . . ,W ,

∑W
w=1 θw = 1. Nel caso particolare in cui

λ1 = · · · = λW = λ e λ = 1, la (5.1) è equivalente alla distribuzione uniforme sul
simplesso (W−1)−dimensionale. Quando λ > 1, i valori simulati di θ sono caratterizzati
da componenti simili tra loro; al contrario, quando λ < 1, i valori simulati di θ hanno
molte componenti prossime allo zero e poche componenti in cui si concentra la maggior
parte della massa. Alcuni esempi sono mostrati in Figura 5.5. Per tradurre questo
comportamento nel contesto del topic modeling, si può affermare che fissare un λ < 1

induce l’algoritmo ad individuare un maggior numero di topic rispetto al caso λ > 1;
questo succede perchè λ < 1 significa distribuzioni di Dirichlet sparse e dunque topic
facilmente distinguibili, mentre per λ > 1 i topic mostrano sovrapposizioni.

A partire dai topic della Tabella 5.1 abbiamo simulato un secondo dataset (denomi-
nato Data2 nel seguito) con le seguenti caratteristiche: D = 40, N = 2000, α = 0.25 e
γ = 4; ogni documento è composto quindi da Nj = 50 parole. Così come per Data1, sono
state eseguite numerose prove al variare delle prior sui parametri α e γ, simulando per
ogni prova 10000 iterazioni della catena markoviana e fissando λ = 0.5. I risultati sono
mostrati nella Tabella 5.3, al netto di burnin e thinning. Si può osservare che, anche in
questo caso, comunque si scelgano le prior la media a posteriori del numero di topic K
è pari a 10 − 11, l’errore si mantiene sotto al 5% e l’ESS sopra al 10%. Si riportano i
topic stimati nella Prova 5 in corrispondenza dell’iterazione selezionata dal least-square
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Figura 5.3: I 10 topic stimati da LDA quando i dati sono quelli del dataset Data1.
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Figura 5.4: Due dei topic stimati da SC-HDP per il dataset Data1 fissando λ 6= 0.5.

Figura 5.5: Esempi di distribuzioni Dirichlet.

Prova Prior α Prior γ E[K] E[K|•] Errore ESS

1 α ∼ Gamma(2, 8) γ ∼ Gamma(12, 3) 10 11 2.7% 1418
2 α ∼ Gamma(2, 8) γ ∼ Gamma(2, 0.2) 17 10 3.0% 1053
3 α ∼ Gamma(2, 2) γ ∼ Gamma(12, 3) 15 11 2.2% 2075
4 α ∼ Gamma(2, 2) γ ∼ Gamma(2, 0.2) 26 10 2.9% 1151
5 α ∼ Gamma(2, 16) γ ∼ Gamma(12, 3) 8 10 3.0% 1137
6 α ∼ Gamma(16, 2) γ ∼ Gamma(16, 2) 34 11 2.0% 2308

Tabella 5.3: Iperparametri a priori di α e γ per ognuna delle 6 simulazioni effettuate con il
dataset Data2; la 4◦ colonna riporta la stima a priori sul numero di topic K, la 5◦ colonna
riporta i valori ottenuti per simulazione di E[K|•], media a posteriori del numero di topic, la
6◦ colonna riporta l’errore calcolato come Time-series SE / SD e infine la 7◦ colonna riporta
l’Effective Sample Size (ESS).
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Prova Prior α Prior γ E[K] E[K|•] Errore ESS

1 α ∼ Gamma(2, 2) γ ∼ Gamma(12, 3) 13 10 2.7% 1374
2 α ∼ Gamma(2, 2) γ ∼ Gamma(2, 0.2) 22 11 2.4% 1733
3 α ∼ Gamma(2, 4) γ ∼ Gamma(2, 0.2) 17 9 2.7% 1370
4 α ∼ Gamma(4, 4) γ ∼ Gamma(2, 0.2) 22 9 2.8% 1292
5 α ∼ Gamma(2, 8) γ ∼ Gamma(12, 3) 8 10 4.9% 410
6 α ∼ Gamma(16, 4) γ ∼ Gamma(2, 0.2) 32 10 2.3% 1883

Tabella 5.4: Iperparametri a priori di α e γ per ognuna delle 6 simulazioni effettuate con il
dataset Data3; la 4◦ colonna riporta la stima a priori sul numero di topic K, la 5◦ colonna
riporta i valori ottenuti per simulazione di E[K|•], media a posteriori del numero di topic, la
6◦ colonna riporta l’errore calcolato come Time-series SE / SD e infine la 7◦ colonna riporta
l’Effective Sample Size (ESS).

clustering (Figura 5.6). Si può affermare che, a differenza di Data1, il dataset Data2
è ben equilibrato, perchè vi compaiono tutti e soli i topic da cui è stato simulato. Per
confermare la bontà del dataset Data2, utilizziamo il pacchetto R lda che implementa il
modello LDA, fissando K = 10, α = 0.25, λ = 0.5 e simulando 10000 iterazioni; i risultati
sono mostrati in Figura 5.7. Si osservi che, dei dieci topic, otto sono ben definiti, uno
(5.7a) mischia due topic, al decimo (5.7j) non si riesce ad assegnare un nome. In questo
senso l’algoritmo SC-HDP ha prodotto risultati migliori.

Il terzo dataset simulato (nel seguito detto Data3) è composto da D = 20 documenti
di Nj = 100 parole, quindi in totale N = 2000, con α = 1 e γ = 4. Nella Tabella 5.4
sono riportate le prove eseguite sul dataset Data3, fissando λ = 0.5 e simulando 10000

iterazioni della catena markoviana; i risultati sono al netto di burnin e thinning: sono
sufficienti burnin = 1000 − 2000 e thinning = 2 − 3. Mostriamo i topic stimati con il
least-square clustering per la Prova 2 (Tabella 5.5); questa volta, invece dei wordcloud, si
riportano per ogni topic le dieci parole con peso maggiore, ordinate per pesi decrescenti.
Si osservi che otto topic sono ben definiti, uno (??) è troppo confuso per potergli attri-
buire un nome e l’ultimo (?) mischia le parole dei topic “Sport” e “Animali”. Si confronta
poi l’output di SC-HDP con i topic stimati da LDA, fissando K = 10, α = 1 e λ = 0.5

(Tabella 5.6). Si può osservare che anche in questo caso sono otto i topic ben definiti;
nei topic “Arte” e “Salute” compaiono solo nove parole: questo succede perchè l’ouput
del metodo nel package lda che implementa il modello LDA non è costituito dai pesi che
i topic assegnano alle parole del vocabolario, ma dalla frequenza delle parole assegnate
ai topic.

L’ultimo dataset simulato (nel seguito detto Data4) è composto da D = 10 documenti
di Nj = 200 parole, quindi sempre N = 2000 parole in totale, con α = 1 e γ = 4. Nella
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Figura 5.6: I 10 topic stimati con SC-HDP quando i dati sono quelli del dataset Data2.



92 Capitolo 5. Applicazioni

veterinario
laboratorio

esperimento

astronomo

cane

leone

ciak fil
m

scoperta

biologico
mucca

do
m

es
tic

i

chimica quadri

croccantini

pericolosi

fisica
savana

canile

ric
er

ca

assunzione

(a) Scienza, Animali.

specialista

ci
bo

sanitÃ

di
et

a cura

prevenzione
modelle

ospedale

 
medicine

malattia

(b) Salute.

agenzia
mercato

stilista

biologia

curriculum

ferie

lic
en

zi
ar

e

colloquio

stipendio

usurante

manuale

m
et

od
o

colleghi
atelier

albergo

assunzione

(c) Lavoro.

festival
ciak

cuoco
vino
dolce

pasta
montagna

antipasto

ric
et

te

spezie

forno
mattarello

ristorante

(d) Cucina.

ciclismo

pa
rt

en
ze

crociera

albergo
rie

nt
ro

fe
rie

catalogo

cura
scultura

mare

nave agenzia

(e) Viaggi.

dolce
trucco

rientro

sfilata

atelier

modelle

stilista

copione

sa
rt

a
outfit bo

rs
e

scarpe

rivista
(f) Moda.

sci
medicine

classifica

 ospedale
olimpiade

traguardo

montagna

prevenzione

mare

moto
titolo

sa
la

gara

telecronista

ciak

co
pp

a

cast
attore

scienziato

nu
ot

o

(g) Sport.

regista
forno

cuocofil
m

ciak
ospedale

spezie

oscar

salacopione ca
st

titolo pasta

festival

attore

(h) Cinema

sarta

murales

m
us

eo

critico

mostra
artista

atelier
borse

creativitÃ

composizione

colori

scultura

ciak

 

(i) Arte.

traguardo
cura

(j) ?

Figura 5.7: I 10 topic stimati con LDA quando i dati sono quelli del dataset Data2.
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Salute Scienza Moda Cucina Animali

dieta fisica modelle ricette croccantini
medicine astronomo stilista mattarello leone
specialista biologia atelier pasta mucca
sanità scoperta rivista vino savana
prevenzione ricerca borse ristorante zoo
cura chimica outfit cuoco cane
malattia scienziato scarpe forno veterinario
cibo esperimento sarta spezie domestici
ospedale metodo sfilata antipasto pericolosi
biologico laboratorio trucco dolce scarpe

Viaggi Lavoro ?? Arte ?

rientro stipendio mucca creatività coppa
partenze ferie domestici artista croccantini
albergo curriculum forno murales nuoto
ciclismo usurante colleghi colori sci
coppa assunzione ricerca scultura classifica
traguardo licenziare albergo mostra traguardo
nave colleghi sci composizione leone
agenzia colloquio sarta critico savana
montagna mercato creatività museo mucca
mare medicine cuoco quadri ciclismo

Tabella 5.5: I 10 topic stimati con SC-HDP quando i dati sono quelli del dataset Data3.
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Cucina Lavoro Animali Salute Scienza

vino quadri mucca medicine astronomo
forno stipendio canile sanità chimica
ristorante mercato veterinario dieta laboratorio
mattarello colleghi cane prevenzione ricerca
cuoco usurante pericolosi specialista biologico
ricette croccantini leone cibo biologia
pasta curriculum moto malattia fisica
dolce licenziare domestici ospedale scoperta
antipasto assunzione fisica cura esperimento
spezie colloquio savana metodo

Arte Moda ? Sport ?

composizione modelle olimpiade coppa ferie
murales outfit nuoto telecronista croccantini
colori borse montagna gara copione
mostra sfilata mare sci rivista
critico atelier rientro ciclismo catalogo
creatività stilista cane classifica zoo
scultura sarta attore nave pericolosi
museo scarpe catalogo traguardo domestici
artista rivista copione canile veterinario

trucco laboratorio scienziato canile

Tabella 5.6: I 10 topic stimati con LDA quando i dati sono quelli del dataset Data3.
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Prova Prior α Prior γ E[K] E[K|•] Errore ESS

1 α ∼ Gamma(2, 2) γ ∼ Gamma(12, 3) 10 10 2.3% 1817
2 α ∼ Gamma(2, 2) γ ∼ Gamma(2, 0.2) 17 10 2.7% 1369
3 α ∼ Gamma(2, 2) γ ∼ Gamma(2, 2) 4 10 2.6% 1519
4 α ∼ Gamma(16, 4) γ ∼ Gamma(12, 3) 15 10 3.7% 720
5 α ∼ Gamma(2, 8) γ ∼ Gamma(12, 3) 6 9 2.6% 1466
6 α ∼ Gamma(2, 8) γ ∼ Gamma(4, 2) 4 9 2.8% 1312

Tabella 5.7: Iperparametri a priori di α e γ per ognuna delle 6 simulazioni effettuate con il
dataset Data4; la 4◦ colonna riporta la stima a priori sul numero di topic K, la 5◦ colonna
riporta i valori ottenuti per simulazione di E[K|•], media a posteriori del numero di topic, la
6◦ colonna riporta l’errore calcolato come Time-series SE / SD e infine la 7◦ colonna riporta
l’Effective Sample Size (ESS).

Tabella 5.7 sono riportati i risultati delle prove eseguite, al netto di burnin e thinning.
La Tabella 5.8 mostra i topic stimati per la Prova 2 con il least-square clustering : si può
osservare che mancano i topic “Cucina” e “Arte”; in realtà, per quasi ogni prova nella
Tabella 5.7, il least-square clustering ha selezionato un’iterazione in cui sono presenti 8

topic e tra questi mancano proprio “Cucina” e “Arte”: si può dire che anche il dataset
Data4 è “difettoso”. Ora si stimano i topic per il dataset Data4 con LDA, fissandoK = 10,
α = 1 e λ = 0.5. I risultati sono nella Tabella 5.9. È chiaro che in questo caso il modello
LDA non è riuscito a catturare la struttura tematica del dataset Data4; si ottiene lo
stesso risultato fissando K = 8.

5.2 Effetto dei parametri sulla distribuzione a posteriori dei

topic

I risultati presentati nel Paragrafo precedente mostrano che l’implementazione dell’algo-
ritmo SC-HDP è robusta rispetto alla scelta delle prior sui parametri α e γ. Ciò non
significa che, quando si deve studiare un dataset reale, si possano scegliere delle prior
qualsiasi. Ricordiamo che il vettore β rappresenta la distribuzione dei topic nel corpus
e che πj rappresenta la distribuzione dei topic nel documento j, con j = 1, . . . , D. Nel
modello (2.28), γ è il parametro di massa del processo di Dirichlet che governa la distri-
buzione dei topic nel corpus, quindi influenza β, mentre α è il parametro di massa del
processo di Dirichlet che governa la distribuzione dei topic in ogni documento, quindi
influenza πj . Per studiare l’effetto di γ e α sulle distribuzioni β e πj , si considera un
piccolo sottoinsieme del dataset NY Times, composto da D = 20 documenti, W = 670
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Lavoro Cinema Scienza Animali

assunzione copione scienziato pericolosi
ferie festival scoperta leone
colloquio regista ricerca veterinario
curriculum ciak esperimento mucca
mercato cast astronomo zoo
colleghi attore biologia canile
stipendio film chimica domestici
licenziare oscar laboratorio titolo
usurante titolo fisica cane
manuale sala metodo croccantini

Sport Viaggi Moda Salute

olimpiade composizione scarpe malattia
ciclismo crociera sfilata cura
coppa mare modelle sanità
moto partenze outfit copione
titolo mostra sarta esperimento
museo albergo borse prevenzione
colloquio montagna manuale dieta
traguardo auto cura medicine
sfilata murales rivista spezie
telecronista artista medicine titolo

Tabella 5.8: Gli 8 topic stimati con SC-HDP quando i dati sono quelli del dataset Data4.
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? ? ? ? Lavoro

metodo biologia mercato scoperta colloquio
astronomo fisica rientro esperimento curriculum
ricerca chimica sfilata cane licenziare
catalogo leone nave pericolosi colleghi
creatività biologico colori savana usurante
mercato croccantini critico sala stipendio
dieta veterinario ciclismo assunzione manuale
copione classifica rivista licenziare modelle
cibo savana museo metodo mercato
titolo composizione zoo outfit

? ? Cinema ? ?

sarta specialista copione nuoto laboratorio
scarpe albergo regista composizione ciak
medicine manuale festival crociera domestici
olimpiade stilista ciak partenze canile
gara montagna cast murales mucca
assunzione mostra attore agenzia quadri
prevenzione scultura titolo mare colloquio
trucco film film museo colori
cibo cast sala artista scultura

oscar classifica manuale

Tabella 5.9: I 10 topic stimati con LDA quando i dati sono quelli del dataset Data4.
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Prova Prior α Prior γ E[α] E[γ]

1 α ∼ Gamma(100, 10) γ ∼ Gamma(64, 8) 10 8
2 α ∼ Gamma(2, 8) γ ∼ Gamma(64, 8) 0.25 8
3 α ∼ Gamma(1.8, 3) γ ∼ Gamma(10, 0.1) 0.6 100
4 α ∼ Gamma(1.8, 3) γ ∼ Gamma(8, 64) 0.6 0.125

Tabella 5.10: Prove eseguite per capire il ruolo dei parametri: la 4◦ e la 5◦ colonna riportano,
rispettivamente, la media a priori del parametro α e del parametro γ.

parole distinte e N = 1000 parole in totale. Si scelgono le prior α ∼ Gamma(2, 2) e
γ ∼ Gamma(36, 6) e si fissa λ = 0.5, poi si simulano 10000 iterazioni della catena mar-
koviana. Non si conoscono i “veri” valori dei parametri α e γ, ma si può pensare che 10000

iterazioni, per un dataset così piccolo, siano sufficienti per poter affermare che le medie
a posteriori E[α|•] e E[γ|•] siano delle buone stime. Dopo aver applicato burnin = 500

e thinning = 2, si ottiene E[α|•] = 0.6 e E[γ|•] = 8; nel seguito questi saranno chiamati
i valori veri per α e γ.

L’idea delle prove presentate nel seguito è quella di aumentare o diminuire α e γ a
priori in modo significativo, rispetto ai veri valori, e vedere cosa succede alla distribu-
zione dei topic nel corpus e dei documenti. Nella Tabella 5.10 sono riassunte le prove
eseguite. Per ogni prova è stata selezionata un’iterazione it in cui K = 30 e quindi
sono stati disegnati i vettori βit e πitj tramite barplot. Riportiamo solo i risultati in-
teressanti. Nella Figura 5.8 si può osservare l’effetto di α sul vettore πj , quindi sulla
distribuzione dei topic in un documento. Aumentare α significa aumentare il numero di
topic presenti in un documento, infatti (5.8b) la massa nel vettore πj è distribuita su più
componenti. Al contrario, diminuire α significa diminuire il numero di topic presenti in
un documento, infatti (5.8c) la massa è concentrata in una sola componente. Scegliere
α troppo alto comporta anche un ritardo nella convergenza, come si può osservare nella
Figura 5.9. Nella simulazione preliminare, con α ∼ Gamma(2, 2), sono sufficienti 1000

iterazioni affinchè la catena markoviana del numero di topic raggiunga la sua distribu-
zione stazionaria (5.9a). Quando α ∼ Gamma(100, 10), invece, sono necessarie almeno
6000 iterazioni (5.9b).

L’effetto del parametro γ sulla distribuzione dei topic nel corpus è meno evidente. Ad
esempio, nella Figura 5.10b si può osservare cosa succede se si impone una prior su γ tale
che la sua media a priori, secondo la relazione (2.42), porti a prevedere un numero troppo
grande di topic rispetto alla dimensione del dataset: viene assegnato un peso rilevante al
topic K+ 1, cioè il cluster vuoto, infatti la massa totale assegnata ai topic è visibilmente
più piccola rispetto al caso in Figura 5.10a. Per concludere, è necessario scegliere con un
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(a) α vero.

(b) α grande. (c) α piccolo.

Figura 5.8: Barplot della distribuzione dei topic in un documento, al variare di α.
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(a) α vero. (b) α grande.

Figura 5.9: Traceplot della catena del numero di topic.

po’ di buon senso le prior sui parametri α e γ, traducendo le proprie conoscenze a priori
sul dataset e utilizzando le relazioni (2.5) e (2.42). Ad esempio, sarebbe poco opportuno
prevedere molti più topic in un documento rispetto a quelli condivisi nel corpus. Una
scelta di questo tipo causa un comportamento anomalo dell’algoritmo, infatti si genera
una catena markoviana del numero di topic che rimane fissa su 1. Scegliere prior non
appropriate significa alterare la distribuzione dei topic nel corpus e in ogni documento,
oltre al numero di topic.

5.3 Confronto con CV-HDP

Ora si vogliono confrontare le performance dell’algoritmo Sub-Clusters HDP Sampler
(SC-HDP), implementato in questa tesi, con il Collapsed Variational inference for HDP
(CV-HDP) presentato nel Paragrafo 2.4. Il codice utilizzato per il CV-HDP è reperibile
all’indirizzo https://mimno.infosci.cornell.edu/topics.html; non è l’implemen-
tazione originale di Teh et al., 2007, che non è disponibile, ma una versione Java scritta da
B. Block. Il dataset scelto è un sottoinsieme del dataset NIPS composto da D = 31 do-
cumenti,W = 3960 parole distinte e N = 26517 parole in totale; il dataset completo è di-
sponibile all’indirizzo https://archive.ics.uci.edu/ml/datasets/Bag+of+Words.
Per ogni documento nel dataset, il 90% delle parole costituisce il training set, che viene
usato dai due algoritmi per fittare il modello, cioè per calcolare le inferenze a posteriori; il
restante 10% è il test set e serve per validare il modello. Come criterio di confronto tra gli
algoritmi è stata scelta la predittiva marginale del test set, calcolata in scala logaritmica.

https://mimno.infosci.cornell.edu/topics.html
https://archive.ics.uci.edu/ml/datasets/Bag+of+Words
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(a) γ vero.

(b) γ grande. (c) γ piccolo.

Figura 5.10: Barplot della distribuzione dei topic nel corpus, al variare di γ.
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Come riportato in Teh et al., 2007, per il CV-HDP la predittiva marginale p(xtest) del
test set si calcola come:

p(xtest) =
∏
ji

∑
k

π̄jkθ̄kxji π̄jk =
αβk + Eq[njk·]

α+ Eq[nj··]
θ̄kw =

ωτw + Eq[n·kw]

ω + Eq[n·k·]
. (5.2)

Per i modelli il SC-HDP, dati S campioni dalla distribuzione a posteriori dopo il burnin:

p(xtest) =
∏
ji

1

S

S∑
s=1

∑
k

π
(s)
jk θ

(s)
kxji

. (5.3)

Per fissare entrambi i modelli è necessario stabilire il valore di alcuni parametri. Si ricorda
che il CV-HDP assume le seguenti distribuzioni a priori sugli iperparametri del modello:

α ∼ Gamma(aα, bα) γ ∼ Gamma(aγ , bγ) ω ∼ Gamma(aω, bω) τ ∼ Dir(aτ ),

(5.4)
dove ω e τ si riferiscono alla distribuzione θk|ω, τ

iid∼ Dir(ωτ ). Si osservi che nel SC-HDP
si ha invece θk

iid∼ Dir(λ), dove λ = (λ, . . . , λ) e il parametro λ è stato fissato pari a 0.5.
È necessario dunque che ωτw ' λ, w = 1, . . .W , in modo da dare le stesse informazioni
a priori in input ai due algoritmi. Poichè E[τw] = 1/W , si vuole che ω/W ' λ, cioè
ω ' λW . Si ricorda inoltre che E[ω] = aω/bω e che Var[ω] = aω/b

2
ω. Si ottengono le

seguenti relazioni per fissare (aω, bω):

aω =
(λW )2

v
bω =

λW

v
, (5.5)

dove v = Var[ω]. Si fissa v = 0.01, in modo tale che ω abbia varianza a priori molto
piccola. Coerentemente con le relazioni (5.5), risultano allora aω = 392000000 e bω =

198000. Si vuole inoltre che il vettore τ estratto da Dir(aτ ) abbia componenti molto
simili tra di loro, questo perchè si vuole che ωτw ' λ, w = 1, . . .W . A questo scopo,
come osservato nel Paragrafo 5.1, si può fissare aτ > 1, in questo caso si è scelto aτ =

10000. Gli iperparametri delle prior su α e γ sono stati fissati, per entrambi i metodi,
pari ai seguenti valori: aγ = 2.0, bγ = 0.4, aα = 2.0, bα = 2.0. L’implementazione
di B. Block dell’algoritmo CV-HDP richiede di fissare anche E[ω] = aω/bω = 1980 e
G[ω] = exp{φ(aω)}/bω = 1980, dove φ(·) è la funzione digamma φ(·) = ∂ log Γ(aω)/∂bω.
Entrambi gli algoritmi hanno simulato 5000 iterazioni, ma in particolare il SC-HDP deve
eseguire per ogni iterazione anche 100 iterazioni del Gibbs sampler dei sub-topic. Sono
state eseguite quattro prove per il CV-HDP, variando la soglia massima K sul numero di
cluster. I risultati sono mostrati in figura 5.11. I due metodi non sono confrontabili in
termini di tempo d’esecuzione: per il dataset scelto, il CV-HDP termina la simulazione
nel giro di pochi minuti, mentre il SC-HDP necessita di circa 48 ore. Nella figura 5.11
la linea nera corrisponde al SC-HDP, mentre le linee colorate si riferiscono al CV-HDP
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Figura 5.11: Confronto fra i metodi SC-HDP e CV-HDP in termini di la predittiva marginale
del test set. Sull’asse delle ascisse abbiamo riportato le iterazioni dell’algoritmo, mentre sull’asse
delle ordinate c’è la la predittiva marginale del test set, calcolata in scala logaritmica.

al variare di K. Si può notare che la verosimiglianza si stabilizza quasi immediatamente
in tutte le prove con il CV-HDP, mentre il SC-HDP necessita di circa 1500 iterazioni. Il
valore della verosimiglianza a convergenza è in generale più alto con il SC-HDP: ciò indica
che il modello si adatta meglio ai dati. In una sola prova il CV-HDP si comporta meglio in
questo senso, ovvero quando K = 20. Questo risultato è significativo, in quanto la media
a posteriori del numero di cluster stimata dal SC-HDP è circa 20. Le performance dei due
metodi, in termini di adattamento ai dati, sono comunque confrontabili; inoltre il CV-
HDP ha lo svantaggio di dover fissare a priori la soglia su K e, in generale, non si hanno
indicazioni a riguardo. Quando si hanno sufficienti risorse a disposizione (computazionali
e in termini di tempo), il SC-HDP si conferma uno strumento potente.

5.4 Dataset reali

In questo Paragrafo vengono illustrate due applicazioni dell’algoritmo su dataset reali.
Nel Paragrafo 5.4.1 sono mostrate le analisi sul dataset del progetto Mercurio. Nel
Paragrafo 5.4.2 sono presentati i risultati relativi al dataset NYTimes.
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Figura 5.12: Struttura di un articolo.

5.4.1 Dataset DEIB: articoli in ambito finanziario ed economico

Il dataset è composto da 6621 articoli di giornale estratti da “Il Sole 24 Ore”, “Il Corriere
della Sera”, “La Repubblica” e “Radiocor”. Le prime tre sono tra le testate giornalistiche
italiane più importanti che hanno anche una sezione di finanza ed economia mentre “Il
Sole 24 Ore Radiocor” è l’agenzia di stampa che da oltre 60 anni è il punto di riferimento
dell’informazione economico finanziaria per i professionisti della comunicazione, le ban-
che, le aziende e le istituzioni pubbliche. Sono stati selezionati quegli articoli che citano
nell’occhiello, nel sommario o nel titolo il nome di una delle 250 compagnie italiane og-
getto di studio nel progetto Mercurio. Dopo l’estrazione degli articoli è stata svolta una
fase di “pulizia” del dataset chiamata preprocessing. Il primo passo del preprocessing è
effettuare il parsing del testo (processo che analizza un flusso continuo di dati in ingresso
in modo da determinare la sua struttura) in modo da generare un vocabolario di parole
e espressioni che permettono di descrivere il testo. Questo processo è composto da tre
step:

• Tokenization: il flusso di dati in ingresso viene suddiviso in parole e simboli (nu-
meri, formule, ecc. . . ) che da questo momento saranno chiamati tokens. Ogni
token è una parola o un simbolo. La punteggiatura e lo spazio bianco non pos-
sono essere inclusi nella lista dei tokens. I tokens possono essere separati da
spazi bianchi o dalla punteggiatura. Ad esempio, si consideri il seguente flus-
so di dati: “Un giorno Alice arrivò ad un bivio sulla strada e vide lo Stregatto
sull’albero.-«Che strada devo prendere?» chiese.”. In questo caso i tokens sono:
|Un|giorno|Alice|arrivò|ad|un|bivio|sulla|strada|e|vide|lo|
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Figura 5.13: Descrizione del dataset: barplot della numerosità dei documenti; in ascissa le classi
di documenti, ovvero ogni classe rappresenta la dimensione (numero di parole) del documento;
in ordinata si riporta la quantità di documenti che appartiene a quella classe.

|Stregatto| sull|albero|Che|strada|devo|prendere|chiese|;

• Eliminazione delle stop words: le stop words sono le parole più frequenti nei testi,
come ad esempio gli articoli, le congiunzioni, le preposizioni. Per questo motivo non
sono ritenute importanti per la ricerca dei contenuti del testo. Sempre considerando
l’esempio precedente, dai tokens si eliminano le stop words, perciò quello che rimane
è: |giorno|Alice|arrivò|bivio|strada|vide|Stregatto|albero|strada|prendere|chiese|;

• Stemming : è utilizzato per individuare la radice di ogni parola nel documento, in
modo da ridurre il numero di parole distinte da considerare. In questo modo, quelle
parole che si differenziano solo per l’affisso sono considerate come un’unica parola.
Ad esempio, si considerino le seguenti parole: abbandonata, abbandonate, abban-
donati, abbandonato, abbandonava, abbandonerà, abbandoneranno, abbandonerò
e abbandono; senza lo stemming sono considerate come sei parole distinte, anche se
il significaton è uno: abbandonare. Applicando lo stemming a tutte e sei si ottiene
per sei volte la parola abbandon, a cui si associa il significato di abbandonare. Vi
sono vari stemmer, quello che è stato utilizzato è chiamato “Snowball”.

Questo tipo di prepocessing è chiamato authomatic approach in quanto tutti i caratteri
speciali, i simboli, la punteggiatura e i numeri non hanno significato. Per maggiori
informazioni consultare Morlacchi Bonfanti e Marchesini, 2015. Il dataset (nel seguito
chiamato DatasetNews) è composto da D = 6621 documenti, W = 4750 parole distinte
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e N = 76910 parole. Con documento non si intende l’intero articolo di giornale ma
soltanto l’occhiello, il sommario e il titolo; si veda la Figura 5.12. I documenti di cui
è composto DatasetNews sono piccoli, infatti il documento meno numeroso contiene
2 parole mentre quello più grande ne contiene 48. Per decidere gli iperparametri da
utilizzare nel modello SC-HDP è stata controllata la lunghezza dei documenti nel dateset,
riportata in Figura 5.13. Si noti che il 95% dei documenti ha dalle 3 alle 22 parole. Dato
che la dimensione dei documenti è piccola, non ci si aspetta che per ogni documento vi sia
un numero elevato di topic. Il valore atteso a priori del numero totale di topic condivisi
tra i documenti è stato fissato pari a 50, che è il numero regole semantiche identificate da
Mercurio. In base a queste ipotesi le prior marginali assunte sui due parametri di massa
sono le seguenti:

α ∼ Gamma(2.0, 2.0) γ ∼ Gamma(0.7, 0.1). (5.6)

Si noti che in questo caso risulta Var(γ) = 70, un valore piuttosto alto, in modo da
lasciare maggiore “libertà” non avendo certezza sul numero di topic presenti nel corpus.
Coerentemente con le osservazioni fatte nel Paragrafo 5.1, si è scelto λ = 0.5. La catena
markoviana è stata simulata per 16000 iterazioni totali e 90 iterazioni per il Gibbs sui
sub-topic; il tempo di esecuzione è stato di 68 giorni, un tempo spaventosamente alto. I
motivi di tempistiche così alte sono:

• la presenza tanti documenti. Per ogni documento è necessario campionare ogni
volta le etichette zji di tutte le parole presenti nel documento. Dalla Tabella 4.2a
si noti che è uno dei metodi più costosi;

• ad ogni iterazione è necessario effettuare 90 interazioni del Gibbs sampler sui sub-
topic. Questo metodo viene eseguito per ogni nuovo cluster che si accetta dopo
ogni mossa di Metropolis-Hastings nell’algoritmo SC-HDP, descritte nel Paragrafo
3.4. Se si guardano i tempi di esecuzione nella Tabella 4.2a, si nota che i passi di
Metropolis-Hastings sono molto costosi.

I tempi di esecuzione sarebbero stati minori, se per stimare i topic si fosse scelto di
utilizzare il metodo euristico come in Chang e Fisher III, 2014, secondo il quale si sceglie
la prima iterazione utile dopo aver raggiunto la convergenza. In questo esempio, la
convergenza è raggiunta dopo 500 iterazioni circa, si veda la Figura 5.14, quindi i tempi di
esecuzione si sarebbero ridotti a 5 giorni. Invece siccome per stimare i topic si è utilizzato
il metodo least-square clustering, descritto nel Paragrafo 4.5.3, sono state necessarie più
iterazioni per ridurre l’autocorrelazione. Il metodo si è utilizzato sulle 3000 iterazioni
restanti dopo un burnin = 1000 e un thinning = 5. A posteriori sono stati individuati
26 topic, che sono stati poi analizzati dall’esperto di dominio; nella Figura 5.15 sono
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Figura 5.14: Traceplot della catena markoviana relativa al numero di topic. La linea rossa
verticale corrisponde al punto in cui viene raggiunta la convergenza della catena, dopo 500

iterazioni

stati riportati i topic ritenuti interessanti. Nel primo topic, Figura 5.15a, le parole più
importanti che compaiono sono: borsa, titolo, milioni, piazza, euro, bond, azione. Questo
è il topic degli investimenti quindi emissioni di azioni e incremento di capitale. Nel
secondo topic, Figura 5.15b, compare ancora come parola più frequente milioni, ma grazie
alle altre parole come crescita, utile, netto, anno, fatturato. . . si può dire che in questo
topic compaiono delle voci del bilancio di un’azienda. Il terzo topic, Figura 5.15c, riguarda
l’ambito legale, giudiziario di un’azienda, in quanto le parole caratterizzanti, ovvero a
cui è associato un peso maggiore sono: processo, giudice, sentenza, accusa, condanna,
indagato. . . . Nel quarto topic, Figura 5.15d, compare ancora come parola dominante
milion. Le altre parole che descrivono il topic sono: gruppo, società, controllo, nuovo,
vedita, asset, investimento. . . . In base a queste parole si può dire che si sta parlando di
accordi che possono avvenire tra due aziende, come la vendita, l’acquisizione o la cessione.
Le parole che descrivono il quinto topic, Figura 5.15e, sono: società, socio, nuovo, cda
(consiglio di amministrazione), consiglio, piano, assemblea, azione, accordo, vertici e le
restanti parole meno importanti. Si tratta del topic che parla delle possibili assemblee
per eleggere il nuovo amministratore, il nuovo consiglio o possibili assemblee sindacali
per prendere decisioni o accordi. Osserviamo che million compare spesso come parola
importante nei topic. Il dataset è composto da articoli di giornale in ambito finanziario
ed economico quindi la parola million si potrebbe considerare come una stop-word e
dunque si può anche non considerarla come caratterizzante di un topic.

La stima dei topic fatta utilizzando il modello e algoritmo proposti in questa tesi è
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Figura 5.15: I 5 topic ritenuti interessanti dall’esperto di dominio.
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Prova K Tempo

1 50 116

2 30 46

3 20 22

4 10 9

5 5 6

Tabella 5.11: Tempi di esecuzioni in minuti di lda, al variare di K, nel modello LDA.

stata confrontata con la stima determinata utilizzando LDA. Le prove con LDA sono
state affrontate come se non si conoscesse il numero di topic determinato con SC-HDP.
Per questo motivo sono state effettuate differenti prove in cui si è fissato l’iperparametro
λ pari a 0.5 come nella prova eseguita con SC-HDP, mentre l’iperparametro α è pari a
1/K, dove K è il numero di topic ed è fissato a priori. Anche per LDA sono state eseguite
16000 iterazioni come per SC-HDP. La prima prova è stata effettuata ponendo K = 50,
dove 50 è il numero di regole semantiche riconosciute da Mercurio. Le successive prove
sono effettuate variando il numero di topic. I risultati sono mostrati in Figura 5.16. Si
può notare che il modello con verosimiglianza logaritmica più alta è quello che a priori
ipotizza che nel corpus vi siano 10 cluster condivisi. Nella Tabella 5.11 sono riportati
i tempi di esecuzione delle differenti prove, calcolate in minuti, eseguite con il package
lda di R. Nella Tabella 5.12 sono riportati i 10 topic stimati con LDA. Per ogni topic
si sono riportate le 10 parole più importanti. Si noti nessuno di questi topic combacia
o è simile ad uno dei topic importanti riportati in Figura 5.15. Inoltre a questi topic
è difficile attribuire un’etichetta. L’unico a cui si riesce ad attribuirlo è il topic 10 che
potrebbe rappresentare il mercato finanziario perchè sono presenti parole come borsa,
futur, listino, varianza, crescita, domanda. A fronte di questi risultati si può affermare
che LDA ha il vantaggio di un tempo d’esecuzione netteamente inferiore a SC-HDP, ma
sono necessari diversi test per trovare il numero di topic K ottimale, scegliendo il modello
che massimizza la verosimiglianza logaritmica a posteriori. Inoltre, utilizzando LDA il
numero di topic trovato è minore rispetto a quello determinato utilizzando SC-HDP e
non si riesce ad attribuire loro un nome.

Infine, si confronti l’esecuzione di SC-HDP in cui l’ipotesi a priori sul numero di
cluster è pari a 50 con quella di LDA dove è stato imposto K = 50. Si osservi nelle figure
5.14 e 5.16 che la convergenza è raggiunta prima da SC-HDP, ovvero dopo 500 iterazioni
circa, mentre LDA impiega almeno 200 iterazioni in più per raggiungerla.
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I 10 topic
Topic 1 Topic 2 Topic 3 Topic 4 Topic 5
esprim listing invest frances invest
affar outlook pu consigl ok
barric ital oltre sar prel
car esclus futur ebitd quot
bas sopraggiung previst dimission ipo
internazionalizz cre profitt compost voc
attenzion ricors listin amministr frances
invest civil patrimon avanz profitt
caus sportell domand agit bas
esplor appen attenzion condic riduc

Topic 6 Topic 7 Topic 8 Topic 9 Topic 10
energet invest invest offert bors
volont esprim ben garant futur
aggiotagg oltre realizz domand listin
attenzion estat offert cor var
espress consigl oltre sembr crescer
second eur ex consigl sping
novit attenzion profitt esprim board
piccol val board attenzion mett
ipo esercit ok invec domand
cord potenzialit rimbalz gas accus

Tabella 5.12: I 10 topic stimati con LDA
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Figura 5.16: Confronto fra i modelli LDA, al variare del valore di K, in termini di verosimiglianza
logaritmica. Sull’asse delle ascisse abbiamo riportato le iterazioni dell’algoritmo, mentre sull’asse
delle ordinate c’è la verosimiglianza calcolata in scala logaritmica.

5.4.2 Dataset benchmark: articoli di giornale del New York Times

Il dataset NYTimes è un dataset benchmark, reperibile all’indirizzo https://archive.
ics.uci.edu/ml/datasets/Bag+of+Words. È composto da D = 300000 docu-
menti, W = 102660 parole distinte e N ≈ 1000000 parole totali. Il dataset è molto
grande per le risorse computazionali a disposizione, per questo motivo sono stati sele-
zionati 1000 documenti aventi tra le 200 e le 400 parole. Perciò il dataset analizzato
è composto da D = 1000 documenti, W = 26534 parole distinte e N = 326628 parole
totali. Nel dataset NY Times ogni documento contiene in media 326 parole, perciò a
priori supponiamo che un documento possa contenere mediamente 6 topic, mentre per
quanto riguarda i topic condivisi tra i documenti supponiamo essere circa 60 in media
in quanto vi sono molte parole distinte e il dataset è grande. In base a queste ipotesi, il
valore iniziale della catena per l’algoritmo SC-HDP è stato impostato pari a 60 e le prior
marginali assunte sui due parametri di massa sono le seguenti:

α ∼ Gamma(2.0, 2.0) γ ∼ Gamma(1.0, 0.1). (5.7)

Abbiamo imposto una prior con varianza alta su γ (Var(γ) = 100), in quanto non co-
nosciamo con certezza il numero di topic presenti nel corpus; in questo modo lasciamo
maggior “libertà” . Coerentemente con quanto detto nel Paragrafo 5.1, si fissa λ = 0.5.

https://archive.ics.uci.edu/ml/datasets/Bag+of+Words
https://archive.ics.uci.edu/ml/datasets/Bag+of+Words
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La convergenza è stata raggiunta dopo 400 iterazioni, eseguite in 6 giorni. Per stimare
i topic non abbiamo utilizzato il metodo del least-square clustering, ma il metodo euristico
di Chang e Fisher III, 2014. Una volta raggiunta la convergenza si è selezionata la prima
iterazione utile. Il numero di topic stimati è pari a 70. In seguito, nella Figura 5.17,
sono riportati 9 topic a cui abbiamo assegnato un’etichetta. Al primo di questi topic,
rappresentato in Figura 5.17a, abbiamo assegnato etichetta Politics & economy. Infatti
compaiono parole come percent, market, stock, money, economy, system, million, plan e
y2k (si riferisce al millenum bug), tutte parole che possono essere ricollegate ad un ambito
economico. Le parole come Boris Yeltsin, Vladimir Putin, political, government problem,
campaign, presidential, Clinton sono invece parole e nomi che possono essere associati
alla politica. Inoltre da queste parole si possono anche intuire gli anni in cui sono stati
pubblicati questi articoli, ossia tra i 1999 e il 2000: si parla di millenium bug, in quel
periodo il presidente americano in carica era Bill Clinton e sempre in quegli anni in Russia
vi furono le elezioni, perchè Boris Yeltsin fu presidente della Russia sino al 31 Dicembre
1999 e nel Maggio del 2000 fu eletto Vladimir Putin. Il successivo topic, Figura 5.17b, ha
come parola più importante show, che può essere intepretato come spettacolo televisivo.
Le altre parole che caratterizzano il topic sono: hour, family, home, book, director, group,
history, computer, century, film, newspaper. Queste sono tutte parole che possono essere
ricondotte a spettacoli televisi. Per questo motivi al topic è stata assegnata l’etichetta
Talk Show. Al topic successivo è stata assegnata l’etichetta Sport, Figura 5.17c. Infatti
le parole più importanti sono team, season, player, coach, game che può riferirsi ad
un termine tecnico del tennis. Poi vi sono parole più specifiche riguardanti il football
americano come yard, quaterback, touchdown e Bill Belichick (allenatore di football).
Il quarto topic, Figura 5.17d, ha come parola più importante bleated NATO che può
essere tradotto come richiamo della NATO (North Atlantic Treaty Organization). Questa
parola associata a Kosovo, Serbia, war, military, european, right, police e le altre parole
presenti fanno pensare alla guerra. Per questo motivo a questo topic è stata assegnata
l’etichetta War & NATO. Inoltre se osserviamo con attenzione le parole e cerchiamo
di correrarle tra di loro, in particolare NATO, Kosovo, Serbia e war fanno pensare al
conflitto armato tra Serbia e Kosovo; possiamo anche stabilire il periodo storico della
pubblicazione degli articoli, ovvero la NATO intervenne contro il Kosovo nel 1999. Il
topic successivo, quello in Figura 5.17e, a cui è stata assegnata etichetta Food & Kitchen,
potrebbe suonare un po’ strano dato che la parola più importante risulta essere Putin.
Se non si considera Putin le altre parole che compaiono all’interno del topic sono cup,
eating, fresh, food, spoon, table, vegetables, water, tomatoes, oil, add, minut. Inoltre
compaiono le parole come cannibalism, che per quanto possa essere disgustoso, si può
comunque associare alla parola cibo. In America è usanza fare i rinfreschi dopo i funerali,



5.4. Dataset reali 113

quindi non è del tutto inappropriato associare anche la parola funeral al topic Food &
Kitchen. Invece molto più significative sono le parole che compaiono nel topic in Figura
5.17f. Le parole più importanti del topic sono music, song e album, per questo motivo
si è associata l’etichetta Music. Anche le parole meno importanti come nomination,
recording, pop, grammy, awards, opera, group, rock, band, Carlos Santana (cantante),
country, jazz, vivaldi e tutte le altre suggeriscono l’etichetta assegnata. Il topic in Figura
5.17g, contiene parole come atom, clock, paddles, atomic, frequency, energy, cesium,
Harvard, Columbia University, polarization: fanno pensare ad argomenti come fisica ed
energia o bomba atomica. Per questo motivo abbiamo assegnato come etichetta Physics.
L’ottavo topic è dedicato all’arte, in quanto campaiono parole come american art, met
che si riferisce al Metropolitan Museum of Art, patent che potrebbe riferirsi ad oggetti
di design, sid che potrebbe stare per Sid Grossman che è un pittore. Kiki Smith e Scott
Sullivan sono invece artisti. L’ultimo topic riportato in Figura 5.17 riguarda Showbiz &
Fashion, infatti compaiono parole come Tim Robbin che è un attore e regista, Anthony
Minghella che è un regista, Susan Saradon è un attrice, Ruth Rendell è una scrittrice,
Dick Clark è un conduttore radiofonico mentre Vera Wang è una stilista di abiti da
cerimonia. Può sembrare riduttivo riuscire ad assegnare etichette solo a 9 topic sui 70
stimati. In realtà non è casuale il fatto di aver riconosciuto quei topic, infatti sono quelli
con peso maggiore nel corpus. Si veda la Figura 5.18: in rosso sono stati evidenziati i
nove topic a cui è stato assegnato un nome, in grigio i rimanenti. Inoltre, la somma dei
pesi associati a questi topic è pari a 0.97: possiamo affermare quindi di aver ricostruito
efficacemente la struttura tematica del dataset. Ora supponiamo di non conoscere il
numero di topic stimato utilizzando SC-HDP e applichiamo al dataset NY Times il
package lda che implementa il modello LDA. Poichè nel modello LDA il numero di topic
K è fissato a priori, è necessario svolgere differenti prove per capire quale sia ilK ottimale.
Si confrontano poi le varie prove, guardando la verosimiglianza a posteriori, calcolata in
scala logaritmica, e scegliendo la prova in cui questa risulta essere più alta. Sono state
effettuate due prove iniziali, in entrambe si è posto λ = 0.5 e α = 1/K, dove K è il
numero di topic che è fissato a priori. Nella prova 1 si è fissato K = 80, mentre nella
prova 2 si è fissato K = 40, poi abbiamo confrontato la verosimgilanza logaritmica delle
due prove (Figura 5.19). Si noti che il modello conK = 40 ha una verosimigliaza più alta,
perciò i topic sono sicuramente meno di 80. Si è condotta una terza prova imponendo
K = 20, per stabilre se il numero di topic è minore di 40 oppure è compreso tra 40 e 80.
Nella prova 3 la verosimiglianza risulta più alta rispetto le altre prove, perciò il numero
di topic è minore di 40. Successivamente abbiamo eseguito altre due prove imponendo
λ = 1.0, per capire se il valore della verosimiglianza a convergenza aumenta o diminuisce
rispetto al caso λ = 0.5. Dalla Figura 5.20 notiamo che le prove migliori risultano essere
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(a) Politics & economy. (b) Talk-Show. (c) Sport.

(d) War & NATO. (e) Food & Kitchen. (f) Music.

(g) Physics. (h) Art. (i) Showbiz & Fashion.

Figura 5.17: 9 topic fra i 70 determinati con SC-HDP.
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Figura 5.18: Pesi globali dei topic condivisi.

Figura 5.19: Confronto fra i due modelli LDA, con K = 40 e 80, rispettivamente. Il confronto è
in termini di verosimiglianza. Sull’asse delle ascisse sono riportate le iterazioni dell’algoritmo,
mentre sull’asse delle ordinate la verosimiglianza in scala logaritmica.
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Prova K Tempo λ

1 80 105.3 0.5

2 40 47.6 0.5

3 20 27 0.5

4 30 37.3 0.5

5 10 18.5 0.5

6 80 109.1 1.0

7 20 27.4 1.0

Tabella 5.13: Tempi di esecuzioni in minuti di lda, al variare di K, nel modello LDA.

quelle con λ = 0.5. Nella Tabella 5.13 si riportano tutte le prove effettuate. Nella Figura
5.21 sono riportati i topic determinati con LDA in cui si è posto K = 20, λ = 0.5 e
α = 1/20.

Si noti che il K ottimale determinato con LDA è minore rispetto a quello stimato da
SC-HDP e inoltre i topic sono tutti molto confusi. Se si guardano le parole più importanti
(ovvero quelle più grandi), si fatica ad attribuire un’etichetta al topic. Siamo riuscite ad
assegnare solo due etichette. Al topic rappresentato in Figura 5.21c possiamo assegnare
l’etichetta Science, perchè tra le parole più importanti compaiono: earthquake, checked,
globe, national cancer institute, prozac che è un farmaco antidepressivo, beating e altre
parole in ambito scientifico. Il topic in Figura 5.21s, è particolare in quanto ha raccolto
tutte le sigle contententi le lettere f ed x.

A fronte dell’analisi dei topic stimati con SC-HDP, potremmo dire che i topic signifi-
cativi sono 9. Quindi ci si aspetterebbe che LDA con K = 10 abbia una verosimiglianza
maggiore delle altre. Ma questo non è successo (vedi Figura 5.20), anzi in quel caso i
topic stimati sono 20 e appaiono senza senso.
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Figura 5.20: Confronto fra i modelli LDA, in termini di verosimiglianza. Sull’asse delle ascis-
se sono riportate le iterazioni dell’algoritmo, mentre sull’asse delle ordinate è riportata la
verosimiglianza in scala logaritmica.
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(a) Topic 1: ??. (b) Topic 2: ??. (c) Topic 3: Science.

(d) Topic 4: ??. (e) Topic 5: ??. (f) Topic 6: ??.

(g) Topic 7: ??. (h) Topic 8: ??. (i) Topic 9: ??.

(j) Topic 10: ??. (k) Topic 11: ??. (l) Topic 12: ??.
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(m) Topic 13: ??. (n) Topic 14: ??. (o) Topic 15: ??.

(p) Topic 16: ??. (q) Topic 17: ??. (r) Topic 18: ??.

(s) Topic 19: sigle. (t) Topic 20: ??.

Figura 5.21: I 20 topic stimati con il modello LDA.
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Conclusioni e sviluppi futuri

L’obiettivo di questa tesi è stato implementare l’algoritmo MCMC Sub-Cluster HDP Sam-
pler (Chang e Fisher III, 2014) per il modello bayesiano non-parametrico Hierarchical
Dirichlet Process mixture (Teh et al., 2006b), in maniera parallela e flessibile. Utilizzare
algoritmi parallelizzabili per fare inferenza bayesiana è importante per ridurre i tempi di
esecuzione, in particolare se si devono gestire dataset di grandi dimensioni. Implemen-
tando l’algoritmo in maniera flessibile vogliamo dare la possibilità di estendere il codice
per utilizzarlo in applicazioni diverse dal topic modeling: ad esempio, il codice può essere
impiegato per la ricerca di pattern in immagini di risonanze magnetiche funzionali (Kim
e Smyth, 2006).

Il codice è stato scritto in C++11, mentre per la parallelizzazione si è utilizzata la
libreria OpenMP. Per ottenere la flessibilità richiesta sono state implementate classi e
funzioni template e si è utilizzata la tecnica dell’ereditarietà. Nello sviluppo delle classi
sono state divise le quantità che dipendono dalla scelta del modello da quelle indipendenti.
Per facilitare un’estensione futura del codice è stata fornita un’interfaccia generica per
ogni classe, che deve essere specializzata per ogni particolare applicazione.

Inoltre, in questa tesi è stata eseguita l’analisi a posteriori negli esempi di topic
modeling. Per poter effettuare queste analisi è stata creata una classe PosteriorAnalysis.
In questa fase, l’implementazione prevede l’interazione con il software R. Un problema che
abbiamo dovuto affrontare è stato trovare delle statistiche riassuntive per rappresentare
i topic. Usando algoritmi MCMC si incorre nel problema del label switching, ovvero la
non-identificabilità delle componenti in un modello mistura. Come soluzione preferenziale
abbiamo scelto il metodo least-square clustering di Dahl, 2006, che permette di selezionare
l’iterazione ottima nella catena, sulla quale basare la stima dei topic.

Abbiamo ottenuto buoni risultati riguardo la parallelizzazione del codice. Il numero
di thread ottimale dipende anche dal numero di dati: per un dataset di 1000 dati, si ha il
guadagno massimo sul tempo d’esecuzione (pari al 45%) passando dall’esecuzione seriale
all’esecuzione con 2 thread, mentre per un dataset di 10000 dati utilizzando 16 thread si
ottiene un guadagno pari al 76%. Il guadagno che si ottiene grazie alla parallelizzazione
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del codice aumenta con la dimensione del dataset. Abbiamo deciso di usareOpenMP per
non apportare troppe modifiche al codice. Sarebbe interessante provare a parallelizzare
con MPI, che è adatto anche per sistemi a memoria distribuita, oppure una versione
ibrida: OpenMP per parallelizzare i cicli for e MPI per distribuire i campionamenti
indipendenti.

L’implementazione originale del metodo least-square clustering (Dahl, 2006) non è
parallela e prevede inoltre l’allocazione in memoria di una struttura per memorizzare
le quantità necessarie, la cui dimensione è proporzionale al numero di dati. Per questi
motivi la scelta del metodo non è pratica con dataset di medie-grandi dimensioni. Lo
sviluppo di una versione runtime e parallela ha reso possibile una riduzione nel tempo
d’esecuzione del 94% nel passaggio da seriale a 16 thread con un dataset di 10000 dati.
Ci aspettiamo che all’aumentare della numerosità dei dati l’effetto della parallelizzazione
sia sempre più evidente.

Sebbene la stima del least-square clustering sia coerente dal punto di vista dell’infe-
renza, questa presenta degli svantaggi. Infatti, è necessario un campione sufficientemente
numeroso dalla posterior (circa 3000 iterazioni) per poterla calcolare; ciò significa simu-
lare, considerando burnin e thinning, almeno 10000 iterazioni in totale quando il dataset
è di medie dimensioni. I dataset reali sono tipicamente più grandi, nell’ordine dei 100000

dati o più, e sono necessarie molte più iterazioni, sia perchè la convergenza è più lenta sia
perchè l’autocorrelazione peggiora. In questa situazione, il metodo non è pratico. Una
soluzione alternativa è considerare la prima iterazione utile dopo aver raggiunto la con-
vergenza: in questo modo si riduce il tempo esecuzione, ma scegliere quella particolare
iterazione non ha significato statistico.

L’algoritmo MCMC Sub-Cluster HDP Sampler implementato in questa tesi è stato
confrontato con il metodo variazionale Collapsed Variational Inference for HDP di Teh
et al., 2007. I tempi d’esecuzione non sono paragonabili, in quanto, com’è noto, i metodi
variazionali sono più efficienti dei metodi MCMC, sia per quanto riguarda la velocità
di convergenza, sia per quanto riguarda il costo computazionale di una singola iterazio-
ne. Questa osservazione è stata confermata dai test: la convergenza è raggiunta quasi
istantaneamente dall’algoritmo CV-HDP, mentre l’algoritmo SC-HDP necessita di circa
1000 iterazioni; il tempo necessario per eseguire 10000 iterazioni è nell’ordine dei minuti
nel primo caso, delle ore nel secondo. I test sono stati condotti dividendo il dataset in
training e test set, fittando il modello con il training set e monitorando la verosimiglianza
logaritmica del test set. Quando la verosimiglianza si stabilizza, si dichiara raggiunta la
convergenza. Nei metodi variazionali l’inferenza è approssimata: nel caso del CV-HDP
ciò si traduce nel troncare la rappresentazione dello Hierarchical Dirichlet Process a K
topic, dove K è una soglia fissata a priori; l’algoritmo si preoccupa di eliminare i to-
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pic superflui nel corso dell’esecuzione. Dovendo scegliere a priori K, sono state eseguite
diverse prove con il CV-HDP variando questa soglia. Il valore della verosimiglianza a
convergenza è più alto quando si utilizza l’algoritmo SC-HDP rispetto a CV-HDP; que-
sto è sempre vero tranne in un caso. A priori però non è possibile conoscere la soglia
ottimale per il numero di topic. Riconosciamo che i metodi MCMC sono molto costosi
dal punto di vista computazionale e non sono adatti ad una realtà d’azienda, dove tipi-
camente si ha bisogno di risultati in tempo breve. L’inferenza è però indubbiamente più
ricca in quanto a posteriori non si ottiene una stima puntuale ma un’intera distribuzione.
Auspichiamo che i calcolatori diventino nel futuro sempre più potenti e permettano di
utilizzare i metodi MCMC anche al di fuori del mondo accademico.

Per verificare il corretto funzionamento della nostra implementazione, abbiamo ana-
lizzato diversi dataset simulati dal modello, per i quali si conosce il numero di topic K.
Ci siamo rese conto che non è scontato simulare un “buon” dataset e a questo scopo è
stato utile un confronto con i risultati prodotti dal modello Latent Dirichlet Allocation.
Al di là di questa difficoltà, sono state eseguite diverse prove variando le prior marginali
sui parametri del modello. Abbiamo osservato che se si scelgono delle prior sensate, cioè
che rispecchiano ipotesi a priori verosimili, i topic vengono sempre stimati correttamente.
Successivamente, modello e algoritmo sono stati applicati a due casi reali: il dataset for-
nitoci dal DEIB, utilizzato in precedenza nell’ambito del progetto Mercurio, e il dataset
benchmark NY Times. I risultati ottenuti con il primo dataset reale, composto da news
di natura economica e finanziaria, sono ottimi: l’esperto di dominio ha studiato i topic
stimati e ne ha riconosciuti molti interessanti, dai quali è stato possibile estrarre alcuni
termini utili alla costruzione di nuove regole semantiche. Riguardo al dataset NY Times,
siamo riuscite ad assegnare un’etichetta ben precisa a 9 topic sui 70 stimati: sono i topic
che caratterizzano il corpus, poichè hanno peso maggiore e la somma dei loro pesi è pari
a 0.97.

I topic stimati con l’algoritmo SC-HDP sui dataset simulati e reali sono stati con-
frontati con quelli stimati da lda, un pacchetto R che implementa il modello LDA. Per
un dataset di medie dimensioni lda impiega pochi secondi per simulare 10000 iterazioni.
Inoltre, nel caso dei dataset simulati, i topic stimati sono simili a quelli ottenuti con
SC-HDP. Lo svantaggio è che, essendo LDA un modello parametrico, bisogna fissare a
priori il numero di topic K e poi eseguire diverse prove per scegliere il K ottimale. Il
pacchetto lda non ha prodotto buoni risultati con i dataset reali: nessuno dei topic sti-
mati ha senso, cioè non si riesce ad assegnare un nome osservando le parole con frequenza
maggiore. Inoltre lda è meno efficiente rispetto a C++ nell’acquisire dataset di grandi
dimensioni e disegnare wordcloud.

Abbiamo cercato di sfruttare al meglio le nostre capacità e conoscenze per sviluppare
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il codice, ma sappiamo che c’è sempre spazio per migliorare. Ad esempio, lo step costoso
in cui si campionano le etichette può essere ulteriormente ottimizzato per big data. Po-
tremmo anche far interagire C++ con i software R e MatLab, che sono ottimizzati per
eseguire calcoli vettoriali.

Come sviluppo futuro proponiamo l’estensione del codice per studiare problemi diffe-
renti dal topic modeling, ma sempre nell’ambito della ricerca di cluster condivisi in gruppi
di dati. Ad esempio, nel riconoscimento di pattern in immagini di risonanze magnetiche
funzionali, dove i gruppi di dati sono le immagini e i cluster sono i pattern.



Appendice A

Numeri di Stirling di prima specie

Per il calcolo dei numeri di Stirling si utilizza la formulazione ricorsiva:

|s(0, 0)| = |s(1, 1)| = 0

|s(n, 0)| = 0 ∀n ≥ 0

|s(n,m)| = 0 ∀m ≥ n

|s(n+ 1,m)| = |s(n,m− 1)|+ n|s(n,m)|

Il metodo ComputeLogStirlingNumbers riceve in ingresso Njmax, cioè la dimensione
del gruppo più numeroso. Vengono calcolati i numeri di Stirling in scala logaritmica fino
a n = Njmax. Nell’implementazione, per calcolare la quantità log(s(n + 1,m)) non è
possibile utilizzare direttamente la formulazione ricorsiva:

log(s(n+ 1,m)) = log(s(n,m− 1) + ns(n,m))

Si sfruttano invece le seguenti formule:

x1 = log(s(n,m− 1)) x2 = log(n) + log(s(n,m))

log(s(n+ 1,m)) =

x1 + log(1 + exp{x2 − x1}) se x1 > x2

x2 + log(1 + exp{x1 − x2}) se x2 > x1
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Di seguito si verifica la correttezza della formula appena mostrata nel caso x1 > x2; per
la disuguaglianza inversa i conti sono analoghi.

log(s(n+ 1,m)) = log(s(n,m− 1)) + log(1 + exp{log(n) + log(s(n,m))− log(s(n,m− 1))}) =

= log(s(n,m− 1)) + log(1 + elog(n)elog(s(n,m))elog(s(n,m−1))−1
) =

= log(s(n,m− 1)) + log(1 + ns(n,m)s(n,m− 1)−1) =

= log(s(n,m− 1)) + log(1 +
ns(n,m)

s(n,m− 1)
)

= log(s(n,m− 1)) + log(
s(n,m− 1) + ns(n,m)

s(n,m− 1)
)

= log(s(n,m− 1)) + log(s(n,m− 1) + ns(n,m))− log(s(n,m− 1))

= log(s(n,m− 1) + ns(n,m)).
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