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Sommario

In questo elaborato si è deciso di considerare ed analizzare alcuni aspetti etici

che si incontrano durante l’estrazione di dati.

Più dettagliatamente, il punto di partenza della nostra ricerca è stato un

confronto tra due concetti, quello di fairness e quello di diversity nell’estrazione

di dati, soprattutto per quei casi in cui la diversity può essere utilizzata per

imporre dei comportamenti fair.

Dopo aver abbondantemente discusso, e provato a definire in maniera formale

questi due concetti, i relativi problemi e le soluzioni affrontate, verranno

analizzate le reti complesse, nello specifico le metriche di diversity che

possiamo calcolare a partire da tale tipo di rete.

Lo scopo per cui noi utilizzeremo queste misure è quello di effettuare una

classificazione dei nodi che compongono una rete, basandoci sui valori delle

metriche che si sono estratte durante la sua creazione.

L’obiettivo di questa ricerca è utilizzare modelli di classificazione, nello

specifico, un modello di regressione logistica e un modello basato sui random

forest, per dimostrare la presenza di una correlazione tra le metriche tipiche

dei complex network, e le misure di diversity e fairness, tipiche dell’estrazione

dei dati.

Verranno quindi discussi i risultati ottenuti grazie al primo metodo di

classificazione, la regressione logistica, essendo un modello più semplice per

l’interpretazione dei dati raggiunti.

PAROLE CHIAVE - fairness; diversity; reti complesse; classificazione;

regressione logistica; random forest;





Abstract

This paper focuses on analyzing some of the ethical aspects that are

encountered in the general process of data extraction.

The starting point of our research was a comparison between two notable

features that are found in data extraction: fairness and diversity. One of

the major findings of such comparison is that in some cases the concept

of diversity, when sufficiently forced, can be used as the very definition of

fairness.

After having thoroughly described in a formal way these two concepts, the

relative problems and the solutions faced, complex networks will be analyzed,

specifically the diversity metrics that we can calculate starting from a network.

The purpose for which we will use these measures is to classify the nodes that

make up the networks, based on the values of the metrics that were extracted

during the creation of the networks.

The aim of this research is to use classification models, and, in particular,

a logistic regression model and a random forest based model, in order to

demonstrate the presence of a correlation between the metrics of a complex

network and other features such as diversity and fairness, typical of data

extraction. In conclusion the results obtained from the first classification

method, the logistic regression, will be highlighted, being a simpler model for

the interpretation of the achieved data.

KEY WORDS - fairness; diversity; complex network; classification;

logistic regression; random forest;
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Capitolo 1

Introduzione

1.1 Il contesto e il problema

In questa tesi si è deciso di considerare alcuni aspetti etici relativi all’estrazione

e all’analisi dei dati. Il punto di partenza è il confronto tra due concetti, quello

di fairness e quello di diversity nell’estrazione di dati, soprattutto per quei casi

in cui la diversity può essere utilizzata per imporre dei comportamenti fair.

La definizione di fair cui si farà riferimento è quella di group fairness, ovvero

quando si vuole esprimere un risultato di una query che sia fair. Una defini-

zione semplice di group fairness verrà trattata successivamente nel Capitolo 3

- Preliminari e notazioni.

L’obiettivo di questo lavoro è utilizzare tecniche di classificazione per mostrare

la presenza di una correlazione tra le metriche delle reti complesse, calcolate a

partire da dei dataset, e altre caratteristiche come diversity e fairness, tipiche

dell’estrazione dei dati.

Le misure dei network cui noi faremo riferimento, e che verranno abbondante-

mente analizzate nel Capitolo 3, sono:

• grado

• forza

• coefficiente di clustering

• betweeness centrality

• closeness centrality

• harmonic closeness

• eccentricity
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• page rank

• modularity

• eigenvector centrallity

Lo scopo per cui noi utilizzeremo queste misure è quello di fare una classifica-

zione dei nodi componenti le reti in base ai valori delle metriche che si sono

estratte durante la creazione dei network.

Le tecniche di estrazione dei dati sono sempre più utilizzate per decisioni im-

portanti legate, ad esempio, al credito, ai tassi di assicurazioni, domande di

lavoro e cos̀ı via. La loro diffusione è stata possibile grazie all’accumulo di

grandi quantità di dati digitalizzati, come informazioni demografiche, transa-

zioni finanziarie, memorizzazione delle comunicazioni, pagamenti delle impo-

ste. Inutile dire che tali decisioni devono essere socialmente e giuridicamente

corrette da un punto di vista della responsabilità sociale; quello che si vuole

sottolineare è che tali decisioni devono essere fair e non discriminatorie in

relazione agli attributi sensibili come razza, genere e religione. Gli attributi

sensibili devono essere attentamente trattati nei processi di estrazione dei dati

e negli algoritmi di Machine Learning. È difficile ottenere risultati che siano

fair quando si fanno delle classificazioni o si estraggono dati; in molti casi ci

troviamo davanti a un problema legato all’unfairness e alle discriminazioni.

Un esempio di come la diversity può essere usata come definizione di fairness

è quello di una probabile assunzione in un’azienda.

Sono gli skills, le abilità, che i responsabili valutano di più in un candidato.

Acquisirli e saperli mettere in luce porta a superare i colloqui di lavoro e a

far spiccare il proprio curriculum vitae. Quando si parla di hard skills, si

fa riferimento a un set di competenze tecniche, acquisibili - a seconda delle

attitudini - sui banchi di scuola o in qualche corso di perfezionamento, nonché

sul posto di lavoro. Gli hard skills sono facilmente quantificabili nel curriculum

vitae. Possono essere riassunte come segue:

• titolo di studio.

• conoscenza di una o più lingue straniere.

• uso di programmi e pacchetti informatici.

• attestati relativi ai corsi di formazione frequentati.

• utilizzo di specifici macchinari e strumenti utili alla produzione.
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1.2 Struttura della tesi

Essendo essi cos̀ı “facili” da misurare, ad un’azienda, sopratutto all’inizio,

potrebbe interessare assumere persone il più diverse possibili tra loro cos̀ı da

coprire la maggior parte di caratteristiche richieste per cominciare un ciclo

lavorativo.

Quindi possiamo affermare che in questo caso, la definizione di diversity può

essere usata per essere fair.

Un controesempio, si può osservare nel processo di ammissione ad una facoltà

universitaria, che prende un gruppo di persone e a ciascuna applica una decisio-

ne “ammesso” o “respinto”. Prima di determinare una procedura equa (fair),

un ufficio di ammissione dovrebbe determinare su quali aspetti della persona

vuole basare la decisione. Questo potrebbe includere potenziale, intelligenza e

diligenza. Queste scelte porterebbero ad altre domande: “A che punto della

vita di una persona dovrebbero essere misurati questi aspetti della sua per-

sonalità e capacità?”, “L’intelligenza è definita alla nascita o può mutare e

quando dovrebbe essere misurata per una decisione riguardante l’ammissione

all’università?” e “In che modo il potenziale e la diligenza possono essere ac-

curatamente misurati?”.

Per questo motivo, non si può assumere che le persone più diverse tra loro

siano anche quelle più meritevoli ad essere ammesse ad un corso universitario.

In questo singolo caso la diversity non può essere usata come definizione di

fairness, in quanto potremmo non essere fair per quanto riguarda la meri-

tocrazia degli studenti; ovvero, scegliere gli elementi più diversi in base agli

attributi sensibili, come sesso, razza, età, nazione d’origine, non assicura di

scegliere le persone più meritevoli.

Naturalmente se a priori si volesse stabilire un numero di ammessi in base agli

attributi sensibili, allora anche nel caso di meritocrazia si sceglierebbero i più

meritevoli tra i più diversi.

1.2 Struttura della tesi

Questo elaborato è organizzato nel seguente modo:

• Nel Capitolo 2, cioè nello Stato dell’Arte, si riportano i contributi

e i lavori precedenti sui temi della tesi, cioè fairness, unfairness,

diversity, reti complesse e classificazione, evidenziando la bibliografia di

3
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riferimento.

• Nel Capitolo 3, Preliminari e Notazioni, si definiscono i concetti

di fairness, unfairness, diversity, reti complesse e classificazione.

Parlando di fairness ci riferiamo alla definizione di statistical parity

e si presentano le principali proprietà. Dopo aver illustrato questo

argomento, si analizza un problema che può sorgere nel caso in cui si

voglia essere fair nell’estrazione di dati, ovvero l’unfairness. Si propone

un metodo assodato per definire la fairness attraverso il concetto di

diversity : dopo aver presentato una definizione formale si descrivono le

euristiche utilizzate durante l’estrazione di dati per misurare la diversity.

Dopodichè si prosegue presentando le reti complesse e descrivendo nel

dettaglio le misure per valutare la diversity, citate brevemente anche

nell’introduzione. Infine presenteremo le tecniche e i metodi statistici

attraverso i quali abbiamo fatto classificazione, vale a dire la regressione

logistica e i random forest, dandone una breve definizione.

• Nel Capitolo 4, si descrivono nel dettaglio le metodologie utilizzate

per raggiungere il nostro obiettivo: utilizzare un classificatore per

mostrare che esiste una correlazione tra le misure delle reti complesse

e la diversity nei network creati a partire dai dataset che verranno

descritti nel Capitolo 5.

• Nel Capitolo 5, ovvero gli Esperimenti, analizziamo inizialmente i data-

set di riferimento, descrivendo nel dettaglio gli attributi di ogni nodo,

mettendo in luce quelli sensibili; illustriamo le reti costruite tramite il

software Gephi cos̀ı da ricavare le misure necessarie per applicare i me-

todi di classificazione proposti nel Capitolo 3. Inoltre si presentano le

metriche utilizzate per analizzare i risultati e il dettaglio dei risultati

ottenuti.

Infine nel Capitolo 6, le Conclusioni, si presenta una riflessione sul lavoro effet-

tuato; oltre a ciò si introducono alcuni possibili sviluppi riguardo la trattazione

di questa tematica.

L’ultima sezione di questa tesi riporta tutta la Bibliografia utilizzata.

4



Capitolo 2

Stato dell’Arte

2.1 Bibliografia di riferimento

In questo capitolo si presenta la bibliografia di riferimento utilizzata per la

stesura dei prossimi capitoli, in particolar modo il Capitolo 3, e su cui si è

basata la nostra ricerca.

Come fondamenta di questo lavoro, partiamo dal contributo della tesi redatta

dal Dottor Alessandro Tatti [22], con il quale ho collaborato durante lo

svolgimento del suo elaborato.

Insieme con Alessandro, ho posto le fondamenta della ricerca proponendo

una valutazione della fairness e della diversity attraverso l’analisi delle reti

sulla base della bibliografia esistente, rielaborata per raggiungere l’obiettivo

finale, nelle specifico quello di effettuare un confronto tra i diversi metodi per

garantire “fairness” e “divrsity” nell’estrazione di dati.

Nelle prossime sezioni si presenterà, divisa per i vari argomenti trattati in

questo elaborato, la bibliografia di cui ci siamo serviti, motivando il perché

del suo utilizzo.

2.1.1 Fairness

Per parlare di fairness, abbiamo utilizzato molti articoli, descritti anche

all’interno dell’elaborato del Dott. Tatti [22].

Per quanto riguarda questa tesi citiamo i più rilevanti, ovvero la seguente
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bibliografia:

• Dai lavori di Abiteboul et al. [1] e Stoyanovich et al. [21] si è tratta la

definizione di fairness, che è stata utilizzata in tutto l’elaborato. Inoltre,

sempre da questo paper, sono state messe in luce le caratteristiche

principali che si devono avere durante l’estrazione dei dati: fairness,

transparenza e neutralità.

• Dal lavoro di Zemel et al. [28] si sono estratte le definizioni di group

fairness ed individual fairness utilizzate da noi per parlare di fairness

durante il processo di estrazione dei dati; nel nostro elaborato sono

state utilizzate quando abbiamo presentato l’esempio dell’ammissione al

college, descritto nel Capitolo 3.

• Dai lavori di Kamishima et al. [19] e di Corbett et al. [7], dove sono

state presentate altre definizioni di fairness, si sono ricavate informazioni

inerenti ai problemi legati ad esse.

• Dal lavoro di Dwork et al. [15] si è ripreso l’esempio riportato

nell’Introduzione legato all’ammissione ad una università. L’obiettivo di

questo lavoro è prevenire la discriminazione nei confronti di individui in

base alla loro appartenenza ad alcuni gruppi e quindi essere fair ; tale

obiettivo è alla base anche del nostro studio.

• Dal lavoro di Friedler et al. [16] si sono tratte numerose definizioni alla

base della nostra ricerca. La definizione di fairness proposta è stata

ripresa dal paper, in cui si parla di tale concetto come una funzione tra

diversi spazi metrici. Inoltre le proprietà e gli esempi da noi utilizzati

sono frutto sempre del lavoro di questo autore.

• Infine, ma non per importanza, dal lavoro di Zehlike et al. [27] si è

ripreso il concetto di fairness, dandone una definizione alternativa,

seguendo metodi consolidati nella letteratura, quali le tecniche di

diversity. Questa definizione sarà la base di tutto l’elaborato, come lo è
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2.1 Bibliografia di riferimento

stato per quello di Alessandro [22].

2.1.2 Unfairness

Per trattare di questo problema, abbiamo ripreso alcuni paper già citati nella

precedente sottosezione, dal momento che sono fortemente legati. Infatti per

dare una definizione completa di unfairness, dobbiamo per forza parlare di

fairness, in quanto, nasce proprio nel momento in cui non si è fair. Riportiamo

i più rilevanti di seguito:

• Dai lavori di Kamishima et al. [19] e di Corbett et al. [7], oltre ad

essere presentate altre definizioni di fairness, si sono ricavate le cause

dell’unfairness presenti quando si deve fare una scelta in base agli

attributi sensibili, quali i pregiudizi, la sottostima e la negative legacy.

Tali attributi vengono ripresi dall’UK Equality Act 2010.

• Dal lavoro di Dwork et al. [15], come già anticipato, si è ripreso

l’esempio riportato nell’Introduzione legato all’ammissione ad una

università. L’obiettivo di questo paper è evitare il problema da noi

rilavato e quindi prevenire la discriminazione nei confronti di individui

in base alla loro appartenenza ad alcuni gruppi; tale obiettivo è alla base

anche della nostra ricerca.

2.1.3 Diversity

Per presentare una definizione alternativa di fairness, basandosi su tecniche

ormai consolidate, quale la diversity, la bibliografia a cui si è fatto riferimento è:

• Dai lavori di Drosou et al. [10], [8], [9], [11], [13], [12], [14] si è ripreso

la definizione del concetto di diversity. Da questi lavori siamo partiti

riprendendo il confronto e il legame che propongono tra fairness e

diversity. Inoltre si è ripreso per partire con l’analisi dei dataset,

le euristiche per valutare la diversity : euristica Greedy, algoritmo
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Neighborhood ed euristica Interchange.

• Dal lavoro di Clarke et al. [6] si è ripreso il concetto di diversity

legato al concetto di novelty, novità, cioè proponendo all’utente, ad

esempio che si interfaccia con i recommender system, sempre qualcosa

di nuovo, ma che si basi sulle scelte fatte in precedenza dall’utente stesso.

• Dai lavori Vargas et al. [23] e Channamsetty et al. [5] abbiamo ripreso

la definizione di diversity legata ai recommender system: questi sistemi

rappresentano una tecnologia di filtraggio delle informazioni e offrono

delle possibili scelte all’utente, sempre diverse, ad esempio per fidelizzare

i clienti di una data impresa. Questo porta anche a proporre qualcosa

di diverso in base alle preferenze dell’utente; esempi possono essere

prodotti grezzi, che vengono poi modificati in base alle preferenze di

colui che li richiede.

• Un altro concetto che si è ripreso nella parte di Preliminari e Notazioni

è quello di information retrieval [24], o recupero delle informazioni, in

quanto è l’insieme delle tecniche utilizzate per gestire la rappresentazio-

ne, la memorizzazione, l’organizzazione e l’accesso ad oggetti contenenti

informazioni quali documenti, pagine web, cataloghi online e oggetti

multimediali.

Naturalmente, questa sopra citata è la bibliografia più rilevante, ma per lo

sviluppo di questo lavoro abbiamo anche consultato, grazie alla piattaforma

Google Schoolar, molti altri articoli.

2.1.4 Reti Complesse

Per parlare di reti complesse ci siamo basati sul materiale fornito ad Alessandro

dal Professor Carlo Piccardi durante il corso di Complessità nei sistemi e

nelle reti offerto dal Politecnico di Milano. Grazie sempre ai consigli di

questo docente abbiamo recuperato diversa bibliografia riguardante questo
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argomento. Riportiamo la più rilevante di seguito:

• Studiando i lavori di Fu et al. [17] e Caliò et al. [4] abbiamo pensato

di proporre un metodo di classificazione della diversity legata all’analisi

delle reti complesse; o meglio capire quali metriche delle reti complesse

influenzano maggiormente quando si vuole ottenere un risultato che sia

diverse.

• Per descrivere e formalizzare tutta la teoria sulle reti, si è fatto

riferimento ai seguenti testi, Barrat [3], Newmann [20]e Barabasi et

al. [2]. Da questa bibliografia abbiamo tratto tutti i formalismi legati

alle reti complesse che ci sono serviti per descrivere nel dettaglio ed

analizzare le diverse metriche dei network utili, poi, per l’analisi e per la

ricerca da noi svolta.

2.1.5 Classificazione

Per descrivere un’applicazione pratica del concetto di diversity e come

rilevarlo, abbiamo deciso di applicare due metodi di classificazione e per far

ciò, si è fatto riferimento alla seguente bibliografia:

• Dal libro degli autori Gareth, Witten, Hastie and Tibshirani [18]

abbiamo tratto la definizione principale di classificazione, in particolare

facendo riferimento al concetto di Machine Learning e agli ambiti in cui

è utilizzata.

Successivamente, da questo libro, sono state riprese anche parte delle

definizioni di due metodi di classificazione che saranno poi, effettiva-

mente, utilizzati nel nostro elaborato; questi sono: regressione logistica

e random forest.

• Per dare una definizione più accurata e dettagliata di logistic regression,

o regressione logistica, abbiamo fatto riferimento a [25]. Da qui abbiamo

ripreso le informazioni che poi saranno descritte nel Capitolo 3, in
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particolar modo la descrizione del modello e la definizione della funzione

logistica.

• Infine per fornire un’informazione completa e accurata del secondo

metodo di classificazione, o meglio, i random forest, ci siamo appoggiati

su [26], dalla quale abbiamo ripreso la definizione principale, legata al

concetto di ensemble learning e le informazioni relative all’algoritmo

alla base di questo approccio di classificazione.

• Inoltre, bisogna dire che alcune informazioni, sopratutto per quanto

riguarda la parte pratica del nostro elaborato, sono state tratte dalla

pagina web Scikit-learn, in particolar modo nella sezione dedicata alla

Classificazione. Queste sono state particolarmente utili per la fase di

elaborazione dei dati, quindi nel Capitolo degli Esperimenti.

Numerosi paper, che non sono stati nominati perchè considerati meno rilevanti

per la stesura di questo elaborato, li possiamo trovare nella bibliografia della

tesi di Alessandro; di conseguenza, se si volesse avere una visione più ampia

di quanto abbiamo letto dobbiamo far riferimento alla sua bibliografia.
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Capitolo 3

Preliminari e notazioni

In questo capitolo si presentano tutti i contributi teorici utili per effettuare la

nostra ricerca. La trattazione partirà dalla definizione di fairness, presentando

un problema legato a tale concetto, l’unfairness ; seguiremo parlando di diver-

sity e presentando il concetto di network e le relative misure. Si concluderà

parlando di classificazione e delle tecniche ad essa correlate.

3.1 La Fairness

Un obiettivo che ci si propone nell’estrazione di dati è essere in grado di espri-

mere delle query il cui risultato sia fair. Come sarà mostrato nel prossimo

paragrafo, esistono diverse definizioni di fairness: informalmente, essere fair

in una scelta significa operare con equità e imparzialità.

3.1.1 Che cos’è la fairness

Prima di dare una definizione formale di fairness si sottolinea la non unicità

della definizione, data dal fatto che questo concetto abbraccia diversi campi:

dall’etica dei dati, su cui si focalizza l’attenzione in questa tesi, alla giustizia,

dalle telecomunicazioni alle materie economico - finanziarie. Se si volesse dare

una definizione generale di fairness, si potrebbe fare riferimento a quella fornita

nel Cambridge dictionary, che cita “considering everything that has an effect on

a situation, so that a fair judgment can be made”, cioè qualsiasi cosa che ha un

effetto su una situazione che porta ad avere un giudizio equo. Quando, in etica

dei dati, si parla di fairness bisogna distinguere tra due diverse definizioni:
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• individual fairness

• group fairness.

Una definizione molto semplice di individual fairness è basata sul concetto

di somiglianza (in inglese similarity), cioè elementi con caratteristiche simili

dovrebbero essere trattati allo stesso modo. In particolare, colui che vuole

capire se si è fair nella scelta, attraverso la valutazione di una metrica, dovrà

verificare che elementi distinti con valori dell’attributo simili, offrano risultati

simili.

Il secondo tipo di fairness, cioè group fairness o statistical parity, è quello cui

si fa riferimento quando si vuole esprimere un risultato della query che sia fair.

Una definizione semplice di group fairness è data considerando un dataset che

viene diviso in gruppi di elementi in base ad alcuni attributi, detti attributi

sensibili; quindi si chiede di essere equi (fair) tra i diversi gruppi ottenuti, cioè

quando si pone una query, il risultato restituito dai vari gruppi deve essere fair,

ovvero non bisogna estrarre dati basandoci sulla suddivisione di questi gruppi,

ma sui dati veri e propri. Gli attributi sensibili a cui si fa riferimento sono

tratti da UK Equality Act 2010, e sono:

• età

• stato di disabilità

• stato civile: matrimonio o unione civile

• gravidanza e maternità

• razza o etnia

• religione o credo

• sesso

• orientamento sessuale

• nazione d’origine

• cittadinanza

• stato di famiglia

• stato militare

• informazioni genetiche

• riassegnazione di genere.

Dopo aver presentato una definizione informale di individual fairness e group

fairness, si dà ora una definizione generale e formale di fairness, legata al

campo dell’etica dei dati e del Machine Learning. Per fare ciò, seguendo la
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bibliografia di riferimento, si deve considerare la fairness come una funzione

definita tra due spazi (insiemi): lo spazio (insieme) di partenza è detto feature

space, mentre lo spazio (insieme) di arrivo è detto decision space. In questo

paragrafo si presentano, quindi, gli spazi utilizzati per la definizione formale

di fairness.

Per definire il feature space bisogna decidere quali caratteristiche dovrebbero

essere incluse e come dovrebbero essere misurate.

Per capire meglio come operare, si può osservare il processo di ammissione

ad una facoltà universitaria, che prende un gruppo di persone e a ciascuna

applica una decisione “ammesso” o “respinto”. Prima di determinare una

procedura equa (fair), un ufficio di ammissione dovrebbe determinare su quali

aspetti della persona vuole basare la decisione e quindi determinare il feature

space. Questo potrebbe includere potenziale, intelligenza e diligenza. Queste

scelte porterebbero ad altre domande: “A che punto della vita di una persona

dovrebbero essere misurati questi aspetti della sua personalità e capacità?”,

“L’intelligenza è definita alla nascita o può mutare e quando dovrebbe essere

misurata per una decisione riguardante l’ammissione all’università?” e “In che

modo il potenziale e la diligenza possono essere accuratamente misurati?”

Il construct space è lo spazio che contiene le caratteristiche su cui vorremmo

prendere la decisione. Questo spazio rappresenta l’input di un processo deci-

sionale, dato che fornisce le caratteristiche su cui basare la nostra decisione.

Considerando di nuovo l’esempio dell’ammissione ad un college universitario,

possiamo descrivere il construct space come la caratteristica - ad esempio il po-

tenziale di un individuo - che è scelta come base per la decisione di ammettere o

non ammettere l’individuo in questione; per misurare il potenziale, si potrebbe

scegliere di valutare la grinta dell’individuo, cioè la passione dimostrata nello

svolgere un’attività.

In realtà, potremmo non conoscere queste caratteristiche o anche la vera so-

miglianza tra gli individui. Tutto quello che abbiamo è ciò che misuriamo o

osserviamo, e questo ci porta alla definizione di Observed space.

Lo observed space (rispetto ad un task T ) è uno spazio metrico OS = (P
′

, d
′

).
Si assume un processo di osservazione, descritto dalla funzione g ∶ P → P

′

che genera un’entità p
′

= g(p) a partire da un oggetto p ∈ CS. Considerando

nuovamente l’esempio sopra citato, si può affermare che la grinta (e altre simili

qualità) non sono direttamente osservabili: la ricerca tenta di misurare la grinta
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indirettamente attraverso, ad esempio, dei sondaggi. La capacità di misurare

con precisione la grinta e le altre qualità è limitata. Il punteggio associato a

questi sondaggi appartiene all’observed space.

Come ultimo spazio metrico si definisce il Decision Space, cioè lo spazio di

arrivo, dove trovare il risultato.

Un decision space è uno spazio metrico DS = (O, dO), dove O è uno spazio dei

risultati e dO è una metrica definita su O. Un task T può essere visto come il

processo di ricerca di una mappatura da P o da P
′

a O. Come abbiamo fatto

nelle definizioni di Construct Space e di Observed Space consideriamo nuova-

mente il nostro esempio riguardante l’ammissione ad un college universitario.

Il decision space per una decisione di ammissione all’università è costituito

dalle informazioni (potenzialmente non osservabili, si spera prevedibili) che

costituiscono la decisione finale di ammissione. Tale spazio potrebbe essere

semplicemente s̀ı=ammesso e no=non ammesso, o potrebbe essere il poten-

ziale previsto di un candidato o la sua prestazione prevista al college.

Il processo decisionale è un insieme di corrispondenze tra i tre spazi metrici

definiti sopra. Il risultato desiderato è una mappatura da CS a DS, attraver-

so una funzione sconosciuta e complessa o = f(X1, X2, ...) di caratteristiche

appartenenti al Construct Space. Al fine di implementare un algoritmo che

predice il risultato desiderato, si devono prima estrarre dati utilizzabili da

CS: questo è un insieme di corrispondenze da CS a OS. Le caratteristiche

Y1, Y2, ..., Yl appartenenti ad OS potrebbero essere:

• varianti di Xi ∶ Yi = g(Xi) dove g(⋅) è una funzione stocastica.

• una combinazione sconosciuta di Xi ∶ Yi = g(Xi1 , Xi2 , ...).
• nuovi attributi che sono indipendenti da qualsiasi caratteristica Xi.

3.1.2 Una definizione formale di fairness

La definizione di fairness dovrebbe essere una corrispondenza tra il Construct

Space e il Decision Space; tale definizione dovrebbe descrivere le proprietà

della corrispondenza. Una corrispondenza f ∶ CS → DS è detta essere fair se

oggetti appartenenti a CS appartengono anche a DS. Si fissano due soglie ε,

ε
′

. Allora f è definita come (ε, ε
′

) − fair se per ogni x, y ∈ P , si ha

dP (x, y) ⩽ ε⇒ dO(f(x), f(y)) ⩽ ε
′
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Si prosegue la trattazione sottolineando il legame che è presente tra il con-

struct space e l’observed space. La presenza dell’observed space complica le

affermazioni secondo cui il processo decisionale basato sui dati può essere fair,

poiché le caratteristiche nell’observed space potrebbero non riflettere il vero

valore degli attributi che si desidera utilizzare per prendere la decisione. Per

risolvere questo problema, dato che il construct space non è osservabile, è

necessario introdurre ipotesi sui punti appartenenti a questo spazio o sulla

corrispondenza tra il construct space e l’observed space, o entrambe. Una

possibile soluzione si concentra sulla corrispondenza tra il construct space e

l’observed space affermando che questi spazi sono essenzialmente gli stessi.

Questa visione prende il nome di “what you see is what you get”, e viene

indicata con WYSIWYG. Ora, si definisce formalmente WYSIWYG come una

corrispondenza f ∶ CS → OS tale che la distorsione ρf è al più pari a ε per

qualche piccolo valore di ε > 0; la distorsione ρf è detta (additive) distorsion e

formalmente si definisce nel seguente modo: dati (X, dX) e (Y, dY ) due spazi

metrici e data una funzione (mappatura) f ∶ X → Y da X a Y . La distorsione

ρf di f è definito come il più piccolo valore tale che per ogni p, q ∈ X si ha

∣dX(p, q) − dY (f(p), f(q))∣ ⩽ ρf

La distorsione ρ(X, Y ) è quindi il minimo valore ottenibile tra tutte le

corrispondenze f .

3.2 Il problema dell’unfairness

Le tecniche di estrazione dei dati sono sempre più utilizzate per decisioni im-

portanti legate, ad esempio, al credito, ai tassi di assicurazioni, domande di

lavoro e cos̀ı via. La loro diffusione è stata possibile grazie all’accumulo di

grandi quantità di dati digitalizzati, come informazioni demografiche, transa-

zioni finanziarie, memorizzazione delle comunicazioni, pagamenti delle impo-

ste. Inutile dire che tali decisioni devono essere socialmente e giuridicamente

corrette da un punto di vista della responsabilità sociale; quello che si vuole

sottolineare è che tali decisioni devono essere fair e non discriminatorie in

relazione agli attributi sensibili come razza, genere e religione. Gli attributi

sensibili devono essere attentamente trattati nei processi di estrazione dei dati
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e negli algoritmi di Machine Learning. Come si è già dedotto dalla sezione ri-

guardante la fairness, è difficile ottenere risultati che siano fair quando si fanno

delle classificazioni o si estraggono dati; in molti casi ci troviamo davanti a un

problema legato all’unfairness e alle discriminazioni.

Le cause dell’unfairness sono:

• pregiudizi, che implicano una dipendenza statistica tra attributi sensibili

e altre informazioni.

• sottostima.

• negative legacy, che si riferisce a problemi di campionamento sleale dei

dati in esame.

Nelle prossime sottosezioni si esamineranno nel dettaglio queste cause, propo-

nendone una formulazione anche dal punto di vista matematico. Prima però si

introducono le notazioni utilizzate nei prossimi paragrafi. Si definisce variabile

di riferimento Y una variabile da prevedere in base ai valori delle caratteri-

stiche prese in esame. Si considera una variabile sensibile e la si identifica

con S, mentre una variabile non sensibile con X; queste due ultime variabili

corrispondono agli attributi sensibili e agli attributi non sensibili. Si introduce

inoltre un modello di predizione M[Y ∣S,X], che modella una distribuzione

condizionale di Y , dato X e S. Con questo modello e una distribuzione di

probabilità su X e S, Pr
∗[X,S] si definisce

Pr[Y,X, S] =M[Y ∣S,X]Pr∗[X,S]

Applicando a questa equazione la marginalizzazione e/o la regola di Bayes, si

possono calcolare altre distribuzioni di probabilità, come Pr[Y, S] o Pr[Y ∣X].
Si utilizza Pr

+[⋅] per denotare la distribuzione associata ai campioni (elementi)

del dataset in esame. Pr
′

[Y,X, S] è definito sostituendo nell’equazione sopra

citata la distribuzione campionaria corrispondente:

Pr
′

[Y,X, S] =M[Y ∣S,X]Pr+[X,S]

e le distribuzioni derivate da Pr
′

[Y,X, S] sono identificate con Pr
′

[⋅]

3.2.1 Pregiudizi

In questa prima sezione si affronta la prima causa dell’unfairness, definendo il

concetto di pregiudizio.
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Un pregiudizio indica una dipendenza statistica tra una variabile (attributo)

sensibile S e la variabile di riferimento Y o una variabile non sensibile X. Si

classificano tre diversi tipi di pregiudizi:

• pregiudizio diretto

• pregiudizio indiretto

• pregiudizio latente (potenziale)

che si descriveranno nel dettaglio e formalmente nelle prossime sottosezioni.

Pregiudizio diretto

Il primo tipo di pregiudizio che si presenta è quello diretto, che si ha quando

viene utilizzata una variabile sensibile in un modello di predizione. Se un

modello con un pregiudizio diretto è utilizzato nella classificazione e nell’e-

strazione di dati, il risultato dipenderà dagli attributi e dalle caratteristiche

sensibili, con la conseguente generazione di un database caratterizzato da una

discriminazione diretta. Per superare questo tipo di pregiudizio, tutto ciò che

si deve fare è eliminare in modo definitivo la variabile (attributo) sensibile

dal modello di previsione. Si mostra quindi una relazione tra la dipendenza

statistica e il pregiudizio diretto. Dopo aver eliminato la variabile sensibile,

l’equazione Pr[Y,X, S] =M[Y ∣S,X]Pr∗[X,S], diventa:

Pr[Y,X, S] =M[Y ∣X]Pr∗[S∣X]Pr∗[X]

Questa equazione afferma che S e Y sono condizionatamente indipendenti (si

indica con ⫫) dato X, cioè Y ⫫ S∣X; se questa condizione non è soddisfatta,

il modello presenta un pregiudizio diretto.

Pregiudizio indiretto

Il secondo tipo di pregiudizio che si presenta è quello indiretto, che è la di-

pendenza statistica tra una variabile sensibile e una variabile di riferimento.

Anche se il modello non presenta un pregiudizio diretto, può presentarne uno

indiretto e rendere cos̀ı la decisione unfair. Si considera, per esempio, il caso

in cui Y , X, e S sono variabili scalari e soddisfano le equazioni:

Y = X + εY e S = X + εS
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dove εY e εS sono variabili casuali mutualmente indipendenti. Affinché

Pr[Y,X, S] sia uguale a Pr[Y ∣X]Pr[S∣X]Pr[X], queste variabili devono

soddisfare la condizione Y ⫫ S∣X, ma non soddisfare la condizione Y ⫫ S.

Quindi il modello adottato non ha un pregiudizio diretto, ma può avere un

pregiudizio indiretto. Se le varianze di εY e εS sono piccole, allora Y e S sono

correlati; in questo caso, anche se il modello non ha un pregiudizio diretto, il

risultato (decisione) dipende dalle informazioni sensibili in modo indiretto: per

questo si parla di discriminazione indiretta. Per rimuovere un pregiudizio

indiretto si utilizza un modello che soddisfa la condizione Y ⫫ S.

Si mostra ora un indice per quantificare il “grado” di pregiudizio indiretto che

è definito direttamente come l’informazione reciproca tra Y e S. Dato che

una vera distribuzione di probabilità di Pr[Y,X, S] = M[Y ∣S,X]Pr∗[X,S]
non si conosce, si adotta una distribuzione campionaria Pr

′

[Y,X, S] =

M[Y ∣S,X]Pr+[X,S] su un determinato dataset, indicato con D:

PI = ∑
(y,s)∈D

Pr
′

[y, s]ln Pr
′

[y, s]
Pr

′[s]Pr′[y]

Tale indice prende il nome di indice di pregiudizio indiretto, e lo si indica

con PI. Per comodità d’uso a questo indice si applica una normalizzazione,

ottenendo l’indice di pregiudizio normalizzato, indicato con NPI, pari a:

NPI =
PI√

H(Y )H(S)
,

dove H(X) è una funzione definita come

H(X) = − ∑
X∈D

Pr
′

[x]lnPr
′

[x]

Il range di valore assunti da NPI è [0, 1].

Pregiudizio latente

Il terzo pregiudizio che viene presentato in questa ricerca è quello latente, in

cui si ha una dipendenza statistica tra una variabile sensibile S e una variabile

non sensibile X. Si considera un esempio in cui siano soddisfatte le seguenti

condizioni:

Y = X1 + εY , X = X1 +X2 e S = X2 + εS
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dove εY ⫫ εS e X1 ⫫ X2. Chiaramente le condizioni Y ⫫ S∣X e Y ⫫ S

sono soddisfatte, ma le variabili X e S non sono mutualmente indipendenti.

Questa dipendenza non causa un’influenza sulla decisione finale, ma può essere

sfruttata. La rimozione di questo tipo di pregiudizio si ottiene rendendo le

variabile X e Y indipendenti simultaneamente da S. In modo analogo a PI

il grado di pregiudizio latente può essere quantificato in base all’informazione

reciproca tra X e S.

3.2.2 Sottostima

In questo paragrafo si descrive la seconda possibile causa dell’unfairness : la

sottostima. Si parla di sottostima quando un modello non è completamente

convergente a causa della finitezza del dataset in esame. Se la dimensione del

dataset è finita, il classificatore può portare a determinazioni più unfair di

quelle osservate nella distribuzione di probabilità del campione in esame. Seb-

bene la nozione di convergenza all’infinito sia appropriata in senso matematico,

potrebbe non esserlo in senso sociale. Si può quantificare il grado di sottostima

valutando la differenza risultante tra la distribuzione del campione in esame

su D, Pr
+[⋅], e la distribuzione di probabilità indotta dal modello, Pr

′

[⋅]. Si

definisce quindi l’indice di sottostima, usando il concetto di Hellinger distance:

UEI = (1

2
∑
y,s∈D

(
√
Pr

′[y, s] −
√
Pr+[y, s])2)

1
2

3.2.3 Negative legacy

L’ultima causa dell’unfairness che viene presentata è il negative legacy, che

consiste nel campionamento sleale nei dati di prova. Questo succede, ad esem-

pio, quando una banca rifiuta un prestito a delle persone che avrebbero dovuto

fruirne; la negative legacy risulta essere un problema serio in quanto difficile

da rilevare e da correggere; per fare ciò sono necessarie informazioni aggiuntive

e non solo legate agli attributi sensibili.

3.3 La diversity

In questo paragrafo si darà una definizione generale di diversity, in un primo

momento legandoci alla definizione di novelty e di conseguenza spiegando cosa
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siano i Recommender Systems e perché siano cos̀ı importanti per il nostro sco-

po; in seguito affronteremo più nello specifico il tema della diversity. Novelty

e diversity vengono identificate come dimensioni chiave o attributi principali

nei Recommender Systems, in particolare in scenari reali e nella ricerca web.

Come si è già detto, il campo di interesse dei recommender systems è quello

legato all’e-commerce e alle imprese; perchè le imprese tengono conto di questi

aspetti quando elaborano le funzionalità di raccomandazione. Ciò ha portato i

ricercatori ad iniziare a cercare le basi per l’integrazione di novelty e diversity

nei modelli di raccomandazione, negli algoritmi, nelle teorie e nelle metodologie

di valutazione, come ad esempio i test d’ingresso alle varie facoltà universitarie

oppure per l’assunzione all’interno di un’azienda.

La diversity si applica generalmente a un dataset di elementi e si può misurare

sia considerando la differenza tra due oggetti, sia quanto diversi siano comples-

sivamente oggetti appartenenti all’insieme. Quando un insieme è empty, ogni

oggetto è “nuovo” rispetto al resto dell’insieme, cioè si tratta di un oggetto

che contiene delle informazioni che non si sono mai riscontrate nell’insieme.

Inoltre, un sistema che promuove risultati nuovi tende a generare nel tempo

una diversità globale nell’esperienza dell’utente, in quanto offre informazioni

diverse, mai viste in precedenza, aggiungendo cos̀ı nuovi dati alla conoscenza

pregressa dell’utilizzatore.

In generale, la diversity può anche “esaltare” gli effetti della personalizzazione,

in quanto si cerca di considerare le preferenze di ciascun individuo; a tal fine,

la diversificazione dei risultati ha suscitato notevole attenzione come mezzo

per aumentare la soddisfazione degli utenti, soprattutto, trovare un dataset

di elementi al cui interno la distanza (la diversity) sia massimizzata, quindi

basandosi sulla dissomiglianza dei contenuti.

3.3.1 Soluzioni tecniche per misurare la

diversity

In questo sotto-paragrafo si presentano e si dettagliano (anche mediante par-

ti in pseudo - codice) gli algoritmi per risolvere problemi legati alla diver-

sity; a causa della complessità del problema proposto non vengono consi-

derate soluzioni ottimali, ma vengono selezionate due famiglie di euristiche
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che individuano buone soluzioni per il problema della diversità in un tempo

ragionevole:

• Euristica Greedy

• Algoritmo Neighborhood

• Euristica Interchange

Euristica Greedy

Per analizzare la prima euristica citata nella sezione precedente inizialmente si

considerano due insiemi:

• gli oggetti disponibili, indicati con X

• gli oggetti selezionati, indicati con S

Gli oggetti vengono spostati iterativamente da X a S e viceversa, fino a che

la cardinalità di S non è pari a k (valore di soglia) e la cardinalità di X non è

pari n− k, dove n è la cardinalità iniziale dell’insieme X. Ci sono due varianti

principali:

• Greedy Construction

• Greedy Delection

Nell’euristica Greedy Construction, inizialmente, la cardinalità di X è uguale a

n (∣X∣ = n), mentre quella di S è pari a zero (∣S∣ = 0). In primo luogo, i due

elementi più lontani di X vengono aggiunti ad S. Quindi, ad ogni iterazione,

viene aggiunto un altro elemento a S. Si definisce la distanza setDist(pi, S)
tra un elemento pi e un insieme di altri elementi S come la distanza media tra

pi e ogni elemento di S.

setDist(pi, S) =
1

∣S∣ ∑
pj∈S

d(pi, pj)

L’elemento che viene aggiunto a ogni iterazione è quello che ha la distanza

massima impostata da S. Informalmente, più le proprietà tra due elementi

sono diverse, maggiore è la loro distanza.

Nell’euristica Greedy Deletion, inizialmente, la cardinalità di X è pari al zero

(∣X∣ = 0) e la cardinalità di S è pari a n (∣S∣ = n). Ad ogni iterazione, si

trovano i due elementi più vicini di S. Uno di questi viene quindi spostato in

X e la scelta si basa sulla distanza minima impostata dagli oggetti di S.

21



Preliminari e notazioni

Algorithm 1 Greedy Construction Heuristic(GC)

Input: The initial set of items P, the number of wanted items k and a threshold

r

Output: The set S with the k most diverse items

1: Set R to be a random subset of P with ∣R∣ = r
2: find p1, p2, s.t. d(p1, p2) = max{d(p1, p2) ∶ p1, p2 ∈ R, p1 ≠ p2}
3: S ← {p1, p2}
4: while ∣S∣ < k do

5: pi ∈ P \ S, s.t. setdist(pi, S) = max{setdist(pj, S) ∶ pj ∈ P \ S}
6: S ← S ∪ {pi}
7: end while

8: return S

In generale, l’euristica Greedy Construction (denotata GC ) rispetto alla Greedy

Deletion offre prestazioni migliori, in quanto si ottiene una soluzione in tempi

di esecuzione minore, ma anche in termini di diversità le informazioni fornite

sono più interessanti.

La complessità del metodo Greedy Construction è O(n2). Questo è dovuto al-

l’incipit dell’algoritmo in cui devono essere trovati i due oggetti con la massima

distanza. Il resto dell’algoritmo, dal secondo passo in poi, dopo l’inserimento

e la selezione dei primi due elementi impiega il tempo O(k2n) e quindi lineare.

Pertanto, per ridurre i calcoli di distanza richiesti da GC, optiamo per inizia-

lizzare S selezionando i due elementi più lontani da un sottoinsieme casuale P

di X con dimensione uguale a r, r < n, invece di usare l’intero set.

È riportato qua sopra, per chiarezza, lo pseudo - codice dell’algoritmo.

Algoritmo Neighborhood

La seconda soluzione tecnica che si presenta in questa parte è l’algoritmo Neigh-

borhood ; questa euristica è un caso speciale di quella greedy descritta sopra.

Si inizializza una soluzione randomica S, e successivamente si itera il procedi-

mento di aggiunta di un elemento alla volta che aumenti la diversity, fino ad

avere S di cardinalità pari a k, ∣S∣ = k.

Gli elementi da considerare a ogni iterazione sono limitati in base alla nozione
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Algorithm 2 Algoritmo Neighborhood

Input: The initial set of items T and a threshold k

Output: The set S with the k most diverse items

1: i← random element in T

2: S ← {i}
3: T ← T \ j ∶ j ∈ N(i, T, k)
4: while ∣T ∣ > 0 do

5: i← select element in T

6: T ← T \ j ∶ j ∈ N(i, T, k)
7: S ← S ∪ {i}
8: end while

9: return S

di k-vicinato di un elemento, ovvero, gli elementi che si trovano all’interno dei

k-quartieri di qualsiasi elemento già selezionato sono squalificati da ulteriori

considerazioni.

Tra gli elementi rimanenti, uno viene selezionato per essere aggiunto a S.

Per esempio, possiamo selezionare un elemento attraverso due metodi:

• MaxSum: l’elemento che viene selezionato è quello con la distanza più

alta rispetto agli elementi già selezionati.

• MaxMin: l’elemento che viene selezionato è quello il maggiore tra il

minimo delle distanze agli elementi già selezionati.

Si noti che, dato un valore specifico di k, una soluzione S con cardinalità pari

a k potrebbe non esistere. Questo tipo di algoritmo può portarci ad avere un

risultato sia in termini di diversity che di fairness : diversity, perché tutti i

vicini di un nodo hanno caratteristiche simili, quindi potrei avere un k-set di

elementi diversi tra loro; fairness, in quanto selezionando ogni volta il nodo

centrale otterrei un insieme con al più k elementi diversi tra loro, ma sarei

equa nella selezione.

Lo svantaggio principale è dovuto al fatto che non si è certi di ottenere una

soluzione dove S ha cardinalità pari a k elementi.

È riportato, per chiarezza, lo pseudo - codice dell’algoritmo.
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Interchange

La terza soluzione tecnica atta a rilevare la diversity è l’euristica Interchange.

Con questa euristica, ciò che si vuole ottenere si inizializza con una soluzio-

ne casuale S (insieme di oggetti selezionati in modo randomico all’interno di

un insieme S ) e quindi si tenta iterativamente di migliorare tale soluzione

scambiando un elemento nella soluzione con un altro elemento che non è nella

soluzione. Anche in questo caso abbiamo due varianti principali:

• First Pairwise Interchange

• Best Pairwise Interchange

Nella prima soluzione proposta, First Pairwise Interchange indicata con FI,

viene eseguito il primo scambio che migliora la soluzione; questo comporta

che non si ha la certezza di aver individuato lo scambio che massimizza la

soluzione in termini di diversità.

Nel secondo metodo riportato, Best Pairwise Interchange denominato BI,

ad ogni iterazione vengono valutati tutti gli eventuali scambi che possono

essere eseguiti per poi selezionare quello che massimizza la soluzione, sempre

in termini di diversità, per poi essere applicato. A differenza dell’euristica

Greedy, in questo caso non vi è un metodo che predomina sull’altro, ma

possiamo dire che ogni iterazione dell’algoritmo FI è superiore, in termini

di tempo impiegato per offrire una soluzione, di un’iterazione eseguita dal

secondo metodo, BI, per questo l’euristica First Pairwise Interchange viene

preferita rispetto all’altra.

Nel nostro studio utilizzeremo l’euristica Interchange in quanto offre una

soluzione ottima univoca. Nel Capitolo 4 verrà ampiamente spiegato lo scopo

di questo algoritmo e come verrà applicato ai nostri dati per ottenere l’output

desiderato.

Riportiamo qua sopra, per chiarezza, lo pseudo - codice dell’algoritmo.
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Algorithm 3 First Pairwise Interchange Heuristic (FI)

Input The initial set of items P, the number of wanted items k and a threshold

h

Output The set S with the k most diverse items

1: Set S to be a random solution

2: while less than h iterations have been performed do

3: find p1, p2 s.t. d(p1, p2) = min{d(p1, p2) ∶ p1, p2 ∈ S, p1 ≠ p2
4: for all pi ∈ P \ S do

5: S
′
← {S \ {p1}} ∪ {pi}

6: S
′′
← {S \ {p1}} ∪ {pi}

7: if f(S ′) > f(S) ∧ f(S ′) ≥ f(S ′′) then

8: S ← S
′

9: break;

10: end if

11: if f(S ′′) > f(S) ∧ f(S ′′) > f(S ′) then

12: S ← S
′′

13: break;

14: end if

15: end for

16: end while

17: return S
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3.4 Reti complesse

Quando si parla di network (in italiano, rete), si intende un sistema complesso

composto di diversi elementi che comunicano ed interagiscono tra loro dando

origine ad un comportamento collettivo.

Nel mondo reale esistono diversi tipi di sistemi complessi:

• Naturali, per esempio banchi di pesci o fenomeni meteorologici;

• Tecnologici, per esempio reti di sensori e reti energetiche;

• Socio - economici, per esempio le reti sociali (nel nostro lavoro si porrà

l’attenzione su questa tipologia di network), reti finanziarie e movimenti

di protesta.

Una rete è rappresentata attraverso un grafo, caratterizzato da N nodi e m

link. I nodi della rete possono rappresentare individui, oggetti, sotto - sistemi

e altre cose. Quando si vuole studiare la diversity nelle reti, i nodi rappresen-

tano gli individui del dataset. I link possono rappresentare, per esempio, le

interazioni, le dipendenze e i canali di comunicazione.

Dopo aver dato una definizione di rete e aver descritto come essa viene rap-

presentata graficamente, si passa a distinguere le tipologie di rete.

Una rete può essere diretta o non diretta, in base alla presenza del verso sul

link che collega due nodi, e pesata o non pesata, in base alla presenza di una

peso specifico su ogni link.

Una rete non pesata è descritta da una matrice N ×N detta matrice di adia-

cenza (incidenza) A=[aij], dove a ij=1 se esiste il link tra i nodi i e j, mentre

aij=0 se il link non esiste. La matrice di incidenza risulta simmetrica se la rete

è non diretta, altrimenti è asimmetrica.

Una rete pesata è descritta da una matrice N × N detta matrice dei pesi

W =[wij], dove wij > 0, se esiste il link tra i nodi i e j, mentre wij=0, se il

collegamento non esiste.

3.4.1 Misure di diversity nelle reti

Dopo aver dato una definizione di rete, si presentano i principali indicatori

quantitativi per misurare le proprietà delle reti e le principali misure di cen-

tralità, che serviranno per valutare il valore di diversity presente nella rete.

Quando si parla di centralità di un nodo all’interno di una rete, in inglese
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centrality, si indica l’importanza del nodo nel network; tale importanza è cat-

turata dal numero di nodi vicini a cui il nodo in esame è collegato.

Nei prossimi paragrafi definiremo come misure la distanza, il coefficiente di

clustering, il grado e la forza di un nodo, la betweeness centrality, la closeness

centrality, l’harmonic closeness, l’eccentricity, la modularity, il page rank, la

centralità autovettore per poi concludere con l’analisi k-shell decomposition.

Distanza

Data una rete composta da N nodi e m link, rappresentata attraverso un

grafo non pesato, si definisce distanza tra due nodi i e j, e si indica con dij,

la lunghezza, misurata in numero di link, del cammino più corto che unisce la

coppia di nodi. Particolare attenzione si deve prestare nel caso in cui il grafo

rappresentante la rete fosse non pesato, ma diretto, perché la distanza tra i

nodi i e j sarebbe diversa dalla distanza tra i nodi j e i.

Data una rete, la distanza dei vari nodi può essere rappresentata in forma

matriciale: se la rete è non diretta la matrice delle distanze è una matrice

N ×N simmetrica.

Una volta calcolata la distanza tra tutte le coppie di nodi presenti nel network

in esame, si può definire un’altra grandezza, il diametro, e si indica con D, cioè

la massima distanza tra due nodi i e j.

D = maxi,jdi,j

Si definisce distanza media, e si indica con d, la media delle distanze tra tutte

le coppie di nodi che costituiscono la rete.

d =< dij >=
1

N(N − 1) ∑
i,j

dij, con i /= j

Se la rete è pesata non si ha una grandezza che misuri la distanza tra due nodi,

quindi, in tal caso, questa grandezza rimane non ben definita.

Coefficiente di clustering

Il coefficiente di clustering o transitività, indicato con ci, misura il numero

di triangoli presenti nella rete rispetto a quanti ce ne potrebbero essere ideal-

mente. Il valore che assume questo indice è ci ≥ 0.
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Data una rete composta da N nodi e m link, il coefficiente di clustering del

nodo i si definisce come:

ci =
# triangoli connessi al nodo i

# triplette i, j, l centrati nel nodo i
=

ei
ki(ki−1)

2

dove i, j ed l indicano tre nodi, ki è il grado del nodo i ed ei rappresenta il

numero di link direttamente connessi ai nodi vicini (adiacenti) del nodo i.

Il coefficiente di clustering cattura le proprietà topologiche della rete local-

mente nell’intorno del nodo i : un valore della transitività elevato (tendente ad

1) comporta la presenza della ridondanza all’interno del network, mentre un

valore tendente a 0 implica una grande influenza del nodo i nella rete.

Figura 3.1: Coefficiente di clustering in una rete sociale del nodo “ego”, tratta

da www.slideshare.net

Grado e Forza

Data una rete composta da N nodi e m link, non diretta e non pesata, rap-

presentata attraverso la sua matrice di incidenza A=[aij], si definisce grado

ki del nodo i il numero di link connessi al nodo i, quindi il numero dei suoi

vicini (nodi adiacenti), ki = ∑
j

aij.

Se la rete è diretta e non pesata, si deve distinguere tra grado entrante,

cioè il numero di link entranti nel nodo, grado uscente, cioè il numero di link

uscenti dal nodo, e grado totale, cioè la somma del grado entrante e del grado

uscente.

Per una rete non diretta e pesata, rappresentata attraverso la matrice dei

pesi W =[wij], si definisce la forza del nodo i, indicata con si, come la somma

dei pesi associati ai link connessi al nodo i, si = ∑
j

wij.
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Figura 3.2: Degree centrality, tratta da Github

Figura 3.3: Grado entrante - rappresentato in rosso - e grado uscente -

rappresentato in blu - in una rete diretta e non pesata, tratta da Wikidot

Betweeness Centrality

La betweeness centrality di un nodo i, indicata con bi, è definita come il

numero di cammini minimi che connettono una coppia di nodi j e k nella

rete passanti per il nodo i. Analiticamente è calcolata attraverso la seguente

formula:

bi =∑
j,k

# cammini minimi che connettono j e k attraverso i

# cammini minimi che connettono j e k
=∑

j,k

njk(i)
njk

In modo analogo, si può dare una definizione per la betweeness centrality dei

link. Si osserva che nodi con un’elevata betweeness centrality possiedono anche

un elevato valore della node centrality.
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Figura 3.4: Betweeness centrality, tratta da Github

Closeness Centrality

Un nodo si dice centrale quanto più la distanza dagli altri nodi è piccola. Per

definire questo indice di centralità, si considera una rete non diretta e non

pesata, composta da N nodi e m link, e si calcola inizialmente la media delle

distanze del nodo i da tutti gli altri nodi j

li =
1

n − 1
∑
j

dij,

dove n è il numero di nodi presenti nella rete e dij la distanza tra una coppia

di nodi i e j.

Una volta calcolata la distanza media del nodo i da tutti gli altri nodi j, si

definisce closeness centrality, indicata con Ci, il reciproco della media delle

distanze.

Ci =
1

li
=
n − 1

∑
j

dij

Figura 3.5: Closeness centrality, tratta da Github

Se la rete è diretta e non pesata, bisogna distinguere tra in-closeness e

out-closeness.
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Harmonic closeness

In un grafo non necessariamente connesso, si definisce harmonic closeness

la somma dei reciproci delle distanze tra due nodi i e j, con i ≠ j

H(i) =∑
j≠i

1

d(j, i)

dove 1

d(j,i) = 0 se non esiste un cammino che unisce il nodo j e il nodo i.

Questa misura utilizzata per valutare la diversity in un network, può essere

normalizzata dividendo il risultato per N −1, dove N è il numero di nodi nella

rete.

Eccentricity

Con eccentrcity di un nodo i si intende il percorso più breve tra il nodo i

e tutti gli altri nodi nel grafo, quindi viene scelto il “più lungo” dei percorsi

minimi. Una volta identificato questo percorso di lunghezza dist(i, k), viene

calcolato il suo reciproco ( 1

dist(i,k)), dove k è il nodo più distante da i. Un elevato

valore di eccentricità assume un significato positivo in termini di vicinanza del

nodo. Infatti, se l’eccentricità del nodo i è alta, significa che tutti gli altri nodi

sono in prossimità. Ovviamente, questo non esclude che molti altri nodi siano

molto più vicini al nodo i. Un valore di eccentricità è da considerarsi elevato

e basso in relazione al valore medio di eccentricità che si ha nella rete.

Page Rank

Il PageRank è un algoritmo di analisi che assegna un peso numerico ad ogni

elemento di un collegamento ipertestuale di un insieme di documenti, come ad

esempio il World Wide Web, con lo scopo di quantificare la sua importanza

relativa all’interno della serie.

Letteralmente traducibile come rango di una pagina web, il pagerank è fa-

cilmente riconducibile al concetto di popolarità tipico delle relazioni sociali

umane, ed indica, o si ripromette di indicare, le pagine o i siti di maggiore

rilevanza in relazione ai termini ricercati. Gli algoritmi che rendono possibi-

le l’indicizzazione del materiale presente in rete utilizzano anche il grado di

popolarità di una pagina web per definirne la posizione nei risultati di ricer-

ca. Formalmente, seguendo la teoria di Markov sui grafi, si può esprimere il
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PageRank come:

PR[A] = 1 − d
N

+ d
n

∑
k=1

PR[Pk]
C[Pk]

Dove:

• PR[A] è il valore di PageRank della pagina A che vogliamo calcolare.

• N è il numero totale di pagine note.

• n è il numero di pagine che contengono almeno un link verso A. Pk

rappresenta ognuna di tali pagine.

• PR[Pk] sono i valori di PageRank di ogni pagina Pk.

• C[Pk] sono il numero complessivo di link contenuti nella pagina che offre

il link.

• d (damping factor) è un fattore deciso da Google e che nella documenta-

zione originale assume valore 0,85. Può essere aggiustato da Google per

decidere la percentuale di PageRank che deve transitare da una pagina

all’altra e il valore di PageRank minimo attribuito ad ogni pagina in

archivio.

Figura 3.6: Page Rank, tratta da Wikipedia

Modularità

La modularità quantifica la qualità della divisione della rete in comunità.

Una buona suddivisione possiede alti valori di modularità; all’interno delle

comunità la densità sarà alta ma fra una comunità e l’altra ci saranno pochi

collegamenti e quindi una densità inferiore.
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Consideriamo una rete composta da N nodi connessi da m archi; sia ai,j un

elemento della matrice di adiacenza della rete. Il valore di ai,j è quindi l’insieme

degli archi che connettono i nodi i e j. Supponiamo di stabilire una divisione

dei vertici in un certo numero di gruppi: la modularità di questa divisione

è definita come la frazione degli archi che vanno verso questo gruppo meno

quello che ci si aspetterebbe se gli archi fossero distribuiti casualmente. Nella

versione più comune di questo concetto, la casualità degli archi è stabilita in

modo da preservare il grado di ogni nodo. In tal caso il numero di archi che

collegano i due vertici seguendo la casualità è:

ki ⋅ kj
2m

dove ki è il grado del nodo i. Il minor numero di archi attesi tra i due nodi è

ai,j −
ki ⋅ kj

2m

Sommando tutte le coppie di vertici nello stesso gruppo, la modularità

(chiamata Q) è:

Q =
1

2m
∑
i,j

[
ki ⋅ kj

2m
]δ(ci, cj)

Il suo valore può muoversi nell’intervallo [−1/2, 1]: è positivo se il numero

degli archi presenti è maggiore del numero di quelli attesi e negativo in caso

contrario.

Eigenvector centrality

L’eigenvector centrality misura l’influenza di un nodo in una rete. Un valore

elevato di tale grandezza indica che il nodo in esame ha una forte influenza ed

è collegato ad altri nodi, anch’essi molto influenti.

Proviamo ora a definirla formalmente. Data una rete G = (N,E) con N nodi

e rappresentata dalla matrice di adiacenza A = [ai,j], si definisce il relativo

punteggio di centralità nel modo seguente

xi =
1

λ
∑

j∈M(i)
xj =

1

λ
∑
t∈G

ai,jxj

dove M(i) è l’insieme dei nodi vicini al nodo i e λ è un valore costante (auto-

valore). Con qualche piccolo riarrangiamento possiamo riscrivere l’ equazione

sopra, come un’equazione vettoriale.

A ⋅ x = λ ⋅ x
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Figura 3.7: Eigenvector centrality, tratta da Github

K-shell decomposition

In questo paragrafo si presenta l’analisi di comunità, atta a rilevare gruppi di

nodi, detti comunità, con connessioni dense internamente, ma sparse esterna-

mente; quest’analisi serve appunto a raggruppare i nodi, in modo che quelli

appartenenti ad uno stesso gruppo godano delle stesse caratteristiche. Una

rete sociale, rappresentata ad esempio da un grafo non pesato e non diretto, si

presenta costituita dall’unione di un nucleo denso e di una periferia sparsa: i

nodi del nucleo sono connessi con altri nodi del nucleo e a qualche nodo della

periferia, mentre i nodi della periferia non sono connessi con altri nodi della

periferia.

Con l’analisi k-shell decomposition si vogliono trovare due partizioni dei nodi

della rete; questa tecnica si base su due elementi:

• k-core, cioè il sottografo massimale in cui tutti i nodi che lo compongono

hanno grado interno maggiore o uguale a k.

• k-shell, cioè l’insieme dei nodi che sono nel k – core, ma non nel

(k + 1) - core.

Si presenta, ora, l’algoritmo utilizzato per ottenere la k-shell decomposition

• nella prima fase, si costruisce la 1-shell, costituita da tutti i nodi di grado

1; quando un nodo viene aggiunto nella 1-shell, viene rimosso dalla rete.

Questo passaggio si itera fino a quando si ha la presenza di nodi di grado

1.

• Nelle fasi successive si ripete il procedimento della prima fase, per i nodi

di grado due, tre, e cos̀ı via.

• Si itera lo stesso procedimento per la n-shell, fino a quando si hanno dei

nodi presenti.
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Figura 3.8: k-shell decomposition di una rete: si visualizza l’1-core, il 2-core e

il 3-core; tratta da link.springe.com

3.5 Tecniche e metodi statistici

3.5.1 Classificazione

In questo paragrafo si da una definizione generale di classificazione, in parti-

colar modo facendo riferimento al contesto in cui viene utilizzata, il Machine

Learning, successivamente verranno affrontate nello specifico alcune tecniche,

alcuni algoritmi che saranno applicati ai nostri dati.

Il Machine Learning (ML) è lo studio scientifico di metodi e modelli statistici

che i sistemi informatici utilizzano per svolgere in modo efficiente una determi-

nata attività senza utilizzare istruzioni esplicite, basandosi invece su schemi e

inferenze. Questo tema può essere visto come un sottoinsieme dell’intelligenza

artificiale.

Uno degli scopi principali del Machine Learning è la classificazione, cioè il

problema di identificare la classe di una nuova osservazione sulla base della

conoscenza estratta da un training set, ovvero un insieme di dati la cui appar-

tenenza ad una categoria è nota.

Un esempio può essere l’assegnazione di una e-mail ad una determinata car-

tella, come spam o non-spam; possiamo infatti dire che la classificazione è una

dimostrazione di pattern ricognition, o riconoscimento dei pattern.

Nella letteratura del Machine Learning, la classificazione è considerata un’i-

stanza di supervised learning ; in altre parole l’apprendimento in cui vi è dispo-

nibile a priori un training set di osservazioni correttamente identificato.

Spesso, le singole osservazioni vengono analizzate in un insieme di proprietà
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quantificabili, note come variabili indipendenti.

Queste proprietà possono essere:

• categoriali: ad esempio “A”, “B”, “AB” o “0”, per tipo sanguigno

• ordinali: ad esempio “Grandi”, “Medi” o “Piccoli”

• valori interi: ad esempio il numero di una determinata parola in una

e-mail

• valori reali: ad esempio una misurazione

Un sistema che implementa la classificazione, quindi un algoritmo che classifica

è detto classificatore. I classificatori estraggono da un dataset un modello che

utilizzano poi per classificare le nuove istanze.

Dal momento che nessuna singola forma di classificazione è appropriata per

tutti i set di dati, è stato sviluppato un ampio insieme di algoritmi di

classificazione. Quelli che noi vedremo nello specifico sono:

• Regressione logistica o logistic regression che fa parte degli algoritmi che

per la loro configurazione di base sono noti come classificatori lineari.

Ciò che li distingue è la procedura per determinare (training) i pesi -

coefficienti ottimali e il modo in cui il punteggio viene interpretato. La

classificazione può essere formulata in termini di una funzione lineare che

assegna un punteggio a ogni possibile categoria k combinando il vettore di

funzionalità di un’istanza con un vettore di pesi, utilizzando un prodotto

di punti. La categoria prevista è quella con il punteggio più alto.

• Random Forest che fa parte dei metodi denominati ensemble methods

utilizzati sia per la classificazione che per la regressione. Gli ensemble

methods utilizzano più algoritmi di apprendimento per ottenere presta-

zioni predittive migliori di quelle che potrebbero essere ottenute da un

qualsiasi degli algoritmi di apprendimento costituenti.

Nei prossimi paragrafi si presentano nel dettaglio e formalmente i diversi

metodi proposti.

3.5.2 Regressione logistica

Il primo metodo su cui la nostra trattazione si focalizza è il modello logistico,

ossia un modello statistico ampiamente utilizzato che, nella sua forma base,
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utilizza una funzione logistica per modellare una variabile dipendente bina-

ria. Nell’analisi di regressione, la regressione logistica (o regressione logit)

valuta i parametri di un modello logistico, ovvero rappresenta una forma di

regressione binomiale.

Matematicamente, un modello logistico binario ha un valore variabile tra due

possibili significati, questi sono rappresentati da un indicatore e sono etichet-

tati con 0 e 1.

La regressione logistica viene utilizzata in vari campi, tra questi troviamo il

Machine Learning, la maggior parte dei campi medici - scientifici e le scienze

sociali. Nonostante il suo nome, la regressione logistica descrive un modello

lineare per la classificazione anziché per la regressione. Essa può anche essere

chiamata in letteratura come logit regression, maximum - entropy classification

(MaxEnt) o log-linear classifier.

La regressione logistica può essere binomiale, ordinale o multinomiale. La

regressione binomiale o binaria si occupa di situazioni in cui il risultato osser-

vato per una variabile dipendente può avere solo due possibili valori, 0 o 1.

La regressione logistica multinomiale riguarda situazioni in cui il risultato può

avere tre o più tipi che non sono ordinati; mentre il terzo tipo, ovvero quello

ordinale riguarda le variabili dipendenti ordinate.

Quella che viene utilizzata in questa tesi è la regressione logistica binaria, il

risultato è solitamente codificato come 0 o 1, poiché questo conduce all’inter-

pretazione più diretta. Se un particolare risultato osservato per la variabile

dipendente è un esito degno di nota, esso è solitamente codificato come 1,

l’esito contrario come 0.

Più formalmente una definizione di regressione logistica può avvenire tramite la

spiegazione della funzione logistica standard. Questa è una funzione sigmoide,

che prende qualsiasi input reale t, (t ∈ R) e genera un valore compreso tra 0

e 1. La funzione logistica è definita come segue:

p(X) = e
β0+β1X

1 + eβ0+β1X

Un grafico della funzione logistica sull’intervallo (−6, 6) è mostrato in 3.9.
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Figura 3.9: grafico della funzione logistica nell’intervallo (-6,6)

Questa funzione produrrà sempre una curva a forma di S rovesciata quindi

indipendentemente dal valore di X, otterremo una previsione ragionevole.

Dopo una serie di manipolazioni, possiamo ricavare la seguente formula:

p(X)
1 − p(X) = e

β0+β1X

La quantità
p(X)

1−p(X) è chiamata odds e può assumere qualsiasi valore tra 0 e

∞. I valori di odds vicini a 0 indicano probabilità molto basse, mentre i valori

vicini a ∞ indicano probabilità molto alte.

Passando al logaritmo di entrambi i membri si ricava la seguente scrittura:

log( p(X)
1 − p(X)) = β0 + β1X

Il termine a sinistra è chiamato log-odds o logit e da qui possiamo vedere che

il modello di regressione logistica ha un logit lineare in X.

Stima dei coefficienti di regressione

I coefficienti β0 e β1 sono sconosciuti e devono essere stimati sulla base dei

dati di test disponibili. Per stimare i coefficienti della regressione logistica ci

sono diversi metodi, ma si utilizza il metodo di maximum likelihood, poiché ha

proprietà statiche migliori.

L’intuizione alla base di questa funzione, per adattarla a un modello di re-

gressione logistica, è la seguente: cerchiamo le stime per β0 e β1 in modo tale

che la probabilità prevista p(xi) per ogni individuo corrisponda il più vicino

possibile allo stato predefinito osservato di quell’individuo. In altre parole, si

cerca di trovare β0 e β1 tali che inserendo queste stime nel modello per p(X),
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restituisca un numero vicino a 1 per tutti gli individui che hanno uno stato di

partenza di questo tipo e un numero vicino allo 0 per tutte le altre persone.

Questa intuizione può essere formalizzata usando un’equazione matematica

chiamata likelihood function:

l(β0, β1) = ∏
i∶yi=1

p(xi) ∏
i
′
∶y

i
′=0

(1 − p(xi′))

3.5.3 Random forest

I random forests o i random decision forests sono un metodo di ensemble

learning per la classificazione, la regressione e altri compiti. Questi costrui-

scono una moltitudine di alberi decisionali durante l’operazione di training e

si concludono producendo un output, che può essere di due tipi:

• qualitativa o discreta: questo implica che si stanno usando alberi di

classificazione

• numerica o continua: questo implica che si stanno usando alberi di

regressione

Solitamente è consigliato l’utilizzo dei random forests in quanto spesso gli al-

beri decisionali hanno l’abitudine di sovralimentare il loro training set.

Gli alberi decisionali sono un metodo popolare che viene utilizzato per diverse

attività di Machine Learning; in particolare, gli alberi che crescono molto in

profondità tendono ad apprendere schemi altamente irregolari: questo perché

si adattano al loro training set, per questo motivo hanno un basso bias, ma

allo stesso tempo una varianza molto alta.

I random forests sono un modo per mediare più alberi decisionali profondi, che

operano su parti diverse dello stesso training set, con l’obiettivo di ridurre la

varianza attraverso un decremento della correlazione tra gli alberi, sfruttando

un algoritmo noto come bootstrap, o bagging.

Il bagging è un meta-algoritmo di Machine Learning progettato per miglio-

rare la stabilità e l’accuratezza degli algoritmi utilizzati nella classificazione

e regressione statistica; in particolare il bagging è un caso speciale di questo

approccio basato sulla media del modello.

Tutto questo può essere eseguito nel processo di crescita degli alberi attraver-

so la selezione casuale delle variabili di input, in questo modo si ottiene una
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diminuzione della varianza, a scapito di un piccolo aumento del bias e una

certa perdita di interpretabilità, ma generalmente aumentano notevolmente le

prestazioni del modello finale.

Possiamo descrivere più formalmente la tecnica di bagging come segue: dato

un training set X = x1, ..., xn con risposte Y = y1, ..., yn, viene prodotta una

partizione, ottenuta mediante un processo ricorsivo che comporta la suddivi-

sione ripetuta o splitting dei dati in gruppi, costituiti da sottoinsiemi omogenei

rispetto alla variabile risposta. Ad ogni partizione è associata una misura del

decremento di eterogeneità calcolato con riferimento ai valori della variabile

dipendente contenuti nel training set.

La procedura sopra descritta illustra l’algoritmo di bagging originale per alberi

decisionali. I random forests differiscono in un solo modo da questo schema

generale: utilizzano un algoritmo che seleziona, ad ogni suddivisione del candi-

dato nel processo, un sottoinsieme casuale delle sue features, o caratteristiche.

(Talvolta questo processo viene chiamato “features bagging”.)

Dopo aver effettuato il training del nostro dataset, le previsioni per i campioni

non visibili x
′

possono essere effettuate calcolando la media delle previsioni di

tutti gli alberi di regressione individuali su x
′

o prendendo il voto a maggioranza

nel caso di alberi di classificazione.

La ragione per fare ciò è la correlazione degli alberi in un campione di boot-

strap ordinario: se una o poche caratteristiche sono potenti predittori per la

variabile di risposta, ovvero l’output di destinazione, queste caratteristiche

saranno selezionate in molti degli alberi, provocando una correlazione tra di

essi.

Questa procedura migliora le prestazioni del modello poiché riduce la varianza,

senza aumentare il bias. Ciò significa che mentre le previsioni di un singolo

albero sono altamente sensibili al bias nel suo training set, la media di molti

alberi non lo è, a condizione che gli alberi non siano correlati.

Riportiamo, per chiarezza, lo pseudo – codice dell’algoritmo.
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Algorithm 4 Random Forest per Regression o Classification

1: For b = 1 to B

• Draw a bootstrap sample Z∗ of size N from the training data

• Grow a random-forest tree Tb to the bootstrapped data, by re-

cursively repeating the following steps for each terminal node of

the tree, until the minimum node size nmin is reached.

– Select m variables at random from p variables

– Pick the best variable/split - point among the m

– Split the node into two daughter node

2: Output the ensemble of trees Tb
B
1

3: To make a prediction for a new point x: Regression: f
B
rf(x) = 1

B

B

∑
b=1

Tb(x)
Classification: let Cb(x) be the class prediction of the bth random -

forest tree. Then C
B
rf(x) = majorityV oteCb(x)B1
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Capitolo 4

Metodologie

Dopo aver presentato lo Stato dell’Arte e i Preliminari e Notazioni nei capitoli

precedenti, in questa sezione della tesi si vogliono descrivere le metodologie

utilizzate durante lo studio.

Come già anticipato nell’Introduzione, l’obiettivo di questa tesi è valutare la

fairness e la diversity nell’estrazione di dati, principalmente quando questi ul-

timi sono rappresentati attraverso un network. Riprendendo quanto già detto,

vogliamo, soprattutto, utilizzare le tecniche di classificazione, come regressione

logistica e random forest, per mostrare che c’è una correlazione tra le metriche

che rappresentano le reti complesse, con altre caratteristiche come diversity e

fairness, utilizzate per l’estrazione dei dati.

Per i paragrafi relativi all’applicazione dell’algoritmo Interchange, alla costru-

zione degli archi, alla classificazione e all’estrazione dei risultati, l’ambiente di

lavoro di cui ci siamo serviti è Jupyter Notebook .

Nei prossimi paragrafi si descriveranno nel dettaglio tutti gli step del nostro

lavoro, che porteranno ai risultati che verranno successivamente analizzati.

Questi vengono riassunti nella figura 4.1 attraverso uno schema a blocchi.
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Figura 4.1: Schema a blocchi della ricerca

4.1 Raccolta dati

Il primo step del nostro lavoro è stato ricercare dei dati su cui procedere con

le creazioni di network, con la classificazione ed elaborazione.

Si sono cercati dei dataset che avessero al loro interno degli attributi sensibili

(UK Equality Act 2010 ). Per fare ciò abbiamo utilizzato Google Dataset e la

piattaforma Kaggle.

Una volta selezionati i dataset - nel nostro caso cinque, che verranno ampia-

mente descritti nel prossimo capitolo - abbiamo proseguito il lavoro con la

creazione di un network, che verrà illustrata nel paragrafo successivo.

4.2 Costruzione Network

In questo paragrafo si illustra il secondo step del nostro studio, riguardante la

creazione di network partendo dai dataset selezionati.

La sezione si articolerà in sottosezioni, proprio per mostrare nel dettaglio le

varie fasi che hanno portato al network su cui poi procedere con la classificazio-

ne: si parte dalla selezione dei nodi, per poi costruire gli archi, rappresentare

il grafo ed, infine, calcolare le misure di diversity dei network.

4.2.1 Selezione nodi

La prima fase di cui ci siamo occupati è la selezione dei nodi per poi costruire

il network.

Una volta selezionato il dataset su Google Dataset o Kaggle, i dati, a noi utili,
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sono riportati in un file con estensione .csv.

Dato che abbiamo deciso di costruire delle reti avente un numero specifico di

nodi, nel nostro caso 500 e 1000, selezioniamo gli N nodi in modo randomico,

dal file ottenuto in precedenza, producendo cos̀ı due nuovi file. Questi do-

cumenti contengono i nodi selezionati divisi su ogni riga e le variabili scelte,

attributi sensibili e non sensibili, su ogni colonna, per dare una descrizione di

tutti i nodi nel set di dati.

Questi due nuovi documenti che produciamo hanno la medesima estensione del

file sopracitato, ovvero .csv, questa è stata scelta per agevolare il lavoro futuro,

ovvero la creazione dell’intero network tramite il software Gephi e cos̀ı avverrà

anche per i documenti inerenti agli archi, descritti nel prossimo paragrafo.

Il primo documento di cui ci serviremo conterrà i nodi con tutti gli attributi del

dataset, senza distinzione tra attributi sensibili e non sensibili. Il secondo file

comprenderà i nodi, ma con solamente gli attributi sensibili atti per proseguire

con il lavoro.

Quest’ultimo sarà successivamente utilizzato per l’implementazione dell’algo-

ritmo Interchange.

4.2.2 Costruzione archi

Dopo aver presentato nel dettaglio come avviene la selezione dei nodi, possiamo

introdurre il secondo passaggio della creazione di un network. Questo coincide

con la costruzione degli archi.

Per fare ciò ci siamo serviti dell’utilizzo di un codice scritto con il linguaggio di

programmazione Python, per dare origine a tutti i file necessari per realizzare,

successivamente, il network completo.

Nel codice, che in seguito riporteremo, sono descritti i passaggi per la creazione

di un file con estensione ”.csv”, per i motivi già citati.

Il nostro scopo in questo passaggio è quello di produrre un file contente quattro

colonne:

• Source: che rappresenta l’origine dell’arco, ossia il nodo sorgente, che è

identificato tramite un Id, rappresentante il nodo in questione all’interno

del file che include tutti i nodi.
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• Target : che rappresenta la fine dell’arco, ossia il nodo destinazione, che è

identificato tramite un Id, rappresentante il nodo in questione all’interno

del file che include tutti i nodi.

• Type: che rappresenta il tipo di arco che vogliamo creare. Nel nostro

studio si è deciso di creare archi non diretti, per cui tutti gli archi hanno

la dicitura Undirect.

• Weight : che rappresenta il peso dell’arco. Nella nostra tesi si è scelto di

dare a tutti gli archi lo stesso peso, per cui a tutti gli archi viene aggiunto

1 per questo attributo.

Prima di spiegare nel dettaglio come avviene la costruzione degli archi diamo

una definizione di dataframe, che generalmente consiste in dati tabulari, in cui

ogni riga può essere considerata come una singola osservazione di più variabili

espresse in ogni colonna.

Nel nostro caso il dataframe è diviso come segue:

• righe: tutte le diverse persone nel nostro dataset, le quali compongono

l’insieme dei nodi, per questo motivo etichettati con un indice, l’Id di

riferimento.

• colonne: rappresentano gli attributi, sensibili e non sensibili, che il data-

set possiede (questi verranno esposti più chiaramente nel Capitolo 5 per

tutti i set di dati utilizzati), con l’aggiunta di una colonna denominata Id

grazie al quale riconosciamo i nodi all’interno del set e che verrà sfruttata

per la creazione del documento finale.

Per avere una struttura del codice più pulita viene creata una funzione, chia-

mata preprocessing , da riutilizzare per tutte le colonne con attributi appar-

tenenti allo UK Equality Act 2010 citato in precedenza.

All’interno della funzione sono stati eseguiti alcuni piccoli accorgimenti: uno

di questi è stata la scelta del criterio con il quale vengono collegati due nodi,

ad esempio il nodo i e il nodo j.

Dal dataframe vengono selezionati gli attributi sensibili, dopo di che, per ogni

valore possibile dell’attributo preso in esame, vengono creati gli archi se e

soltanto se il nodo i e il nodo j per quell’attributo hanno lo stesso valore.

Per essere più chiari riportiamo un esempio: il nodo i descrive un uomo e il

nodo j descrive una donna, in questo caso l’attributo sensibile è rappresentato
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dal sesso e siccome i nostri possibili valori possono essere uomo o donna, que-

sti due nodi non compariranno nella tabella finale, ovvero non vi sarà nessuna

riga con source i e con target j, al contrario, nel caso in cui abbiano lo stesso

sesso, vedremo comparire una riga con source i e con target j nel nostro file

conclusivo. Per togliere qualsiasi dubbio possiamo affermare che:

∀ i, j ∈ N, : Sex(i) ≠ Sex(j) ⟹ ∄ ai,j ∈ A

Quanto spiegato vale per tutti gli attributi ad esclusione dell’età o meglio,

prima di applicare lo stesso criterio di costruzione degli archi, dobbiamo ap-

portare una modifica: creiamo dei bucket cos̀ı che, non solo le persone con la

stessa età vengano collegate fra loro, ma anche persone con la stessa fascia di

età.

Per far ciò ci siamo serviti di una funzione, che verrà descritta successivamente

nella sezione dedicata all’applicazione dell’algoritmo Interchange.

Il risultato che otterremo può essere formalizzato nel seguente modo:

∀ i ∈ N, : Age(i) ≤ 20 ⟹ Age(i) ∶= 0,

Age(i) > 20 ∧ Age(i) ≤ 30 ⟹ Age(i) ∶= 1,

Age(i) > 30 ∧ Age(i) ≤ 40 ⟹ Age(i) ∶= 2,

Age(i) > 40 ∧ Age(i) ≤ 50 ⟹ Age(i) ∶= 3,

Age(i) > 50 ∧ Age(i) ≤ 60 ⟹ Age(i) ∶= 4,

Age(i) > 60 ⟹ Age(i) ∶= 5,

Quanto descritto può essere spiegato come segue: se il nodo i ha un’età com-

presa tra i 30 e i 40 anni, l’età di questo nodo viene sostituita con il valore 2;

se avesse un’età maggiore di 60 anni, il valore che gli assegneremo è 5.

A questo punto, una volta modificata la colonna età, potrà essere applicato il

criterio di selezione degli archi precedentemente descritto.

Un secondo accorgimento è l’eliminazione di archi ripetuti. Questo perché

avendo scelto l’opzione undirect per quanto riguarda il tipo di archi, non è

necessaria la presenza dell’arco che collega il nodo i con il nodo j e l’arco che

collega il nodo j con il nodo i, quindi, una volta creata tutta la tabella degli

archi, vengono eliminati quelli che hanno un indice di j uguale o superiore ad

i, cos̀ı da non avere la presenza di self - loop, auto - cicli, e archi identici.

Più formalmente possiamo dire che:
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∀ i, j ∈ N, : j ≥ i ⟹ ∄ aj,i ∈ A

Nella formule precedenti la simbologia utilizzata è la seguente:

• i, j rappresentano l’Id del nodo.

• N rappresenta l’insieme dei nodi.

• Age(i) rappresenta l’età del nodo i.

• Sex(i), Sex(j) rappresentano rispettivamente il sesso del nodo i e del

nodo j .

• ai,j e aj,i rappresenta rispettivamente l’arco che collega i a j e l’arco che

collega j con i, che nel nostro caso sono lo stesso.

• A rappresenta l’insieme degli archi.

Dopo aver definito la funzione da utilizzare, viene creato il corpo vero e proprio

del nostro codice in cui importiamo il dataframe che vogliamo analizzare. In

seguito viene realizzata una stampa dei possibili valori che ogni attributo può

avere, cos̀ı da evitare di tralasciarne qualcuno e garantire la creazione di un

network completo. Successivamente viene applicata la funzione in precedenza

descritta e salvato il file che essa crea, uno diverso per ogni attributo sensibile,

con il formato già esposto, che verrà utilizzato nel passaggio successivo.

Riportiamo il codice della funzione e una chiamata ad essa per una maggiore

chiarezza:

def preprocessing(dataframe, attribute="", values=[],

name="filename.csv", sep=";"):

id1 = []

id2 = []

col3 = []

col4 = []

for v in values:

df = dataframe[dataframe[attribute]==v]

for i in list(df.Id):

for j in list(df.Id):

id1.append(i)

id2.append(j)

col3.append("Undirect")
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col4.append(1)

res = pd.DataFrame({"Source":id1,"Target":id2,

"Type":col3, "Weight":col4})

res2 = res[res["Source"] < res["Target"]]

res2.to_csv(name, index=False, sep=sep)

return res2

preprocessing(df, attribute="Sex", values=[’Male’, ’Female’],

name="sex.csv")

Per essere più chiari, per quanto riguarda le variabili di cui la funzione ha

bisogno, possiamo dire che:

• dataframe: come già spiegato rappresenta i dati dalla quale siamo partiti.

Nella chiamata della funzione è df.

• attribute: rappresenta l’attributo sensibile in esame. Nell’esempio

abbiamo utilizzato il sesso.

• values : tutti i possibili valori che può avere l’attributo sensibile. Per

quanto riguarda il sesso questi sono “Male”, “Female”.

• name: rappresenta il nome del file che verrà salvato grazie alla funzione,

nel nostro caso sex.csv.

• sep: il metodo di separazione delle colonne scelto.

4.2.3 Rappresentazione Grafo

Dopo aver descritto come ricavare i file relativi ai nodi e il documento riguar-

dante gli archi possiamo iniziare la creazione vera e propria del network.

Innanzitutto diamo una breve descrizione di Gephi, il programma che abbiamo

utilizzato per realizzare la rete. Gephi è un software open source per l’analisi

e la visualizzazione delle reti sociali, scritto in Java e basato sulla piattaforma

NetBeans.

Entrambi i documenti, quello relativo ai nodi e quello relativo agli archi, an-

dranno importati come spreadsheet, attraverso la finestra di lavoro Data Labo-

ratory.
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Per far ciò, la prima cosa di cui ci dobbiamo occupare è l’importazione del file

inerente i nodi. In questo caso verrà utilizzato il primo documento creato nella

fase di selezione dei nodi, quindi quello comprensivo di attributi sensibili e

non sensibili. Questo file, rappresentante il nostro set di dati, verrà importato

all’interno di Gephi, prestando attenzione a selezionare l’opzione Node table

nel momento in cui viene chiesto che tipo di tabella vogliamo realizzare.

Successivamente importiamo tutti i file relativi agli archi, con lo stesso proce-

dimento, in questo caso il tipo di tabella che vogliamo utilizzare è Edge table.

In entrambi i casi, sia per quanto riguarda la tabella dei nodi che quella degli

archi, prima di confermare l’importazione del documento è fondamentale sele-

zionare il tipo di grafo che desideriamo costruire, nel nostro caso undirect.

Per quanto concerne i documenti relativi agli archi, avremmo un file per ogni

attributo sensibile del dataset in esame. Questi possono essere importati se-

paratamente oppure contemporaneamente; se si sceglie la prima opzione, ossia

l’importazione singola, possiamo vedere come il grafo cambia a seconda del-

l’attributo scelto ed infine unirli in un unico grafo, cos̀ı da ottenere il network

completo.

Per chiarezza riportiamo un esempio del primo procedimento effettuato su un

numero di nodi inferiore, tratti da un dataset che verrà descritto nel Capitolo

5 denominato Mental Health in Tech Survey. Il numero di nodi scelto è 50,

cos̀ı da migliorare la visualizzazione del grafo. Il dataset che mostreremo come

modello contiene 3 attributi sensibili:

• età

• sesso

• nazione d’origine

La figura 4.2(a) mostra la suddivisione dei nodi in base all’attributo età, la

seconda, 4.2(b), in base alla nazione di origine, la terza, 4.2(c), in base al sesso

ed infine, la quarta, ovvero la figura 4.2(d), rappresenta un grafo complessivo

dei tre attributi sensibili analizzati in precedenza. Questo grafo, come già

anticipato, può essere creato successivamente, unendo i file dei tre attributi

sensibili, prestando attenzione a scegliere come strategia di unione degli archi

don’t merge, oppure essere realizzato fin da subito senza dover passare attra-

verso la creazione dei grafi dei singoli attributi, scegliendo sempre la medesima

strategia di unione, mettendo in pratica un’importazione “collettiva”, ossia
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scegliendo tutti i documenti parallelamente.

La colorazione degli archi è facoltativa, abbiamo deciso di applicare un colore

per ogni attributo sensibile cos̀ı da migliorare la vista della rete completa.

(a) Age (b) Country

(c) Sex (d) Age-Country-Sex

Figura 4.2: Creazione di un network completo

51



Metodologie

4.2.4 Calcolo misure

Una volta creato il network completo del nostro dataset, quello che dobbiamo

effettuare è il calcolo dei parametri di rete. I risultati di questo calcolo vengono

incorporati nella vista Data laboratory, più precisamente nella sezione dedicata

ai nodi.

Questo passaggio risulta piuttosto rapido una volta ottenuto il network com-

pleto. Quello che dobbiamo fare è decidere quali misure vogliamo calcolare e

processarle attraverso la finestra Statistics collocata nel pannello destro della

pagina Overview.

Le metriche a cui siamo interessati sono state descritte ampiamente nel Capi-

tolo 3, per completezza le riportiamo di seguito, specificando quale comando

di Gephi ci aiuta ad ottenerle:

• grado: questa prima metrica viene calcolata attraverso Average Degree.

Solitamente vengono calcolati In-Degree, Out-Degree e Degree, ma es-

sendo il nostro grafo non diretto, queste risultano tutte uguali, perciò

viene espressa solo l’ultima metrica nella finestra Data Laboratory per

ogni nodo, mentre nella finestra Statistics vedremo la media del grado di

tutti i nodi.

• forza: viene calcolata attraverso Average Weighted Degree. Questa me-

trica viene espressa nella finestra Data Laboratory per ogni nodo, mentre

nella finestra Statistics vedremo la media della forze di tutti i nodi.

• coefficiente di clustering: calcolato attraverso Average Clustering

Coefficient. Questa metrica viene espressa nella finestra Data Labora-

tory per ogni nodo, mentre nella finestra Statistics vedremo la media dei

coefficienti di clustering di tutti i nodi.

• betweeness centrality, closeness centrality, harmonic closeness

ed eccentricity: queste metriche vengono raggruppate in un unico punto

e, una volta selezionato l’opzione del grafo che desideriamo, undirect per

quanto ci riguarda, tutte vengono calcolate tramite l’opzione Network

Diameter.

• page rank: questa misura viene calcolata tramite l’apposita funzione

Page Rank. Come parametri abbiamo utilizzato una probabilità di 0.85

e un epsilon di 0.001 (p = 0.85 & ε = 0.001), sempre con grafo non
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diretto. Questa metrica viene espressa nella finestra Data Laboratory

per ogni nodo.

• modularity: calcolata attraverso la funzione Modularity utilizzando una

risoluzione pari a 1 e viene espressa nella finestra Data Laboratory per

ogni nodo.

• eigenvector centrallity: calcolato attraverso la funzione Eigenvector

Centrallity. Questa misura viene descritta nella finestra Data Laboratory

per ogni nodo.

Ogni volta che una metrica viene calcolata, Gephi realizza dei grafici per espri-

mere meglio l’andamento dei nodi in base a quel parametro.

Questi grafici posso essere esportati, ma quello che a noi interessa di più è

esportare la tabella che si è creata nella finestra Data Laboratory, comprensiva

di tutte le misure sopracitate, nello stesso formato con cui vengono inseriti i

file, ossia “.csv”.

Questa tabella con l’aggiunta della selezione realizzata tramite l’algoritmo

Interchange verrà utilizzata per la classificazione dei nodi nel paragrafo

successivo.

4.3 Applicazione algoritmo Interchange

In seguito alla spiegazione su come avviene la raccolta dei dati e la creazione di

un network, in questa sezione andremo a descrivere, per prima cosa, il motivo

della scelta di questo algoritmo, la sua applicazione ed infine l’output prodotto.

Nel Capitolo 2, lo Stato dell’Arte, sono state esposte tre euristiche per risol-

vere i problemi legati alla diversity ; quella su cui noi vogliamo soffermarci è

l’euristica Interchange.

Il motivo di questa scelta ricade sul fatto che la soluzione di questo algoritmo

è ottima; inoltre, un secondo motivo, senza ripetere quanto abbiamo già detto

riguardo la definizione e l’esecuzione di esso, è che togliendo ad ogni iterazio-

ne l’elemento che minimizza la diversity, avremmo all’interno dell’insieme dei

selezionati degli elementi tutti diversi tra loro, quindi otterremo un risultato

fair.

A questo punto, dopo aver spiegato la ragione della scelta, passiamo all’imple-

mentazione dell’algoritmo Interchange.
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Anche in questo caso, ci siamo serviti di un codice scritto in Python per dare

origine all’output desiderato, che successivamente verrà utilizzato per la clas-

sificazione. Per prima cosa, importiamo il dataframe che vogliamo utilizzare.

Questo è rappresentato dal secondo documento creato nella fase di Selezione

dei nodi, ovvero quello rappresentante il dataset in esame descritto solamente

grazie agli attributi sensibili.

Ora, prima di applicare l’algoritmo interchange sui nostri dati, dobbiamo tra-

sformare il dataframe, composto sia da variabili numeriche, come può essere

l’età, sia da variabili descrittive, come può essere il sesso e la nazione d’origine,

in sole variabili categoriche; per questo motivo utilizziamo una funzione che ci

fornisce la libreria pandas, denominata get dummies, che trasforma le variabili

nominali in categoriche, sfruttando la tecnica di one hot encoding.

Questa trasforma unicamente le variabili qualitative, quindi per quanto ri-

guarda l’attributo sensibile età, viene applicata una funzione in modo tale da

suddividere questo attributo come descritto nella sezione Costruzione archi,

cos̀ı da avere gruppi di persone con età simili, utilizzando la medesima funzio-

ne proposta in precedenza. In questo caso riportiamo formalmente la funzione

di cui ci siamo serviti e come viene applicata al nostro dataframe (nel codice

indicato come df):

def eta_preproc(x):

if x <=20:

valore = 0

if x>20 and x<=30:

valore = 1

if x>30 and x<=40:

valore = 2

if x>40 and x<=50:

valore = 3

if x>50 and x<=60:

valore = 4

if x>60:

valore = 5

return valore

df.Age = df.Age.apply(eta_preproc)

54



4.3 Applicazione algoritmo Interchange

Una volta ottenuto il set di dati descritto solo da variabili categoriche possiamo

passare all’applicazione vera e propria dell’algoritmo.

Attraverso questa implementazione, otterremo le k persone più diverse all’in-

terno del set di dati. Nel nostro studio abbiamo deciso che k rappresenterà il

20% dell’intero dataset.

Ciò che faremo, precisamente, consiste nell’aggiunta di una colonna al nostro

dataframe, denominata con Y. Questa potrà avere solo due valori:

• 1: la persona appartiene al gruppo dei selezionati, quindi fa parte delle

persone più diverse all’interno del set

• 0: la persona appartiene al gruppo dei non selezionati quindi non parte

delle persone più diverse del datset

Il valore viene assegnato attraverso l’applicazione dell’algoritmo Interchange

fornita nel Capitolo 2: inizialmente viene creato un set vuoto, rappresentate

l’insieme dei selezionati e riempito randomicamente, successivamente ad ogni

iterazione, l’elemento dell’insieme dei selezionati che contribuisce al minimo

alla diversità di esso, viene scambiato con l’elemento più rilevante che non è

presente nel set dei selezionati. Gli interscambi si fermano quando non ci sono

più elementi con rilevanza maggiore al di fuori dell’insieme dei selezionati.

A questo punto le persone che si trovano all’interno del gruppo dei selezionati,

avranno un valore di Y uguale a 1, quelli esterni 0.

Per una maggiore formalità riportiamo l’applicazione dell’algoritmo:

y_ids = my_interchange.interchange(df_ohe.values, k)

Nella porzione di codice appena descritta possiamo identificare:

• y ids rappresenta il set dei selezionati.

• df ohe.values rappresenta il nostro dataframe.

• k rappresenta il numero di elementi che vogliamo all’interno dell’insieme

dei selezionati.

Il risultato ottenuto da questa applicazione, quindi quello riportato nella

colonna Y, sarà successivamente utilizzato nei metodi di classificazione per

determinare la correttezza di quanto abbiamo fatto.
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4.4 Classificazione

In questa sezione descriviamo formalmente le tecniche di classificazione che

abbiamo deciso di applicare ai nostri dati. Queste, come già anticipato, sono

la regressione logistica e i random forest.

Per entrambi i metodi l’input sarà il file creato grazie all’utilizzo del software

Gephi, ovvero quello che riassume le metriche che ogni rete possiede. Non

sarà solo questo documento ad essere preso in considerazione, ma utilizzeremo

anche il risultato ottenuto grazie all’applicazione dell’algoritmo Interchange.

L’output sarà unito al documento creato nel paragrafo inerente alla creazione

del grafo, cosicché i nodi selezionati e non selezionati rimangano gli stessi.

4.4.1 Applicazione metodi statistici: regressione logisti-

ca e random forest

In questa sezione abbiamo deciso di raggruppare i metodi in quanto la parte

iniziale delle due implementazione coincide; successivamente tratteremo sepa-

ratamente la parte specifica per ogni algoritmo.

Per eseguire quanto detto, anche in questo caso, ci siamo serviti di un codice

scritto con il linguaggio Python.

Precisamente quello che abbiamo fatto è stato applicare la definizione di re-

gressione logistica e random forest che abbiamo dato nel Capitolo 3.

Per prima cosa, per una maggiore interpretabilità, abbiamo normalizzato le

metriche che abbiamo deciso di mettere in luce, cosicché tutte avessero la stes-

sa importanza, a prescindere da quale valore effettivamente potessero avere, in

quanto vi sono alcune misure che possono essere comprese tra 0 e 1 e altre che

invece posso assumere qualsiasi valore.

Più formalmente, riportiamo la parte di codice attraverso il quale abbiamo

eseguito la normalizzazione:

mask = [all(x) for x in zip(df.columns != ’Y’)]

normalized_columns = df.columns[mask]

df1[normalized_columns] = df[normalized_columns].apply

(lambda x : (x-np.min(x))/(np.max(x)-np.min(x)))

Successivamente, per applicare le definizioni fornite precedentemente, abbiamo

definito un training set, ovvero l’insieme di elementi di cui è nota la categoria
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di appartenenza, nel nostro caso, se un nodo è tra i selezionati oppure si trova

tra i non selezionati. In seguito abbiamo definito il test set, ossia l’insieme di

elementi di cui non è nota la categoria di appartenenza.

Nella nostra tesi abbiamo stabilito di non imporre training e test set, ma

di eseguire un suddivisone randomica grazie ad una funzionalità fornita da

Sklearn, chiamata train test split, in modo tale che il 50% dei dati finiscano in

un insieme e i restanti nell’altro, cos̀ı da migliorare le prestazioni.

Questo avviene tramite la definizione della grandezza del test set :

test size = 0.5

Più formalmente riportiamo la parte di codice che riguarda la scelta dei due

set utilizzati:

from sklearn.model_selection import train_test_split

train, test = train_test_split(df, test_size=0.5, stratify=df[’Y’])

X_train = train[normalized_columns]

X_test = test[normalized_columns]

Y_train = train[’Y’]

Y_test = test[’Y’]

Nella porzione di codice appena descritta vediamo come il train e il test ven-

gono suddivisi. La porzione rappresentante il training set riguarda le variabili

denominate X train e Y train, mentre il test set riguarda le variabili denomi-

nate X test e Y test.

Possiamo, inoltre, dare una definizione degli altri parametri utilizzati:

• df : rappresenta il dataframe utilizzato; nel nostro caso il documen-

to che comprende le metriche dei network con l’aggiunta dell’output

dell’algoritmo Interchange.

• normalized columns : rappresentano le metriche della rete calcolata, dopo

la normalizzazione.

• Y : rappresenta il risultato dell’algoritmo Interchange.

Fino a questo punto l’implementazione degli algoritmi risulta la stessa, ora

verrà specificato come prosegue la realizzazione della tecnica di regressione

logistica e come continua quella del metodo random forest.
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Regressione Logistica

Per quanto riguarda la regressione logistica la sua implementazione in Scikit-

learn è accessibile dalla classe LogisticRegression. Questo metodo può adattarsi

alla regressione logistica binaria, One-vs-Rest o multinomiale con la regolariz-

zazione opzionale L2 o L1.

I risolutori implementati nella classe LogisticRegression sono liblinear, newton-

cg, lbfgs, sag e saga. Quello che abbiamo deciso di utilizzare è lbfgs . Il motivo

di questa scelta è che il risolutore lbfgs, cos̀ı come sag e newton - cg suppor-

tano solo la penalizzazione L2 e si trovano a convergere più velocemente per

alcuni dati ad alta dimensione. Inoltre il solver lbfgs è consigliato per la sua

robustezza.

Dopo aver eseguito quanto descritto nella sezione principale, occorre svolgere

le funzioni base della classe LogisticRegression. Nello specifico effettueremo:

logistic_model = LogisticRegression(solver=’lbfgs’)

logistic_model.fit(X_train, Y_train)

Y_pred = logistic_model.predict(X_test)

Attraverso questa parte di codice otterremo la predizione dei dati appartenenti

al test set, ovvero Y pred.

Per valutarne la bontà, calcoleremo le metriche fornite da Sklearn. Queste

verranno descritte dettagliatamente nel paragrafo successivo, Estrazione dei

risultati.

Random forest

In questa sottosezione illustreremo come procede l’applicazione dei random

forest. Quanto segue dovrà essere effettuato dopo la spiegazione fornita nella

sezione principale.

L’implementazione di questo metodo in Scikit-learn è accessibile dalla classe

RandomForestClassifier. Ciò che occorre fare è eseguire le funzioni base della

classe appena citata. Nello specifico effettueremo:

model = RandomForestClassifier()

model.fit(X_train, Y_train)

Y_pred = model.predict(X_test)
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Anche in questo caso attraverso questa parte di codice otterremo la predizio-

ne dei dati appartenenti al test set, ovvero Y pred. Per valutarne la corret-

tezza, calcoleremo le metriche fornite da Sklearn. Queste verranno descritte

dettagliatamente nella sezione successivo.

4.5 Estrazione risultati

Dopo aver spiegato come sono stati applicati i metodi di classificazione, descri-

viamo le metriche che abbiamo deciso di analizzare per valutare il lavoro svolto

e come sono state calcolate, ossia tramite la classe metrics in Scikit-learn.

Le misure che abbiamo deciso di calcolare sono:

• matrice di confusione

• accuratezza

• curva Roc

• precisione

• recall

• f-measure

Queste verranno abbondantemente spiegate nel Capitolo 5, dandone, inoltre,

una definizione formale.

Per di più, per entrambi i metodi di classificazione presi in esame, abbiamo

deciso di analizzare quali misure di diversity, relative alla rete, sono più in-

fluenti.

Questa procedura è differente per i metodi di classificazione analizzati, ma

vengono entrambi svolti tramite la classe metrics in Scikit-learn.

Nel prossimo capitolo verrà precisamente spiegata la tecnica utilizzata per far

ciò e i risultati ottenuti.

4.5.1 Conclusioni

Dopo aver descritto ampiamente tutti i vari passaggi che hanno portato ai

risultati che abbiamo ottenuto, possiamo dire che, attraverso una funzione

parametrica basata sulle misure, che abbiamo deciso di evidenziare, relative al

complex network, da noi creato, riusciamo a stimare e ad estrarre i nodi più

diverse all’interno di un set di dati.
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Tutto ciò può essere fatto senza passare attraverso un procedimento classico

per la diversity, come può essere l’algoritmo Greedy, l’algoritmo Neighborhood

e l’algoritmo Interchange, euristiche presentate nel Capitolo 3.

Come dimostrato, estraendo i nodi, ovvero gli elementi, più diversi tra loro,

possiamo dire che all’interno del set verrà sicuramente messa in luce questa

caratteristica, ossia la diversity, mentre al di fuori di questo set di nodi, quindi

quelli che saranno etichettati come “non selezionati”, possiamo affermare che

verrà sottolineata un’altra caratteristica, quella della somiglianza, in quanto

tutti i nodi avranno peculiarità simili.

Senza anticipare i risultati ottenuti, possiamo già affermare che nel prossimo

capitolo verranno esposte dettagliatamente le informazione ottenute a favore

della nostra tesi per quanto riguarda l’applicazione del metodo della regressione

logistica, essendo un modello più semplice per interpretare i risultati, mentre

non verranno mostrati i risultati ottenuti dall’utilizzo dei random forest, che

abbiamo comunque calcolato per verificare che la classificazione fosse possibile

e di conseguenza le features da noi scelte sono effettivamente informative.
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Capitolo 5

Esperimenti

5.1 Raccolta dei dati

Dopo aver dato una presentazione e aver approfondito gli aspetti teorici di

tutto il lavoro di ricerca che è stato svolto in questi mesi, in questo capitolo si

presentano i dati utilizzati in analisi.

Una volta selezionati i dati, come si è già anticipato nell’analisi del capitolo

precedente, si sono costruiti network per poi andare ad analizzare le diverse

misure delle reti, presentate nel dettaglio nel Capitolo 3, con il software Gephi.

I dati sono stati tratti da alcuni dataset presenti nelle piattaforma online Kag-

gle e Google Dataset.

Kaggle è una comunità online di scienziati e studenti informatici, di proprietà

di Google LLC. Kaggle consente agli utenti di trovare e pubblicare set di dati,

esplorare e costruire modelli dei dati basati sul web, collaborare con altri scien-

ziati, ingegneri e partecipare a concorsi per risolvere le sfide di data science.

Kaggle, inoltre, offre anche una piattaforma di dati pubblici.

In riferimento a Google Dataset possiamo dire che l’approccio di Google alla

scoperta di set di dati fa uso di schema.org e altri standard di metadati, che

possono essere aggiunti alle pagine che descrivono i set di dati. Questo perché

i dataset sono più facili da trovare quando vengono fornite informazioni di

supporto come il loro nome, descrizione, creatore e formati di distribuzione

come dati strutturati. Lo scopo, quindi, è quello di migliorare la scoperta

di set di dati da campi come scienze sociali, Machine Learning, dati civici e

governativi e altro ancora.
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In questo paragrafo si presentano nel dettaglio i diversi dataset utilizzati, spe-

cificando per ciascuno di essi da dove è stato tratto, quali dati contiene e su

quali attributi il nostro lavoro di ricerca si è concentrato.

5.1.1 National Health and Nutrition Examination

Survey

Indagine nazionale sulla salute e la valutazione degli esami nutrizio-

nali

Il primo dataset scelto è stato tratto dalla piattaforma online Kaggle.

Il National Health and Nutrition Survey Survey (NHANES ) è un programma

di studi volti a valutare la salute e lo stato nutrizionale di adulti e bambini negli

Stati Uniti. Il sondaggio è unico in quanto combina interviste ed esami fisio-

logici. NHANES è un importante programma del National Center for Health

Statistics (NCHS ). NCHS fa parte dei Centri per il controllo e la prevenzione

delle malattie e ha la responsabilità di produrre statistiche riguardanti il campo

medico - sanitario per la nazione.

Il programma NHANES è iniziato nei primi anni ’60 ed è stato condotto at-

traverso una serie di indagini incentrate su diversi gruppi di popolazione o

questioni riguardanti la salute. Nel 1999, il sondaggio è diventato un pro-

gramma continuo che ha focalizzato l’attenzione su una varietà di misure di

salute e nutrizione per soddisfare le esigenze emergenti. Il sondaggio esamina

un campione rappresentativo a livello nazionale di circa 5.000 persone ogni

anno. Queste persone si trovano in contee in tutto il paese, 15 delle quali sono

visitate ogni anno.

L’intervista a NHANES include domande demografiche, socio - economiche,

riguardanti il regime alimentare e relative alla salute. La componente dell’e-

same consiste in misurazioni mediche, dentistiche e fisiologiche, nonché test

di laboratorio effettuati da personale medico altamente qualificato. Ad oggi,

migliaia di risultati di ricerca sono stati pubblicati utilizzando i dati NHANES.

All’interno della cartella di lavoro che si può scaricare da Kaggle sono presenti

più file; il dataset utilizzato nel nostro studio fa riferimento al documento

demographic.csv ed è quello legato ai dati demografici contenente circa 10.2k

record.
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Gli attributi riportati nel dataset sono:

• numero seriale (attributo chiave primaria)

• periodo di rilevamento

• stato della visita medica

• sesso

• età in anni

• età in mesi all’inizio del rilevamento

• razza

• semestre del rilevamento

• stato militare (se ha prestato servizio militare)

• nazione d’origine

• cittadinanza

• periodo di permanenza negli US

• grado di istruzione

• stato civile

• lingua in cui è stata svolta l’intervista

• utilizzo di un interprete nell’eseguire l’intervista

• numero di individui nel nucleo abitativo del soggetto in esame

• numero di componenti della famiglia

• numero di figli con età inferiore a 5 anni

• numero di figli con età compresa tra i 6 anni e i 17 anni

• numero di adulti in famiglia con età superiore ai 60 anni

• reddito del nucleo abitativo

• reddito famigliare

• rapporto tra reddito famigliare e povertà

Di questi attributi per il nostro studio sono stati utilizzati i seguenti, in quanto

attributi sensibili, riportati nello UK Equality Act

• sesso, che può assumere valore di Female, Male e Null ;

• età;

• razza, che può assumere valore di Mexican-American, Other-Hispanic,

Non-Hispanic-White, Non-Hispanic-Black, Other-Race e Null ;

• nazione d’origine, che può assumere valore di US States or Washington

DC, Others, Refused e Null ;
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• cittadinanza, che può assumere valore di Citizen, Non-Citizen, Refused

e Null ;

• stato civile che può assumere valori di Married, Widowed, Divorced,

Separated, Never-Married, Living with Partner, Refused e Null ;

• stato militare;

• stato di famiglia.

5.1.2 Adult Census Income

Reddito ricavato da un censimento di adulti

Il secondo dataset che abbiamo utilizzato nel nostro studio, sempre tratto dalla

piattaforma Kaggle, è stato estratto dal database dell’ufficio del censimento del

1994 da Ronny Kohavi e Barry Becker. Il compito di previsione è determinare

se una persona guadagna oltre 50.000 dollari all’anno.

Il numero di campioni contenuti nel dataset è quasi di 32.5k, mentre gli

attributi presenti all’interno del documento utilizzato (adult.csv) sono:

• età

• posizione lavorativa

• grado di istruzione

• stato civile

• tipologie di lavoro

• razza

• sesso

• utile di capitale

• perdita di capitale

• relazioni personali

• nazione d’origine

• reddito annuo

• ore lavorative settimanali

Di questi attributi per i nostri scopi si sono utilizzati i seguenti, in quanto

attributi sensibili:

• età;
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• stato civile, che può assumere i valori Married-civ-spouse, Divorced,

Never-married, Separated, Widowed, Married-spouse-absent, Married-

AF-spouse;

• razza, che può assumere i valori White, Asian-Pac-Islander, Amer-

Indian-Eskimo, Other, Black ;

• sesso, che può assumere valori Female, Male;

• nazione d’origine che può assumere i valori United-States, Cambodia, En-

gland, Puerto-Rico, Canada, Germany, Outlying-US(Guam-USVI-etc),

India, Japan, Greece, South, China, Cuba, Iran, Honduras, Philippines,

Italy, Poland, Jamaica, Vietnam, Mexico, Portugal, Ireland, France,

Dominican-Republic, Laos, Ecuador, Taiwan, Haiti, Columbia, Hunga-

ry, Guatemala, Nicaragua, Scotland, Thailand, Yugoslavia, El-Salvador,

Trinadad-Tobago, Peru, Hong, Holand-Netherlands.

5.1.3 Suicide Rates Overview 1985 to 2016

Panoramica sui tassi di suicidio dal 1985 al 2016

Il terzo dataset utilizzato, tratto dalla piattaforma online Google Dataset, de-

riva da altri quattro set di dati collegati da tempo e luogo, ed è stato costruito

per trovare segnali correlati ad un aumento dei tassi di suicidio tra diversi stati

a livello globale, attraverso lo spettro socio - economico.

I quattro dataset appena citati sono United Nations Development Program

(2018) Human development index (HDI), World Bank (2018) World deve-

lopment indicators: GDP (current US$) by country:1985 to 2016, [Szamil]

(2017) Suicide in the Twenty-First Century [dataset], World Health Organi-

zation (2018) Suicide prevention.

Per la nostra ricerca sono stati presi in considerazione 5 stati europei, riportati

successivamente nella spiegazione degli attributi sensibili, cos̀ı da restringere il

contenuto del dataset.

Il numero di campioni contenuti nel documento master.csv all’interno del

dataset è approssimativamente 27.8k, mentre gli attributi presenti sono:

• nazione d’origine

• età

• anno del suicidio
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• sesso

• popolazione

• numero dei suicidi sulla popolazione

• stato e anno

• generazione che si basa sull’età della persona

Per la nostra tesi si sono utilizzati i seguenti attributi, in quanto sensibili:

• età

• sesso, che puo assumere i valori Female, Male;

• nazione d’origine, che può assumere i valori Italy, Spain, Portugal,

France, Germany ;

5.1.4 Mental Health in Tech Survey

Salute mentale in un’indagine tecnica

Il quarto set di dati utilizzato, sempre tratto dalla piattaforma online Kaggle,

proviene da un’indagine del 2014 che misura gli atteggiamenti nei confronti

della salute mentale e della frequenza dei disturbi di salute mentale nel posto

di lavoro.

Il file utilizzato, denominato survey.csv, all’interno del dataset è composto da

1259 records ed è organizzato in base ai seguenti attributi:

• timestamp;

• età;

• sesso;

• nazione;

• stato-US: se l’individuo vive negli Stati Uniti, in quale stato o territorio

vive;

• self-employed: l’individuo è un lavoratore autonomo;

• family-history: è presente nella famiglia qualche individuo con malattie

mentali;

• trattamento: si è cercato una soluzione per quanto concerne la patologia;

• work-interfere: la condizione di salute mentale può inficiare sul lavoro;

• n.workers: numero di dipendenti presenti in azienda;

• remote-work: se lavora al di fuori dell’ufficio almeno per il 50 del tempo;
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• tech-company: il datore di lavoro è un’impresa o un’organizzazione

tecnologica;

• benefits: il datore di lavoro offre servizi e benefici riguardanti la salute

mentale;

• care-options: l’individuo conosce le opzioni legate alla salute mentale

offerte dal proprio datore di lavoro;

• wellness-program: il datore di lavoro ha discusso della salute mentale

come parte di un programma di benessere dei dipendenti;

• seek-help: il tuo datore di lavoro fornisce risorse per saperne di più sui

problemi di salute mentale e su come cercare aiuto;

• anonimato: l’anonimato è protetto se si sceglie di usufruire di risorse per

la salute mentale o di abuso di sostanze;

• congedo: quanto è facile prendere un congedo medico per una condizione

di salute mentale;

• mental-health-consequence: possibilità di discutere di un problema di

salute mentale con il datore di lavoro ed avere conseguenze negative;

• phys-health-consequence: possibilità di discutere di un problema di

salute fisica con il datore di lavoro ed avere conseguenze negative;

• collaborations: possibilità di discutere di un problema di salute mentale

con i propri colleghi;

• supervisor: possibilità di discutere di un problema di salute mentale con

il proprio supervisore diretto;

• mental-health-interview: possibilità di presentare un problema di salute

mentale con un potenziale datore di lavoro in un colloquio;

• phys-health-interview: possibilità di presentare un problema di salute

fisica con un potenziale datore di lavoro in un colloquio;

• mental-vs-physical: possibilità che il proprio datore di lavoro prenda la

salute mentale tanto seriamente quanto la salute fisica;

• obs-consequence: possibilità di aver osservato conseguenze negative per

i colleghi con condizioni di salute mentale sul posto di lavoro

• comments: eventuali note aggiuntive o commenti

Per la nostra ricerca sono stati utilizzati i seguenti attributi, in quanto sensibili,

grazie all’elenco precedentemente definito:

• età
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• sesso, che può assumere i valori F (female), e M (male);

• nazione d’origine, che può assumere i valori ’Sweden’, ’Croatia’, ’Thai-

land’, ’Bulgaria’, ’Finland’, ’India’, ’Switzerland’, ’Australia’, ’Ireland’,

’Germany’, ’Italy’, ’Israel’, ’Spain’, ’South Africa’, ’Mexico’, ’Poland’,

’Nigeria’, ’United Kingdom’, ’Portugal’, ’Belgium’, ’Canada’, ’Uru-

guay’, ’Netherlands’, ’New Zealand’, ’Hungary’, ’Latvia’, ’Bosnia and

Herzegovina’, ’Norway’, ’Japan’, ’Singapore’, ’United States’, ’Russia’,

’France’, ’Colombia’, ’Austria’, ’Slovenia’, ’Costa Rica’, ’Romania’,

’Denmark’, ’Brazil’ ;

5.1.5 Human Resources Data Set

Set di dati ricavai dalle risorse umane

Il quinto dataset è stato trovato all’interno della piattaforma Google Dataset.

I dati sulle risorse umane possono essere difficili da trovare e i professionisti

che operano in questo ambito generalmente restano indietro rispetto alle com-

petenze di analisi e visualizzazione dei dati. Pertanto, due dottoresse hanno

iniziato a creare il proprio set di dati relativo alle risorse umane, che viene

utilizzato in uno dei loro corsi di MSHRM, HR Metrics and Analytics, presso

il New England College of Business.

Esistono più file all’nterno della cartella di lavoro pubblicata, quello su cui

noi ci siamo concentrati è il file denominato core dataset.csv. Tuttavia tutti i

documenti contenuti all’interno del dataset utilizzato riguardano una società

fittizia.

Il dataset in questione è piuttosto piccolo, sopratutto se paragonato ai quattro

analizzati precedentemente, infatti è composto da 302 records ed è organizzato

in base ai seguenti attributi:

• nome dipendente

• codice dipendente

• stato

• DOB, (date of birth)

• età

• sesso

• stato civile
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• cittadinanza

• razza

• se ha origini ispaniche o latine

• data di assunzione

• data del licenziamento

• motivi di licenziamento

• dipartimento in cui lavora il dipendente

• se sono attivi o terminati

• titolo della posizione lavorativa

• tasso di paga

• nome del manager

• punteggio delle prestazioni

Sono stati utilizzati i seguenti attributi, in quanto appartenenti alla lista dello

UK Equality Act 2010 :

• età

• sesso, che può assumere i valori Female, Male;

• stato civile, che può assumere i valori Divorced, Married, Single,

Separated, Widowed

• cittadinanza, che può assumere i valori US Citizen, Non-Citizen, Eligible

NonCitizen

• razza, che può assumere i valori Black or African American, Asian,

Hispanic, American Indian or Alaska Native, Two or more races, White

• se ha origini ispaniche o latine, che può assumere valori Yes, No

5.2 Metriche per l’estrazione dei risultati

In questa sezione descriviamo le metriche di cui abbiamo parlato anche nel

capitolo precedente, utili a valutare il nostro lavoro e a capire se vi è una cor-

relazione tra le misure di una rete e altre proprietà come diversity e fairness

nell’estrazione dei dati.

I parametri utilizzati nella parte di codice delle seguenti sottosezioni, Y test

e Y pred fanno riferimento a quanto detto nel precedente capitolo, più

precisamente nella sezione Classificazione.
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5.2.1 Matrice di confusione

La matrice di confusione viene utilizzata per valutare la qualità dell’output di

un classificatore sul set di dati. Gli elementi diagonali rappresentano il numero

di punti per i quali l’etichetta prevista è uguale alla vera etichetta, mentre gli

elementi fuori diagonale sono quelli erroneamente etichettati dal classificatore.

Più alti sono i valori diagonali della matrice di confusione, meglio è, indicando

cos̀ı molte previsioni corrette.

Più formalmente possiamo dire che: Ci,j è uguale al numero di osservazioni

note per appartenere al gruppo i, ma vengono predette nel gruppo j.

Per chiarezza, ogni colonna della matrice rappresenta i valori predetti, mentre

ogni riga rappresenta i valori reali.

Figura 5.1: Tabella rappresentante la distribuzione della matrice di confusione

Riportiamo il codice attraverso il quale abbiamo ottenuto la matrice di

confusione:

conf = metrics.confusion_matrix(Y_test, Y_pred)

Successivamente indicheremo i veri negativi come VN, i falsi negativi come

FN, i veri positivi come VP ed infine i falsi positivi come FP.

5.2.2 Accuratezza

L’accuratezza è usata come misura statistica di quanto un test di classificazione

binaria identifica correttamente o esclude una condizione, ovvero, la propor-

zione di risultati veri (sia veri positivi che veri negativi), con il numero totale

di casi esaminati.
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Questa funzione calcola la precisione del sottoinsieme: l’insieme di etichette

previste per un campione deve corrispondere esattamente al set di etichette

corrispondente in Y test.

Può essere calcolata a partire dalla matrice di confusione, infatti la formula

per quantificare l’accuratezza binaria è:

acc =
V P + V N

V P + V N + FP + FN

Riportiamo il codice attraverso il quale abbiamo ottenuto l’accuratezza:

acc = metrics.accuracy_score(Y_test, Y_pred)

5.2.3 Curva Roc

Nella teoria delle decisioni, le curve ROC (Receiver Operating Characteristic,

anche note come Relative Operating Characteristic) sono degli schemi grafici

per un classificatore. Questa implementazione è limitata all’attività di classi-

ficazione binaria o all’attività di classificazione multilabel.

Attraverso l’analisi delle curve ROC si valuta la capacità del classificatore di

discernere tra un insieme di popolazione corretto e uno non corretto, calcolando

l’area sottesa alla curva ROC, ovvero Area Under Curve, AUC.

L’area sotto la curva può assumere valori compresi tra 0.5 e 1.0. Tanto mag-

giore è l’area sotto la curva (cioè tanto più la curva si avvicina al vertice del

grafico) tanto maggiore è il potere discriminante del test.

Lungo i due assi si possono rappresentare la sensibilità come True Positive Rate

(frazione di veri positivi), che rappresenta l’asse delle ordinate e 1-specificità,

False Positive Rate (frazione di falsi positivi), che rappresenta l’asse delle ascis-

se.

Possiamo definire le misure appena citate come:

TPR =
V P

V P + FN

FPR =
FP

FP + V N

Riportiamo il codice attraverso il quale abbiamo ottenuto la curva ROC:

auc = metrics.roc_auc_score(Y_test, Y_pred)
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5.2.4 Precisione

La precisione può essere vista come una misura di esattezza o fedeltà.

Può essere calcolata a partire dalla matrice di confusione, infatti la formula

per quantificarla è:

prec =
V P

V P + FP

L’abbassamento della soglia di un classificatore può aumentare il denominato-

re, aumentando il numero di risultati restituiti.

In un processo di classificazione, un valore di precisione di 1.0 per la classe

C significa che, ogni oggetto che è stato etichettato come appartenente alla

classe C, vi appartiene davvero (ma non dice niente sul numero di elementi

della classe C che non sono stati etichettati correttamente).

Riportiamo il codice attraverso il quale abbiamo ottenuto la precisione:

prec = metrics.precision_score(Y_test, Y_pred)

5.2.5 Recall

Il recall è una misura di completezza, in questo contesto, è anche definito come

frequenza positiva o sensibilità.

Recall può essere definito con la seguente formula, partendo dalla matrice di

confusione:

rec =
V P

V P + FN

Il denominatore non dipende dalla soglia del classificatore, ciò significa che

l’abbassamento della soglia del classificatore può aumentare il recall, aumen-

tando il numero di positivi veri.

Inoltre possiamo dire che un valore di recall pari ad 1.0 significa che, ogni

oggetto della classe C è stato etichettato come appartenente ad essa (ma non

dice niente sul numero di elementi etichettati non correttamente con C ).

Riportiamo il codice attraverso il quale abbiamo ottenuto il recall :

rec = metrics.recall_score(Y_test, Y_pred)
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5.2.6 F-measure

Nell’analisi statistica della classificazione binaria, il punteggio F-measure (noto

anche come F-score o F-1 ) è una misura dell’accuratezza del test. Viene

quantificata grazie all’utilizzo di due misure già descritte: precisione e recall.

Il risultato della F-measure è la media armonica delle due metriche appena

citate, dove il punteggio raggiunge il suo valore migliore a 1 (precisione e recall

perfetti) e il peggiore a 0.

Il contributo relativo di precisione e recall al punteggio è lo stesso.

La seguente misura può essere definita come segue:

f = 2 ∗
prec ∗ rec
prec + rec

Riportiamo il codice attraverso il quale abbiamo ottenuto la f-measure:

f = metrics.f1_score(Y_test, Y_pred)

5.2.7 Influenza delle misure un network

In questa sottosezione, dopo aver descritto l’estrazione delle metriche utilizzate

per valutare la correttezza del nostro lavoro, verrà spiegato il procedimento at-

traverso il quale è possibile stabilire quali sono le misure di una rete complessa

più influenti.

Questa procedura è differente per i metodi di classificazione analizzati, ma ven-

gono entrambi svolti tramite la classe metrics in Scikit-learn e il parametro

utilizzato, normalized columns, anche in questo caso, fa riferimento a quanto

detto nel precedente capitolo, più precisamente nella sezione Classificazione.

Regressione logistica

Per una maggiore comprensione riportiamo il codice, scritto in Python utile ai

nostri scopi.

params = logistic_model.coef_[0]

list(zip(params, list(normalized_columns)))

Attraverso ciò è possibile creare una lista che descrive l’importanza di ogni

feature, ossia ogni misura di rete analizzata in precedenza.
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Random forest

Per chiarire meglio la nostra spiegazione riportiamo il codice, scritto in Python

utilizzato per raggiungere il nostro obiettivo.

params = model.feature_importances_

list(zip(params, list(normalized_columns)))

Come nella regressione logistica tramite questo metodo è possibile creare

una lista che descrive l’importanza di ogni feature, ossia ogni misura di rete

analizzata in precedenza.

5.3 Analisi dei risultati

L’obiettivo di questa sezione, dopo aver dato una definizione formale e detta-

gliata delle metriche che abbiamo deciso di utilizzare per calcolare la qualità

dei classificatori, è di riportare, precisamente, i dati e le informazioni principali

ottenuti nella nostra ricerca.

Per questo motivo, per ogni dataset, vengono presentate le metriche già men-

zionate in precedenza e le features, ovvero le caratteristiche delle reti complesse,

più influenti.

Successivamente verrà proposta la nostra conclusione in base all’obiettivo che

ci siamo posti all’inizio di questa tesi: se vi è la presenza di una correlazione

tra le misure di un complex network e caratteristiche come diversity e fairness.

Per ogni set di dati, descritti all’inizio di questo capitolo, vengono proposti tre

risultati: i primi due derivano da un set composto da 500 nodi, mentre l’ultimo

viene fornito grazie a un set costituito da 1000 nodi.

Quanto appena detto viene eseguito per tutti i set di dati ad esclusione dell’ul-

timo dataset proposto, Human Resources Data Set. Questo avviene perchè il

numero totale di records, all’interno di tale set, è 302, per cui verrà proposto

un unico risultato, in cui il set di dati è composto dall’intero dataset scaricato

da Google Dataset.

Nelle successive sottosezioni verranno presentate tre tabelle per ogni dataset,

che descriviamo brevemente di seguito:

• Nella prima tabella troviamo descritte per ogni colonna le metriche uti-

lizzate per estrarre i risultati, ovvero, accuratezza, curva Roc, precisione,
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recall e f-measure e per riga il metodo di classificazione applicato al nostro

set, ossia, regressione logistica.

• Nella seconda tabella troviamo la matrice di confusione del dataset in

esame, ottenuta applicando il metodo di classificazione già citato, ossia

la regressione logistica.

• Nella terza tabella proposta, infine, rappresentiamo l’influenza delle ca-

ratteristiche del network, che viene creata tramite l’applicazione dell’ap-

proccio della regressione logistica.

In questo caso, per motivi di impaginazione abbiamo abbreviato sia il

nome del metodo, Log, ovvero regressione logistica, che viene posizionato

sulla riga, sia i nomi delle metriche di diversity delle reti complesse, in cui

abbiamo Gr (grado), Frz (forza), Clust (coefficiente di clustering), Betw

(betweeness centrality), Harm (harmonic closeness), Ecc (eccentricity),

Rank (page rank), Mod (modularity) ed Eigen (eigenvector centrality),

che vengono disposti per ogni colonna. I valori in tabella vengono riporta-

ti con il proprio segno, ma sottolineiamo che il valore assoluto rappresenta

l’importanza della caratteristica, a prescindere dal segno che troviamo.

Inoltre, il valore negativo esprime che bassi valori di quella caratteristica

sono associati con la classe positiva, mentre valori alti della feature sono

associati con la classe negativa. Il segno negativo è in linea con ciò da noi

atteso, in quanto valuta il livello di diversity : avere un valore di questo

tipo significa che questi sono diversi tra loro.

Ricordiamo che nella tabella dell’influenza verrà analizzato il valore assoluto

della caratteristica, ossia la vera e propria importanza della feature.

5.3.1 National Health and Nutrition Examination

Survey

Questo dataset rappresenta il set di dati con il più alto numero di attributi

sensibili nel nostro studio, che sono: sesso, età, razza, nazione d’origine, citta-

dinanza, stato civile, stato militare e stato di famiglia.

Come anticipato nell’introduzione di questa sezione vedremo tutti i risultati

ottenuti dai tre dataset creati da quello principale, tratto da Kaggle.
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Primo dataset da 500 nodi

In questo primo caso possiamo notare che l’applicazione della regressione logi-

stica raggiunge buoni risultati per tre misure in particolare: accuratezza, curva

Roc e precisione.

Per quanto riguarda la matrice di confusione abbiamo che:

• VN = 195

• FP = 5

• FN = 25

• VP = 25

Guardando la Tabella 5.3, ovvero quella che rappresenta l’influenza delle me-

triche di diversity di una rete complessa, possiamo notare che abbiamo quattro

misure che spiccano rispetto le altre e queste sono: grado, forza, betweeness

centrality ed eigenvector centrality. Tra le metriche più basse possiamo trovare

invece: closeness centrality, harmonic closeness e modularity.

Accuratezza Curva Roc Precisione Recall F - Measure

Reg. logistica 0,88 0,74 0,84 0,5 0,63

Tabella 5.1: Valori metriche per l’estrazione dei risultati

n
′

p
′

n 195 5

p 25 25

Tabella 5.2: Matrice di confusione applicando la regressione logistica

Gr Frz Clust Betw Clos Harm Ecc Rank Mod Eigen

Log -1,66 -1,66 0,5 -1,43 -0,29 -0,28 0,79 -0,57 -0,27 -1,55

Tabella 5.3: Influenza metriche per l’estrazione dei risultati

Secondo dataset da 500 nodi

Anche in questo secondo caso possiamo notare che l’utilizzo della regressione

logistica porta a dei risultati alti nel caso di: accuratezza, curva Roc e preci-
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sione.

Osservando la matrice di confusione vediamo che:

• VN = 193

• FP = 7

• FN = 26

• VP = 24

In conclusione, nella tabella che rappresenta l’influenza delle metriche di di-

versity di un network complesso, possiamo notare che abbiamo alcune misure

che spiccano rispetto le altre, quali: grado, forza e betweeness centrality, esat-

tamente come nel caso precedente.

Leggermente più alto degli altri, infine, troviamo l’eigenvector centrality. Tra

le più basse, in questo caso abbiamo: closeness centrality, harmonic closeness,

modularity, proprio come il primo dataset, ed eccentricity.

Accuratezza Curva Roc Precisione Recall F - Measure

Reg. logistica 0,87 0,73 0,78 0,48 0,59

Tabella 5.4: Valori metriche per l’estrazione dei risultati

n
′

p
′

n 193 7

p 26 24

Tabella 5.5: Matrice di confusione applicando la regressione logistica

Gr Frz Clust Betw Clos Harm Ecc Rank Mod Eigen

Log -1,32 -1,32 -0,58 -2,03 -0,2 -0,21 0,15 -0,32 0,2 -1,09

Tabella 5.6: Influenza metriche per l’estrazione dei risultati

Dataset da 1000 nodi

In questo ultimo caso, ovvero nel dataset che comprende il più alto numero

di nodi, possiamo notare che, fedelmente ai set di dati composti da 500 nodi,
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abbiamo le medesime tre metriche che raggiungono dei buoni risultati.

Osservando la matrice di confusione troviamo che:

• VN = 393

• FP = 7

• FN = 54

• VP = 46

Infine, nella tabella che rappresenta l’influenza delle metriche di un network

complesso, possiamo notare che, abbiamo misure che spiccano rispetto le altre,

ovvero: grado, forza, betweeness centrality ed eigenvector centrality. Ma ne

troviamo alcune molto basse, quali: coefficiente di clustering, closeness centra-

lity, harmonic closeness ed eccentricy. Alcune di queste misure appena citate

sono le medesime dei casi con 500 nodi.

Accuratezza Curva Roc Precisione Recall F - Measure

Reg. logistica 0,88 0,72 0,87 0,46 0,60

Tabella 5.7: Valori metriche per l’estrazione dei risultati

n
′

p
′

n 393 7

p 54 46

Tabella 5.8: Matrice di confusione applicando la regressione logistica

Gr Frz Clust Betw Clos Harm Ecc Rank Mod Eigen

Log -1,73 -1,73 -0,08 -2,02 -0,06 -0,11 0,25 -0,54 -0,68 -1,31

Tabella 5.9: Influenza metriche per l’estrazione dei risultati

5.3.2 Adult Census Income

In questo secondo dataset preso in esame sono, invece, presenti cinque attributi

che fanno parte dell’UK Equality Act 2010, ovvero: età, stato civile, razza,
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sesso, nazione d’origine.

Anche in questo caso andiamo ad analizzare e commentare, per i tre set di dati

creati, i risultati ottenuti.

Primo dataset da 500 nodi

Nel primo dataset creato possiamo vedere che, per l’applicazione della regres-

sione logistica, nella Tabella 5.10, raggiungiamo buoni risultati per tutte le

metriche.

Per quanto riguarda la matrice di confusione abbiamo che:

• VN = 192

• FP = 8

• FN = 16

• VP = 34

Per concludere, nella tabella che rappresenta l’influenza delle metriche di un

network, possiamo vedere che abbiamo quattro misure più alte rispetto le altre,

ovvero: grado, forza, betweeness centrality ed eigenvector centrality. Inoltre,

possiamo osservare che ci sono anche delle misure particolarmente basse, quali:

closeness centrality, harmonic closeness ed eccentricity.

Accuratezza Curva Roc Precisione Recall F - Measure

Reg. logistica 0,90 0,82 0,81 0,68 0,74

Tabella 5.10: Valori metriche per l’estrazione dei risultati

n
′

p
′

n 192 8

p 16 34

Tabella 5.11: Matrice di confusione applicando la regressione logistica

Gr Frz Clust Betw Clos Harm Ecc Rank Mod Eigen

Log -2,15 -2,15 0,56 -2,24 -0,34 -0,24 0,11 -0,47 -0,5 -2.04

Tabella 5.12: Influenza metriche per l’estrazione dei risultati
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Secondo dataset da 500 nodi

Anche in questo secondo caso, come in quello precedente, possiamo vedere che

otteniamo buoni risultati, migliori anche del caso precedente.

Osservando la matrice di confusione vediamo che:

• VN = 200

• FP = 0

• FN = 14

• VP = 36

Infine, nella tabella che rappresenta l’influenza delle metriche di una rete,

possiamo notare che, attraverso l’applicazione di questo metodo, abbiamo tre

misure più alte rispetto le altre, ovvero: grado, forza ed eigenvector centrality.

Inoltre, le restanti metriche, hanno tutte dei valori piuttosto bassi.

Accuratezza Curva Roc Precisione Recall F - Measure

Reg. logistica 0,95 0,86 1,0 0,72 0,84

Tabella 5.13: Valori metriche per l’estrazione dei risultati

n
′

p
′

n 200 0

p 14 36

Tabella 5.14: Matrice di confusione applicando la regressione logistica

Gr Frz Clust Betw Clos Harm Ecc Rank Mod Eigen

Log -3,10 -3,10 0,03 -0,32 -0,2 -0,12 -0,42 -0,16 0,18 -3,06

Tabella 5.15: Influenza metriche per l’estrazione dei risultati

Dataset da 1000 nodi

Infine in quest’ultimo caso creato possiamo vedere che, come negli altri dataset

composti da 500 nodi, otteniamo buoni risultati, superiori ai precedenti.

Per quanto riguarda la matrice di confusione prodotta dall’applicazione di

regressione logistica, abbiamo che:
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• VN = 395

• FP = 5

• FN = 11

• VP = 89

In conclusione, nella Tabella 5.18, possiamo vedere che abbiamo quattro mi-

sure più alte rispetto le altre, ovvero: grado, forza, betweeness centrality ed

eigenvector centrality. Inoltre, possiamo osservare che c’è una misura partico-

larmente bassa, la modularity e una misura nulla, quindi che non ha alcuna

influenza: l’eccentricity.

Accuratezza Curva Roc Precisione Recall F - Measure

Reg. logistica 0,97 0,94 0,95 0,89 0,92

Tabella 5.16: Valori metriche per l’estrazione dei risultati

n
′

p
′

n 395 5

p 11 89

Tabella 5.17: Matrice di confusione applicando la regressione logistica

Gr Frz Clust Betw Clos Harm Ecc Rank Mod Eigen

Log -3,39 -3,39 0,47 -3,31 -0,55 -0,34 0,0 -0,69 0,06 -3,33

Tabella 5.18: Influenza metriche per l’estrazione dei risultati

5.3.3 Suicide Rates Overview 1985 to 2016

Questo terzo dataset, ottenuto dalla piattaforma Google Dataset, ha un numero

di attributi sensibili piuttosto ristretto, ovvero tre, però rimane un set di dati

utile comunque al nostro scopo.

Gli attributi che appartengo allo UK Equality Act 2010 di questo dataset sono:

età, sesso, nazione d’origine.

Nelle seguenti sottosezioni riportiamo i valori ottenuti tramite l’applicazione

del metodo della regressione logistica.
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Primo dataset da 500 nodi

In questo primo set di dati creato possiamo notare che abbiamo dei risultati

migliori per tre metriche come è accaduto in National Health and Nutrition

Examination Survey, precisamente per: accuratezza, curva Roc e precisione.

Nella matrice di confusione vediamo che:

• VN = 186

• FP = 14

• FN = 23

• VP = 27

Infine, nella tabella che rappresenta l’influenza delle metriche di una rete,

possiamo notare che abbiamo una misura che spicca particolarmente rispetto

le altre, la modularity. Troviamo invece le altre metriche particolarmente basse,

a differenza dei casi analizzati in precedenza.

Accuratezza Curva Roc Precisione Recall F - Measure

Reg. logistica 0,85 0,74 0,66 0,54 0,59

Tabella 5.19: Valori metriche per l’estrazione dei risultati

n
′

p
′

n 186 14

p 23 27

Tabella 5.20: Matrice di confusione applicando la regressione logistica

Gr Frz Clust Betw Clos Harm Ecc Rank Mod Eigen

Log 0,05 0,05 0,004 -0,07 -0,02 -0,02 0,0 -0,02 4,36 0,02

Tabella 5.21: Influenza metriche per l’estrazione dei risultati

Secondo dataset da 500 nodi

Anche in questo secondo caso, come in quello precedente abbiamo risultati

molto simili, leggermente più alti per quanto riguarda il recall e la f-measure.
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Per quanto riguarda la matrice di confusione, realizzata dalla regressione

logistica, abbiamo che:

• VN = 185

• FP = 15

• FN = 21

• VP = 29

Nella Tabella 5.24, inerente alle metriche più influenti all’interno di un network,

abbiamo un caso analogo a quello precedente. Troviamo una misura che spicca

rispetto alle rimanenti, la modularity. Le metriche restanti, invece, hanno tutte

un’influenza bassa, particolarmente l’eigenvector centrality.

Accuratezza Curva Roc Precisione Recall F - Measure

Reg. logistica 0,86 0,75 0,66 0,58 0,62

Tabella 5.22: Valori metriche per l’estrazione dei risultati

n
′

p
′

n 185 15

p 21 29

Tabella 5.23: Matrice di confusione applicando la regressione logistica

Gr Frz Clust Betw Clos Harm Ecc Rank Mod Eigen

Log 0,27 0,27 -0,17 -0,3 -0,28 -0,28 0,0 -0,2 4,4 -0,0002

Tabella 5.24: Influenza metriche per l’estrazione dei risultati

Dataset da 1000 nodi

Per concludere il dataset in esame, analizziamo il set di dati composto da 1000

nodi. In questo caso particolare, l’unico nel nostro studio, abbiamo dei risultati

nulli per quanto riguarda l’applicazione della regressione logistica.

Ovviamente la matrice di confusione ottenuta rispecchia quanto detto poco fa:

• VN = 400
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• FP = 0

• FN = 100

• VP = 0

Infine nella tabella inerente le metriche più influenti all’interno di un network,

abbiamo quattro misure che sono più alte rispetto alle altre: grado, forza,

coefficiente di clustering e modularity. Le metriche restanti hanno tutte un’in-

fluenza bassa, in particolar modo il page rank, inoltre abbiamo una misura

nulla, l’eccentricity.

Accuratezza Curva Roc Precisione Recall F - Measure

Reg. logistica 0,80 0,5 0,0 0,0 0,0

Tabella 5.25: Valori metriche per l’estrazione dei risultati

n
′

p
′

n 400 0

p 100 0

Tabella 5.26: Matrice di confusione applicando i random forest

Gr Frz Clust Betw Clos Harm Ecc Rank Mod Eigen

Log -2,37 -2,37 2,19 -0,72 0,78 0,74 0,0 -0,15 2,34 -0,69

Tabella 5.27: Influenza metriche per l’estrazione dei risultati

5.3.4 Mental Health in Tech Survey

Il quarto dataset preso in esame ha lo stesso numero di attributi sensibili del

precedente set di dati Suicide Rates Overview 1985 to 2016, per essere più

chiari, sono i medesimi, ovvero, età sesso e nazione d’origine.

A differenza del caso appena citato, nel dataset composto da 1000 nodi,

non abbiamo risultati cos̀ı pessimi nell’applicazione del metodo di regressione

logistica, anzi piuttosto alti.
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Primo dataset da 500 nodi

Nel primo set di dati creato possiamo notare che abbiamo dei risultati migliori

per quattro metriche, precisamente per: accuratezza, curva Roc, precisione e

f-measure.

La matrice di confusione riporta le seguenti informazioni:

• VN = 199

• FP = 1

• FN = 22

• VP = 28

Per concludere, nella tabella che rappresenta l’influenza delle metriche di un

network, possiamo vedere che abbiamo quattro misure più alte rispetto le altre,

ovvero: grado, forza, betweeness centrality (particolarmente alta) ed eigenvec-

tor centrality. Inoltre, possiamo osservare che ci sono anche delle misure più

basse rispetto le altre, quali: coefficiente di clustering, page rank e modularity.

Inoltre osserviamo anche una misura nulla: l’eccentricity.

Accuratezza Curva Roc Precisione Recall F - Measure

Reg. logistica 0,91 0,78 0,96 0,56 0,71

Tabella 5.28: Valori metriche per l’estrazione dei risultati

n
′

p
′

n 199 1

p 22 28

Tabella 5.29: Matrice di confusione applicando la regressione logistica

Gr Frz Clust Betw Clos Harm Ecc Rank Mod Eigen

Log -1,36 -1,36 -0,01 -3,49 -0,69 -0,62 0,0 0,16 0,19 -1,1

Tabella 5.30: Influenza metriche per l’estrazione dei risultati
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Secondo dataset da 500 nodi

Nel secondo caso del datatset preso in esame, riscontriamo una situazione

analoga al secondo set di dati inerente al dataset Adult Census Income, in

quanto il numero di nodi è uguale, 500 in entrambi e i risultati ottenuti sono

simili.

Per quanto riguarda la matrice di confusione vediamo che:

• VN = 200

• FP = 0

• FN = 17

• VP = 33

Per concludere, nella tabella che rappresenta l’influenza delle metriche di

un network, possiamo vedere che, come nel caso appena descritto, abbiamo

quattro misure più alte rispetto le altre, ovvero: grado, forza, betweeness

centrality (particolarmente alta) ed eigenvector centrality. Inoltre, possiamo

osservare che c’è anche una misura più bassa rispetto le altre, quali: coeffi-

ciente di clustering. Inoltre notiamo anche la presenza di una misura nulla:

l’eccentricity.

Accuratezza Curva Roc Precisione Recall F - Measure

Reg. logistica 0,93 0,83 1,0 0,66 0,80

Tabella 5.31: Valori metriche per l’estrazione dei risultati

n
′

p
′

n 200 0

p 17 33

Tabella 5.32: Matrice di confusione applicando la regressione logistica

Gr Frz Clust Betw Clos Harm Ecc Rank Mod Eigen

Log -1,81 -1,81 0,25 -2,83 -0,81 -0,7 0,0 -0,78 0,64 -1,66

Tabella 5.33: Influenza metriche per l’estrazione dei risultati
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Dataset da 1000 nodi

Nel terzo ed ultimo set di dati, composto da 1000 nodi, possiamo verificare

che abbiamo raggiunto dei risultati alti per quasi tutte le metriche prese in

considerazione, ad eccezione del recall.

Per quanto riguarda la matrice di confusione vediamo che:

• VN = 400

• FP = 0

• FN = 47

• VP = 53

In conclusione, nella Tabella 5.36 che rappresenta l’influenza delle metriche di

una rete, possiamo vedere che, come nei casi da 500 nodi, abbiamo quattro

misure più alte rispetto le altre, ovvero: grado, forza, betweeness centrality

(particolarmente alta) ed eigenvector centrality. Inoltre, possiamo osservare

che c’è anche una misura più bassa rispetto le altre: coefficiente di clustering.

Inoltre, anche in questo caso, come quelli appena analizzati, notiamo anche la

presenza di una misura nulla: l’eccentricity.

Accuratezza Curva Roc Precisione Recall F - Measure

Reg. logistica 0,91 0,77 1,0 0,53 0,70

Tabella 5.34: Valori metriche per l’estrazione dei risultati

n
′

p
′

n 400 0

p 47 53

Tabella 5.35: Matrice di confusione applicando la regressione logistica

Gr Frz Clust Betw Clos Harm Ecc Rank Mod Eigen

Log -2,04 -2,04 0,06 -4,27 -0,94 -0,83 0,0 -0,98 -1,01 -1,72

Tabella 5.36: Influenza metriche per l’estrazione dei risultati
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5.3.5 Human Resources Data Set

Per concludere la descrizione di questa sezione, analizziamo i risultati del da-

taset con il minor numero di records. Questo, come già anticipato, è il motivo

per cui abbiamo un unico set, riportato nella sottosezione seguente.

Ricordiamo che gli attributi sensibili di questo dataset sono sei: età, sesso,

stato civile, cittadinanza, razza e la presenza di origini ispaniche.

Dataset da 302 nodi

Nell’unico dataset creato possiamo vedere che dalle informazioni che otteniamo

dalla Tabella 5.37, notiamo che l’applicazione della regressione logistica ha

buoni risultati per tutte le metriche analizzate.

Per quanto riguarda la matrice di confusione abbiamo che:

• VN = 118

• FP = 3

• FN = 7

• VP = 23

Per concludere, nella tabella che rappresenta l’influenza delle metriche di un

network, possiamo vedere che abbiamo quattro misure più alte rispetto le altre,

ovvero: grado, forza, coefficiente di clustering ed eigenvector centrality. Inoltre,

possiamo osservare che ci sono alcune misure più basse rispetto le altre, quali

closeness centrality, harmonic closeness, page rank e modularity.
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Accuratezza Curva Roc Precisione Recall F - Measure

Reg. logistica 0,93 0,87 0,88 0,77 0,82

Tabella 5.37: Valori metriche per l’estrazione dei risultati

n
′

p
′

n 118 3

p 7 23

Tabella 5.38: Matrice di confusione applicando la regressione logistica

Gr Frz Clust Betw Clos Harm Ecc Rank Mod Eigen

Log -1,92 -1,92 -1,55 -1,0 -0,2 -0,17 1,0 -0,21 -0,25 -1,86

Tabella 5.39: Influenza metriche per l’estrazione dei risultati

5.3.6 Conclusioni

Per concludere questo capitolo, vogliamo fare un riassunto di quanto detto e

dei risultati ottenuti nella fase di sperimentazione del nostro elaborato.

Come già anticipato nel capitolo precedente, abbiamo mostrato i risultati otte-

nuti, solamente, della regressione logistica in quanto è un modello più semplice

per interpretare i risultati e ci siamo serviti dei random forest per verificare

che, effettivamente, la classificazione può essere fatta.

Ricordando l’obiettivo che ci siamo posti all’inizio della nostra ricerca, ossia,

attraverso l’utilizzo di un classificatore mostrare la presenza di una correla-

zione tra le metriche delle reti complesse, costruite a partire da dei dataset, e

altre caratteristiche come diversity e fairness, tipiche dell’estrazione dei dati,

possiamo dire che i risultati e le informazioni che abbiamo ottenuto danno una

conferma del problema da noi formulato.

Anche se i dataset che abbiamo utilizzato sono piuttosto piccoli, in genera-

le, per quanto riguarda tutti i casi analizzati, l’applicazione della regressione

logistica ottiene quasi sempre buoni risultati, in particolar modo per quattro

misure: accuratezza, curva Roc, precisione e f-measure.

Lavorando su diversi dati, possiamo dire di aver ottenuto dati somiglianti per

quanto riguarda le metriche di una rete complessa, sia nel caso delle misure
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più influenti, che quelle meno rilevanti:

• metriche più influenti: si è potuto osservare che ci sono delle misure

che rimangono spesso tra le più alte, o comunque nella maggior parte

dei casi e hanno sempre un valore negativo. Tali misure nel caso di

utilizzo di regressione logistica sono: grado, forza, betweeness centrality

ed eigenvector centrality. Possiamo inoltre dire che, le misure appena

citate non risultano mai poco influenti, se non in un caso del dataset

Suicide Rates Overview 1985 to 2016.

• metriche meno influenti: in questo caso, si è potuto notare che ci

sono misure che sono meno influenti rispetto le altre. Le metriche meno

rilevanti che abbiamo riscontrato nell’applicazione della regressione

logistica sono: coefficiente di clustering, closeness centrality, harmonic

closeness e modularity. In questi casi, abbiamo visto che i valori sono

talvolta negativi e talvolta positivi. Inoltre, in certi casi, abbiamo visto

che l’eccentricity è nulla, questo deriva dal fatto che i nodi all’interno

del network completo, che abbiamo creato, hanno tutti lo stesso valore

per questa metrica.

Un’ulteriore considerazione può essere fatta analizzando i risultati ottenuti nel

dataset Suicide Rates Overview 1985 to 2016. Per quanto riguarda i dataset

composti da 500 nodi, scelti randomicamente, abbiamo che le metriche uti-

lizzate per l’estrazione dei risultati sono coerenti con il resto dei set di dati,

al contrario se guardiamo l’influenza delle metriche, notiamo una differenza

nei risultati: in questo caso la misura più alta è la modularity. Tutto ciò

viene accentuato nel dataset composto da 1000 nodi, in cui anche le metriche

utilizzate per l’estrazione dei risultati sono completamente diverse e assumono

il loro valore minimo: questo molto probabilmente è dovuto alla struttura del

network. Analizzando la rete si evince che i nodi che la compongo si distribui-

scono in modo equo, formando dei bucket omogenei per tutti e tre gli attributi

sensibili: ne è conferma un valore di modularity elevato.
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Capitolo 6

Conclusioni e Lavori Futuri

In quest’ultimo capitolo si presentano le conclusioni tratte dalla nostra ricerca.

L’obiettivo di questa tesi è stato di dimostrare una correlazione tra le metriche

delle reti complesse e altre caratteristiche come diversity e fairness, attraverso

l’applicazione di metodi di classificazione, ovvero, la regressione logistica e i

random forest.

Dopo aver ampiamente spiegato la base del nostro lavoro nel Capitolo 3, for-

nendo tutte le informazioni e le definizioni utili al nostro scopo, in particolare

facendo riferimento ai concetti di diversity, fairness, unfairness, reti complesse

e classificazione, nel Capitolo 4 - Metodologia - abbiamo illustrato formalmen-

te e dettagliatamente tutti i passaggi che abbiamo eseguito per raggiungere

l’obiettivo che ci siamo posti.

Nello specifico attraverso una funzione parametrica basata sulle misure di net-

work, che abbiamo scelto di mettere in luce, riusciamo a stimare quali nodi sono

più diverse all’interno di un set di dati. Questo può essere fatto senza passare

attraverso i metodi classici utilizzati per calcolare la diversity. Inoltre, come

dimostrato, attraverso un’applicazione delle metriche delle reti per valutare la

diversity, estraendo i nodi, ovvero gli elementi più diversi tra loro, possiamo

dire che all’interno del set, etichettato come “selezionati”, verrà sicuramente

messa in luce una caratteristica, ossia la diversity, mentre al di fuori di que-

sto set di nodi, quindi quelli che saranno etichettati come “non selezionati”,

possiamo affermare che verrà sottolineata un’altra caratteristica, quella della

somiglianza, in quanto avranno tutte peculiarità simili.

Abbiamo deciso di mettere in evidenza l’applicazione della regressione logistica

in quanto è un modello più semplice di classificazione per l’interpretazione dei
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dati, rispetto all’utilizzo dei random forest, modello sicuramente più potente,

ma meno adatto alla lettura dei risultati, specialmente per quanto riguarda

l’analisi delle metriche più influenti.

L’applicazione di tale modello ottiene quasi sempre buoni risultati, special-

mente per quattro delle cinque metriche che noi abbiamo deciso di utilizzare

per estrarre i risultati: accuratezza, curva Roc, precisione e f-measure.

Concludendo, possiamo dire di aver riscontrato anche caratteristiche comuni

all’interno dei set di dati analizzati, per quanto concerne le metriche, sia più che

meno rilevanti. Le metriche più influenti che abbiamo riscontrato nel nostro

studio sono: grado, forza, betweeness centrality ed eigenvector cetrality. Al

contrario, quelle meno influenti sono: coefficiente di clustering, closeness cen-

trality, harmonic closeness e modularity. Inoltre, talvolta, abbiamo osservato

una misura del tutto ininfluente, quindi nulla, l’eccentricity.

Tra gli spunti futuri, applicabili proprio partendo da questo studio, si propone

l’analisi di un dataset con un numero di nodi più elevato, al cui interno ci

sia un alto numero di attributi sensibili, contenuti nella lista UK Equality Act

2010.
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